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OZET

Diinya yas meyve sebze iiretiminde tilkemiz 6n siralarda yer almakla birlikte ihracata
bu potaniyelini yeterince yansitamamaktadir. Gliniimiiz diinyasinda uluslararasi alanda
yasanan rekabet her gegen giin artmakta olup, hedef pazarlar belirlenirken mevcut imkan ve
kaynaklarin en etkin sekilde degerlendirilmesi ve ihracat islemlerinde basarili olmak igin
dogru bir hedef pazar caligmasinin gerceklestirilmesi olduk¢a 6nemlidir.

Ayrica, gelecek donemde iiretim planmin hazirlanabilmesi ve bu dogrultuda stratejik
kararlar almabilmesi icin ithalatci tilkelerinin gelecek donem alim taleplerinin belirlenmesi
gerekmektedir.

Bu nedenle, tez calismasi ile Tiirkiye’nin yas meyve sebze ihracatinda 6dnemli bir
potansiyele sahip olan OECD iilkelerinin {iriin ve {lilke bazinda gerceklestirecegi yas meyve
sebze ithalatmin tahmin edilmesine yonelik bir analiz gergeklestirilmis ve ithalat degerlerini
etkileyen &znitelikler olarak “Donem”, “Alict iilke kodu”, “Uriin kodu”, “Enflasyon orani1”,
“Niifus”, “GSYIH”, “Bes yil sonraki GSYIH tahmini degeri”, “Is yapma kolaylig1 endeksi”,
“Acik pazar endeksi”, “Alict iilkenin dolar doviz kuru”, “Uretimi” ve “Tarmmda isgiicii
istatistigi” degerleri esas almmistir. XGBoost, Rastgele Orman ve YSA’nin ithalat
degiskenini tahmin etmedeki performans degerleri kiyaslanmis ve XGBoost Algoritmasinin
diger yontemlere kiyasla daha iyi tahminler gergeklestirdigi sonucu elde edilmistir.

Anahtar Kelimeler: Makine Ogrenmesi, XGBoost, YSA, Rastgele Orman



SUMMARY
PREDICTING FRESH FRUIT AND VEGETABLES IMPORT OF OECD
COUNTRIES’ BY DATA MINING METHODS

Although, Turkey is one of the world’s most important fresh fruit and vegetable
producer countries, it can not adequately reflect this potential to export. In today's world,
since the competition in the international trade is increasing day by day, it is very important to
evaluate the available opportunities and resources in the most effective way while
determining the target markets. In addition, in order to be successful in export process, target
market study should be performed correctly.

On the other hand, to prepare a future production plan and to make strategic decisions
in this direction, it is necessary to determine the purchase demands of the importer countries
for the next period.

OECD countries have a significant potential in Turkey's fresh fruit and vegetable
exports. Therefore, in this study, an analysis is carried out to predict OECD countries’ fresh
fruit and vegetable import by country and product base. For this purpose, the attributes that
influence imports of OECD countries are taken as “Period”, “Country code”, “Product code”,
“Inflation rate”, ‘“Population”, “GDP”, “5 year later prediction of GDP”, “Ease of doing
business index”, “Open market index”, “Dolar exchange rate”, “Production” and “Labor
statistics in agriculture”. The performance values of XGBoost, Random Forest and ANN in
predicting the import variable were compared and the result of XGBoost Algorithm shows
better performance compared to other methods.

Keywords: Machine Learning, XGBoost, ANN, Random Forest
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ONSOZ

Veri Madenciligi her gegen giin daha fazla 6nem kazanmakta ve daha genis alanlarda
kullanilmaktadir. Biiyiik veri yiginlar1 i¢erisinden Oriintiilerin ve bilgilerin kesfi siireci olarak
tanimlanabilen veri madenciliginden, saglik sektoriinden, egitim, bankacilik, sigortacilik ve
hatta uzay bilimine kadar pek ¢ok alanda faydalanilmaktadir.

Veri madenciligi disiplinler arasi bir calisma alanina sahiptir ve analiz siirecinde
istatistik, makine Ogrenmesi ve yapay zeka disiplinleri altinda kullanilan yontemlerden
yararlanir.

Makine 6grenmesi, insanlara oldukca dogal gelen deneyimlerden 6grenme siirecini,
probleme ait veriler iizerinden bilgisayarlara 6greten bir veri analitigi teknigidir. Makine
ogrenmesi algoritmalari, herhangi bir denklem ihtiyaci olmadan dogrudan veriden bilgiyi
O0grenmeyi saglayan hesaplama yontemlerini kullanir. Ana arastrma alani ise, karigik
oriintiileri tanimak ve veriye dayali akilli kararlar1 vermek i¢in otomatik 6grenme islemidir.

Tez calismasinda veri madenciligi ve makine Ogrenmesi algoritmalari iizerinde
durulmus ve segilen makine 6grenmesi algoritmalarinin performansina yonelik bir ¢alisma
yiriitiilmistir. Antalya ilinin Tirkiye yas meyve sebze iiretim ve ihracatinda en fazla paya
sahip illerden olmasi nedeniyle bu ¢alismada yas meyve sebze ihracatmin gelistirilmesine
yonelik bir analiz ¢galigmasima odaklanilmistir.

Tirkiye yas meyve sebze lretiminde ve ihracatinda diinya genelinde 6nemli bir
konumdadir. FAO’nun 2018 yili verilerine gore Tiirkiye, diinya ayva, kayisi, kiraz ve incir
iretiminde birinci; kavun ve pirasa {retiminde ikinci; biber, hiyar-kornison, karpuz,
mandalina ve havug-salgam {iretiminde iiclincii; domates, elma, patlican, fasulye, cilek,
1spanak ve visne tretiminde dordiincii; kuru sogan, seftali-nektarin, lahana, kabak ve armut
iiretiminde besinci; lizim, erik ve limon iiretiminde ise altinct sirada yer almaktadir. Ancak,
bazi iirlinler haricinde diinya ihracat siralamasinda ayni performans sergilenememektedir.

Birlesmig Milletler veri kaynagi “UN Comtrade Data Base”in 2019 yili ihracat
verilerine gore, Tiirkiye diinya genelinde ayva ve incir ile “Satsuma” cinsi mandalinanin
ithracatinda birinci; kabuklu kestane ihracatinda iiclincii konumda iken, kayisi, kiraz, diger
mandalina tiirleri ve greyfurt ihracatinda dordiincii; seftali-nektarin, kabak, patlican ve limon
ihracatinda ise besinci sirada yer almaktadir. Tiirkiye, liretim miktar1 agisindan Gistiinligii olan
diger tirlinlerde ise diinya ihracati siralamasinda daha gerilerde bulunmaktadir.

Ulkemiz iiretim potansiyelinin ihracata da yansitilabilmesi igin ihracatin

gelistirilmesine yonelik caligmalar yapilmalidir. Giinlimiiz diinyasinda uluslararas1 alanda
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yaganan rekabet her gecen giin daha da artirmaktadir. Firmalar yurt diginda tiriinleri i¢in hedef
pazarlar1 belirlerken ellerindeki imkan ve kaynaklar1 en verimli sekilde degerlendirmek
durumundadirlar. Thracat islemlerinde basarili olmak ve dogru pazara yonelebilmek igin dogru
bir hedef pazar ¢alismasmin gergeklestirilmesi olduk¢a 6nemlidir.

Bu noktada, almmasi gereken stratejik kararlar ile gelecek donemde iiretilmesi
planlanan iriinlerin tiir ve gesitlerinin belirlenmesi, bir bagka ifade ile tiretim deseni ve
planmin  hazirlanabilmesi i¢in ithalat¢ir iilkelerinin gelecek donem alim taleplerinin
belirlenmesi yapilabilecek galismalarin en basinda gelmektedir.

OECD iilkeleri, Gayri Safi Yurt i¢i Hasila (GSYIH) diizeyi yiiksek olan ve toplamda
diinya yas meyve sebze ithalatinin %68’ini tedarik eden tlilkelerden olugsmaktadir. Dolayisiyla,
iilkemizin yas meyve sebze ihracatmi artrmak ve diinya ihracatindan daha fazla pay
alabilmek i¢in OECD iilkelerinin yas meyve sebze ithalat1 incelemeye alinmaistir.

D1s ticaret verilerinin tahmin edilmesine yonelik literatiir calismalarinin incelenmesi
neticesinde ¢ok kriterli karar verme yontemleri ile regresyon ve zaman serisi analizleri gibi
ekonometrik yontemlerin yogun bir sekilde kullanildig: tespit edilmistir. Veri madenciligi
yontemleri agisindan ise dis ticaret verilerine yonelik caliymalarda Yapay Sinir Aglari ile
kiimeleme analizlerine siklikla bagvuruldugu goriilmektedir.

Diger taraftan, son donemlerde veri madenciligi alaninda tahminleme ¢alismalarinda
XGBoost Algoritmalar1 ile Rastgele Orman Algoritmalarmin daha fazla tercih edilmeye
baslandig1 gézlenmistir.

Bu nedenle, tez ¢alismasi ile Tiirkiye’nin yas meyve sebze ihracatinda onemli bir
potansiyele sahip olan OECD iilkelerinin iiriin ve {lilke bazinda gerceklestirecegi yas meyve
sebze ithalatinin tahmin edilmesine yonelik bir analiz gergeklestirilmesi ve makine 6grenmesi
algoritmalarindan XGBoost, Rastgele Orman Algoritmas1 ile Yapay Sinir Aglarmin
performanslarinin degerlendirilmesi amaclanmistir. En iyi performansi sergileyen algoritma
kullanilarak tlkelerin ithalat degerlerinin 6ngoriilmesi ve bu dogrultuda yiiriitiilecek
pazarlama ¢aligmalarina katki saglanmasi hedeflenmistir.

Ayrica, dis ticaret verilerinin tahminlenmesi caligsmalarinda daha 6nce kullanilmayan
XGBoost ve Rastgele Orman Algoritmalar: ile analiz siirecini gergeklestirip hem bu
yontemlerin tahminleme alanindaki basarisini dis ticaret alanma yansitmak hem de akademik
anlamda bir farklilik yaratmak amag¢lanmastir.

Tezde kullanilan algoritmalarin performansinin analiz edildigi ¢aligmanm sonucunda
en iyi performansi sergileyen algoritma kullanilarak bundan sonraki donemler i¢in hangi

tilkenin, hangi {iriinii, ne kadar ithal edecegi sorularina yanit bulunabilecektir.
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Bunun i¢in Oncelikle, yas meyve sebze sektoriinde dis ticarete konu olan 66 iiriin
grubu agisindan Tiirkiye diginda kalan 35 OECD iilkesinin 2012-2019 yillar1 arasindaki
ithalat verileri, ikincil veri kaynagi olan Birlesmis Milletler veri kaynagi “UN COMTRADE
DATA BASE”den (https://comtrade.un.org/data, erisim tarihi: 20.05.2020) derlenmistir.

Degerlendirmeye alman “Dénem”, “Alict iilke kodu”, “Uriin kodu”, “Alict iilkenin ilgili yil
enflasyon oram”, “Ilgili iilkenin niifusu (1.000 kisi)”, “Ilgili {ilkenin GSYIH (milyar $)”,
“flgili iilkenin 5 yil sonraki tahmini GSYIH (milyar $)”, “Ilgili iilkede is yapma kolayhig
endeksi”, “Ilgili iilkenin agik pazar endeksi”, “Alici iilkenin ilgili yildaki s6z konusu iiriinden
dretimi”, “Alict tilkenin ilgili yil tarimda isgiicii istatistigi”, “Alict tilkenin ilgili yil para
biriminin $ cinsinden degeri” ile “Ithalat¢i iilkenin ilgili iiriinden ithalat degeri ($)”
oznitelikleri agisindan 14.499 gdzlem elde edilmistir. “Ithalatcr {ilkenin ilgili iiriinden ithalat
degeri ($)” olan ¢iktinin, girdi olarak alman diger Oznitelikler ile tahmin edilmesi
amaclanmistir. Ancak, lretim miktar: ile iiretim silirecine dayali bilgilerinin temin edildigi
ikincil veri kaynaginda (FAO) en giincel verilerin 2018 yilina ait olmas1 nedeniyle “Ithalatci
iilkenin ilgili iiriinden ithalat degeri ($)” yerine “Ithalatci {ilkenin ilgili {iriinden bir y1l sonraki
ithalat degeri ($)” esas alinmis, girdi degerleri ilgili yil verileri iken, bir yil sonraki ithalat
degeri ¢ikt1 olarak degerlendirilmistir. Béylece giincel veriler analistlerin elinde mevcut iken
tilkelerin bir sonraki yil hangi {irtinden ne kadarlik bir ithalat yapabileceginin tahmin edilmesi
amaclanmustir.

Bu dogrultuda tezin birinci boliimiinde veri madenciliginin tanimi, kavramlari, veri
kaynaklari, veri madenciliginin siireci, modelin kurulmasi ve degerlendirilmesi asamalar1
aciklanmustir.

Ikinci béliimde ihracat ve ithalat terimleri agiklanmus, dis ticaretin ve talep tahmini
caligmalarinin 6nemine deginilmistir.

Uciincii  boliimde modelleme teknikleri ve algoritmalar iizerinde durulmus,
performanslarinin  kiyaslanacagi Yapay Sinir Aglari, XG Boost ve Rastgele Orman
Algoritmasi ile bu algoritmalarin temeli olan Karar Agaglari ele alinmistir. Ayrica, s6z
konusu algoritmalarm kullanildigi gegmis donem uygulama orneklerine yer verilmistir.

Dordiincii boliimde ise OECD iilkelerinin yas meyve sebze ithalatinin tahminleme
calismast icin isletilen veri madenciligi siireci ile ilgili bilgi verilmis, kullanilan {i¢ farkli
makine 6grenmesi yonteminin performanslarina iliskin kiyaslama yapilmigtir.

Sonug boliimiinde, tezde gerceklestirilen caligmalar ile ilgili bilgi verilmis, elde edilen
sonuglara iligkin yorumlar, ilgili makamlara sunulan Oneriler ve daha sonraki ¢alismada

izlenebilecek yontemler hakkinda goriisler sunulmustur.


https://comtrade.un.org/data

BIiRINCi BOLUM
VERI MADENCILIGI

1.1. Veri Madenciligi Kavramlan

Her gegen giin daha fazla 6nem kazanan ve daha genis alanlarda kullanilan veri
madenciligi, karar verme ve strateji gelistirme gibi konularda yoneticilere destek
olmaktadir. Saglk bilimlerinden, bankacilik, sigortacilik, egitim, giivenlik, istihbarat ve
miisteri iligkileri yonetimi alanina kadar genis bir kullanim agina sahip olan veri
madenciligi bilgi kesfi siirecinin bir pargasidir (Akm, 2008: 34-36; Akgdobek ve Cakir,
2009:802; Ozcan, 2014: 42-45).

Biiyiik, karmasik ve cok fazla degisken igeren veri setlerindeki gizli ve kullanigh
bilgiyi ¢ikarabilme ve bu bilgi lizerinde degerlendirme yapabilme yetenegi dolayisiyla veri
madenciligi her gegen giin daha 6nemli hale gelmektedir. Giiniimiizde veriye erisimin
kolaylagsmasi, veri isleme maliyetlerinin diismesi, veri depolama kapasitelerinin ve iiretilen
veri hacminin artmast ile veri madenciligi yazilimlarindaki gelisim sayesinde veri
madenciligi daha fazla kullanilmaktadir (Gupta, 2016: 4-5).

Veri madenciligi konusunda literatiirde pek ¢ok farkli tanimlama mevcuttur. Bu
tanimlamalardan bazilar1 asagida sunulmaktadir:

e Veri madenciligi, genellikle bliyiik boyutlardaki gdézlemsel veri setlerinin,

beklenmeyen iligkileri bulmak ve hem anlasilabilir hem de kullanish olabilecek
yeni yollarla 6zetlemek i¢in analiz edilmesidir (Hand vd., 2001: 6).

e Veri madenciligi, istatistiksel ve matematiksel tekniklerin yani sira Oriintii
tanima teknolojilerini kullanarak, depolarda saklanan biiyiik miktardaki veriden
eleme yaparak anlamli yeni korelasyon, oriintii ve egilimleri kesfetme stirecidir
(Larose ve Larose, 2014: xi).

e Nisbet vd. (2018: 22) veri madenciligini, biiyiikk, yogun ve giriitiili veri
setlerindeki veri elemanlar1 arasindaki bilinmeyen iligkileri bulmak i¢in makine
ogrenmesi algoritmalarinin kullanilmasi seklinde ifade etmektedir.

e Han ve Kamber (2012:8), veri madenciligini, bliylik miktardaki verilerden
ilging Oriintiileri ve bilgileri kesfetme siireci olarak tanimlamaktadir.

e Veri madenciligi en basit sekilde biiyiik boyuttaki veriden degerli olan bilgiyi
elde etme yontemidir. Boylece, gerektiginde gelecege yonelik ¢ikarsamalarda

bulunmak da miimkiin olmaktadir (Ozkan, 2016: 12).



Veri madenciligi, biiyilk veritabanlar1 igerisindeki bilinmeyen, gecerli, yeni,
kullanigli  ve anlasilabilir  Oriintiilerin ~ etkili  kesif tekniklerinin  bir
kolleksiyonudur (Gupta, 2016:3).

Veri madenciligi, veri igerisindeki ortintiilerin kesfidir ve bu siire¢ otomatik
veya genellikle yar1 otomatik olmalidir (Witten vd., 2016:5).

Veri madenciligi, biiylik veri tabanlarindan bilgiyi ¢ikarmak ic¢in makine

Ogrenmesi, Orlintll tanima, istatistik, veritabanlar1 ve gorsellestirme tekniklerini

bir araya getirerek kullanmaktadir (Giildal ve Cakici, 2017: 1356).

Veri madenciligi, veriler arasindaki iligskiler ile ileriye doniik Ongoriilerde

bulunulabilmektedir. Bu nedenle, karar destek sistemlerinde veri madenciligi oldukca

onemlidir (Ozkan, 2016:12).

Veri madenciligi, bilgi kesfi siirecinin bir parcasidir ve tekrarlayan bilgi kesfi

siirecinin ig¢inde bir adim olarak diisiiniilebilmektedir. Nisbet vd. (2018: 22) bilgi kesfini,

veriye erisim, veri inceleme, veri 6nisleme, modelleme, modelin uygulanmas1 ve izlenmesi

stireci olarak belirtmisler, bu genis bilgi kesfi siirecini veri madenciligini kapsayan bir

konumda oldugunu vurgulamuslardir. Bilgi kesfi siireci Sekil 1.1’de 6zetlenmektedir.

Oriintiiler

Veri

Bilgi

P

Islenmis

Hedef Veri Veri
/ —  Veri
Madenciligi

Ozellik Secimi \
. ve Clkarlin
2 |

Onisleme ve
Temizleme

Déniistiiriilmiis B /

Degerlendirme

Secim <«

Sekil 1.1 Veritabanlarinda Bilgi Kesfi Siirecini Olusturan Adimlar (Fayyad vd., 1996: 29).



1.2. Veri Madenciligi Siirecinin Veri Kaynaklari
1.2.1. Veritabanlar

Veritabanlari, bilgilerin depolandig1 alanlardir ve igerdigi bilgiler {izerinde
giincelleme, sorgulama yapma ve kaydetmeye imkan veren yapidadirlar. Veritabanlarinin
en temel yapitasi olan tablolarda bilgiler tutulmaktadir. Veritabanlarinda genelde birden
fazla bulunan tablolar ise birbirleri ile iligkilendirilebilmektedir. Cok sayida tablonun
birbirleri ile bir mantiksal iliski cergevesinde depolandig1 veri tabanlarina “iliskisel Veri
Taban1” denilmektedir. Her tablo bir dizi Oznitelikten (siitun veya alan) olusur ve
genellikle bilyiik bir dizi kayit (veya satir) depolar. Iliskisel bir tablodaki her kayit,
benzersiz bir anahtar tarafindan saptanan ve Oznitelik degerleri kiimesi tarafindan
tanimlanan bir nesneyi temsil eder (Han ve Kamber, 2012: 9; Ozkan, 2016: 13; Ozcan,
2014: 8).

Veritaban1 yonetim sistemi olarak da adlandirilan veritabani sistemi, birbiriyle
iliskili verilerin bir koleksiyonu olup diizenli bir sekilde veri depolamasimin yapildigi ve
yonetildigi ortamdir. Bu yonetim siirecinde ¢esitli yazilimlardan destek alimmaktadir. Bu
siiregte yararlanilan yazilim programlari, veritabani yapilarmi ve veri depolamasimni
tanimlamakta; eszamanli, paylasilan veya dagitilmis veri erisimini belirlemekte ve
yonetmekte; ayrica, sistem ¢okmelerine veya yetkisiz erisime yonelik girisimlere ragmen
depolanan bilgilerin tutarliligi ve giivenligi i¢in mekanizmalar saglamaktadir (Ozcan,

2014: 8; Han ve Kamber, 2012: 9).

1.2.2. Veri Amban

Veri ambarlar1 giiniimiizde giderek daha yaygin bir sekilde kullanilmaktadir. Veri
tabanlarindan elde edilen 6zet bilgi islemden gegirilerek veri ambarinda depolanmaktadir.
Bir bagka ifade ile veri ambari, yararli bilgilerin bulundugu (madencilik isleminin
uygulandigi), verilerin islenip (giiriiltiiden arindirilip, veri temizleme, veri entegrasyonu,
veri doniisiimii yapilip) statik hale getirildigi, veri ylikleme ve periyodik veri yenileme
isleminin gergeklestirildigi alt veri kiimesidir (Han ve Kamber, 2012: 9-10).

Veri ambari, analitik islemlerin yapilabilmesi ic¢in gerekli olan bilgiyi
saglamaktadir. Karar vericiye gore diizenlenmis, biitiinlesik durumda bulunan, ilgili
konulara gore derlenmis ve sadece okunabilir yapidadir. Veri tabani ile veri ambarmin

kiyaslanmas1 Tablo 1.1°de sunulmaktadir (Ozcan, 2014: 9-10).



Tablo 1.1 Veri Ambari ve Veri Tabam Ozelliklerini Kiyaslama Tablosu

Veri Ambarn Veri Tabam

Off-Line bir yapida caligir. On-Line bir yapida galisir.

Veri degisimi yapilmaz, veri sorgulamasi yapilir. | Yogun bir sekilde veri degisimi gerceklestirilir.

Eski verilerin de depolanmasi nedeniyle igerdigi | Siirekli olarak giincel veriler depolandigi igin daha az

veri miktar1 goktur. veri miktarina sahiptir.

Ust kademe yoneticiler ile analiz yapan | Veriye erismek isteyen tiim kullanicilara agiktir.
yetkililerin kullanimina agiktir. Bu nedenle daha
az kullanici bulunmaktadir.

Kaynak: Ozcan, 2014: 10.

1.3. Veri Madenciliginin Tarihsel Gelisimi

Verinin kullanimi ile ilgili ¢alismalarin ge¢cmisi 1960’11 yillara dayanmaktadir.
1960’larda veriler elektronik kaynaklardan depolanmaya ve bilgisayarlar ile analiz
edilmeye baslanmistir. 1980’lerde iliskisel veritabanlar1 modelleri kullanilirken,
1990’larda, depolanan verinin hacmi ¢ok biiylik boyutlara ulastigi i¢in veri ambarlarindan
faydalanilmaya baslanmustir. 2000’11 yillarda ise veri madenciligi tiim alanlarla kullanimda
yerini almistir (Akin, 2008: 30-38). Verinin islenmesi siireci ile ilgili tarihsel gelisimi Sekil
1.2°deki gibi 6zetlenmektedir (Han ve Kamber, 2012: 3).

Veritabani sisteminin gelisiminde ve veri madenciligi yOontemlerinde istatistik
uygulamalarindan da yararlanmilmistir. Ancak, veri madenciligi yontemleri, Klasik
istatistiksel uygulamalardan asagidaki konularda ayrilmaktadir (Ozkan, 2016:13-15).

1. Veri madenciligi yontemleri nispeten daha biiyiik veriler tizerinde ¢alismaktadir.

2. Klasik istatistiksel uygulamalardaki gibi varsayimlarda bulunmak c¢ogunlukla
gerekmemektedir.

3. Hipotezler kurup, test etmek yerine eldeki verilerle yararli sonuglara ulasmaya
caligilmaktadir.

4. Yeni verilere ulastikga, tizerinde g¢ahlsilan modelin egitilmesine devam

edilebilmektedir.



Veri Toplama ve Veritabam olusturma
(1960’1ar ve oncesi)

e Ilkel dosya isleme

Veritabam Yonetimi Sistemleri
(1970’Ier ve 1980°lerin baslari)
e Hiyerarsik ve ag veritabani sistemleri
o Iliskisel Veritabam sistemleri
e Veri modelleme; nesne-iliskisel modeller
e Endeksleme ve erisim metotlar1
e Sorgulama Dilleri: SQL vb.
e Kaullanicr ara yiizleri, formlar1 ve raporlari
e Islemler, eszamanlilik kontrolii ve kurtarma
e  Online islem gergeklestirme

Gelismis Veritabam Sistemleri

(1980 ortalarindan giiniimiize kadar)
Geligmis veri modelleri: gelistirilmis iliskisel
ve nesne iliskisel, sonug ¢ikarilabilir
Karmasik verinin yonetimi: mekansal,
zamansal, multimedya, sirali ve yapisal,
bilimsel, miithendislik ve hareketli objeler vb.
Veri akas, siber-fiziksel veri sistemleri
Web tabanli veri tabanlar1 (XML, anlamsal
web)
Kesin olmayan veriyi yonetmek ve veri
temizleme
Heterojen kaynaklar1 birlestirme
Metin veri alma sistemleri ve bilgi alma ile
entegrasyon
Oldukga biiyiik verinin yonetimi
Veritabani sistemlerini uyarlama
ileri sorgulama
Bulut bilisim ve paralel veri isleme
Veri gizliligi ve giivenligi konular1

Gelismis Veri Analizi
(1980 sonlarindan giiniimiize kadar)
Veri Ambari ve OLAP
Veri madenciligi ve bilgi kesfi:
siiflandirma, kiimeleme, aykirilik
analizi, birliktelik ve baglilik
kiyaslayici 6zetleme, ayrimeilik
analizi, Oriintii kesfi, egilim ve sapma
analizi
Karmasgik veri tiirlerinin madenciligi:
akis, siralama, metin, mekansal,
zamansal, multimedya, web, aglar vb.
Veri madenciligi uygulamalart: is,
toplum, perakende, bankacilik,
telekominikasyon, bilim, miithendislik
ve gilinlik yagam vb.
Veri madenciligi ve toplum: goriinmez
veri madenciligi, gizli-korumali veri
madenciligi, sosyal ve bilgi aglarmin
madenciligi, tavsiye sistemleri vb.

Yeni Nesil Bilgi Sitemleri

(Giinlimiizden gelecege)

Sekil 1.2 Veritabam Sistemi Teknolojisinin Gelisimi (Han ve Kamber, 2012: 3)




1.4. Veri Madenciligi Siireci

Veri madenciligi, veri ambarlarinda depolanan biiylik hacimli verilerden gizli
bilgilerin ortaya ¢ikarilmasi, verilerin iglenmesi ve faydali bilginin kesfedilmesi siirecidir.
Dolayisiyla veri madenciligi siirecinde bir 6nceki agsamanin ¢iktist bir sonraki agamanin
girdisi olmaktadir. Bu nedenle, her asamanin dikkatle degerlendirilmesi gerekmektedir
(Akgiin, 2012: 46-47).

Kullanilan yazilim ve modelden bagimsiz bir veri madenciligi siireci modeli olan
Veri Madenciligi i¢in Capraz Endiistri Standardi Siireci (The Cross-Industry Standard
Process for Data Mining (CRISPDM)) alt1 asamadan olugmaktadir. S6z konusu asamalar
Sekil 1.3’te sunulmaktadir.

£ N

Problemin Verinin
Tanimlanmasi Anlagiimasi
Modelin Verinin
Kullaniimasi Hazirlanmasi
Modelin
Degerlendirilmesi Modelleme

.

Sekil 1.3 Veri Madenciligi Siireci (CRISPDM), (Larose ve Larose, 2014:4)

Veri madenciligi, kullanici tarafindan pek ¢ok kararmn verildigi ¢cok sayida adimlari
iceren, interaktif ve iteratif bir siirectir. Verinin anlagilmadigi, 6zelliklerinin bilinmedigi
durumlarda, ne kadar etkin bir algoritma kullanilirsa kullanilsin basariya ulasilmasi
miimkiin degildir. Bu nedenle, Sekil 1.3’te de goriilecegi iizere, veri madenciligi

uygulamalarinda oncelikle verinin anlasilmasi ve problemin tanimlanmasi1 gerekmektedir.



Sonrasinda sirasiyla verinin hazirlanmasi ve modelin kurulmasi asamalar1 gelmektedir.

Daha sonra kurulan model degerlendirilir, izlenir, dogrulanir ve kullanilir (Fayyad vd.,

1996 42).

Veri Madenciligi adimlar1 konusunda farkli tanimlamalar da yer almaktadir.

Ornegin,

Haglin vd. (2005: 41-42) veri madenciligi adimlarin1 yedi asamada
tanimlamustir: (1) Hedefin belirlenmesi; (2) Hedef verinin olusturulmasi; (3)
Veri 6nisleme; (4) Veri doniistiirme; (5) Veri madenciligi; (6) Tahminleme
ve degerlendirme; (7) Harekete gegme.

Gorunescu (2011: 7-14) veri madenciligi adimlarim1 bes asamali olarak
tanimlamistir: (1) Problemin tanimi; (2) Verinin hazirlanmasi; (3) Modelin
kurulmast; (4) Modelin kullanilmasi; (5) Modelin izlenmesi

Han ve Kamber (2012: 7-8), veri madenciligi i¢in yedi asamali bir siire¢
tanimlamistir: (1) Hedef veri setinin olusturulmasi; (2) Veri temizleme ve
onisleme; (3) Veri azaltma ve doOnistirme; (4) Vert madenciligi
fonksiyonunun secimi; (5) Veri madencili§i algoritmasinin se¢imi; (6)
Degerlendirme ve elde edilen bilginin sunumu; (7) Kesfedilen bilginin

kullanilmasi.

Bu ¢alismada ise Veri Madenciligi siireci bes asamada degerlendirilmektedir:

1.
2.

Problemin tanimlanmasi ve verinin anlasilmasi
Verinin hazirlanmasi (6nisleme siireci)

a. Veritoplama

b. Veridegerlendirme

C. Veritemizleme ve biitiinlestirme

d. Seg¢im

e. Veri doniistiirme
Modelleme

Modelin degerlendirilmesi

5. Modelin kullanilmasi

1.4.1. Problemin Tanimlanmasi ve Verinin Anlasiimasi

Veri madenciliginde farkli amaglar icin farkli veri ve tekniklerin kullanmasi

gerekebilmektedir. Veri madenciligi silirecinin beklenen basariy1 elde etmesi i¢in amaglarin

dikkatli bir sekilde belirlenmesi Onemlidir. Bu nedenle, amaclarin belirlenmesi ve



problemin tanimlanmasi asamasi etkin bir veri madenciligi siirecinin ilk asamasini
olusturmaktadir (Gupta, 2016: 12).

Problemin yanlis tanimlanmasi yanlis sonuglara ulasilmasina sebep olacaktir.
Dolayisiyla, problemin tanimlanmasi asamasinda amag acik bir sekilde belirtilmis olmali,
hangi problemlerin galisma ile ¢oziilmesinin beklendigi 6ngoriilmeli ve elde edilecek
sonuglarin basarisinin nasil bir 6l¢iit lizerinden degerlendirilecegi belirlenmelidir. Analizi
yapan kisinin siireci etkileyebilecek Oonemli faktorleri tespit etmesi gerekmektedir. Bu
noktada, biit¢ce veya en azindan 6n hazirlik biitgesi ve ¢calismadan elde edilecek faydalar da
degerlendirilmelidir (Akgiin, 2012: 48; Gupta, 2016:12-13).

Problemin tanimlanmasi asamasi, calismanm amacmin ve gerekliliklerinin
anlagilmas1 siireci ile bu bilginin daha sonra veri madenciligi problem tanimina
dontstiiriilmesi ve amaclarin gergeklestirilmesi icin bir taslak planin hazirlanmasi
adimlarina kadar olan siireci igermektedir. © Adim adim degerlendirilecek olursa problemin
tanimlanmas1 asamast

e Calismanin amaglari ile beklenen ¢iktilarin tanimlanmasi,

e (Calismanin durumu ve ortamin degerlendirilmesi,

e Varsayimlarin listelenmesi,

e Kullanilacak terminolojinin a¢iklanmasi ve listelenmesi,

e Verinin temin edilecegi veri kaynaklarinin ve c¢alismada faydalanilacak
insan kaynagmin belirlenmesi,

e Calismanin kisitlar1 ve risklerinin listelenmesi,

e Hangi yazilimm kullanilacagmin belirlenmesi,

e Veri madenciligi ¢alismasinin amaci, basari kriterleri, kullanilacak teknikler
gibi detaylarin yer alacagi taslak planinin hazirlanmasi,

adimlarmdan olusmaktadir (Gupta, 2016: 13).

Verinin anlasilmasi asamasinda oncelikle hangi 6zniteliklerin gerekli oldugu ve
hangi verilerin toplanacagi, veri tiirleri (cografik veri, nicel veya nitel veri vb.), verileri
cikartmak veya eklemek icin isletmedeki bilgisayar sistemlerinin sayr ve miktar olarak
yeterli olup olmadigy, isletmenin gerekli bilgileri iceren bir veri ambarmnin olup olmadig:
gibi sorular degerlendirilmektedir (Gupta, 2016: 13). Daha sonra, verideki problemlerin
(guriltiilii ve kayip veri vb.) belirlenmesi, verideki ilk izlenimlerin kesfedilmesi ve gizli

bilgiden ilging detaylar tespit etmek i¢in veriye asina olma asamasi ile devam etmektedir.!

! https://docs.oracle.com/cd/B19306_01/datamine.102/b14339/5dmtasks.htm (erisim tarihi: 25.05.2020).



https://docs.oracle.com/cd/B19306_01/datamine.102/b14339/5dmtasks.htm

Verinin anlagilmasi asamasinda ise asagidaki adimlar izlenmektedir (Gupta, 2016:
13-14):
e Veriler toplanir ve ilk veri toplama raporu hazirlanir.
e Toplanan veri tanimlanir ve veri tanimlama raporu hazirlanir.
e Toplanan veri incelenir ve inceleme raporu hazirlanir.

e Veri kalitesi degerlendirilir ve raporlanir.

1.4.2. Verilerin Hazirlanmasi (On Isleme)

Verinin anlagilmasi asamasmin ardindan verinin hazirlanmasi veya Onislenmesi
asamasi gelmektedir. Bu asamada, veri Oznitelikleri yakindan incelenmektedir. Gergek
diinya verileri giiriiltiilii, bliylik hacimli (bir¢ok gigabayt veya daha fazla), karmakarisik ve
heterojen kaynaklardan elde edilmis olabilmektedir. Bu yapilar1 nedeniyle de giirtltili,
kayip ve tutarsiz veri icerme olasilig1 yiiksektir. Bu durum verinin kalitesini diisiirmekle
birlikte disiik kalitede madencilik sonuglarina sebep olmaktadir (Han ve Kamber, 2012:
39).

Veri hakkinda edinilen bilgi, veri madenciligi siirecinin en 6nemli ve ilk asamasi
olan veri onisleme asamasinda yararlidir. Verinin hazirlanmasi asamasi, ilk ham veri
setinden, modelleme aracina sunulacak nihai veri setini olusturmak icin gerekli olan tiim

aktiviteleri icerir (Gupta, 2016: 14).

1.4.2.1. Veri Kalitesi ve Veri Onislemenin Onemi

Veri, gergeklestirilecek ¢alismaya yonelik gereklilikleri saglayabiliyorsa kalitelidir.
Gergek diinyada ise veri, mikkemmelikten uzaktir.

Verinin kalitesini etkileyen faktorler dogruluk, tam olmasi, tutarlilik, zamanca
uygunluk, giivenilirlik, yorumlanabilme (ag¢iklanabilme) durumudur. Giivenilirlik,
kullanicilar tarafindan veriye ne kadar giivenildigini ifade ederken; yorumlanabilirlik,
verinin ne kadar kolay anlasilabildigini ifade etmektedir (Han ve Kamber, 2012:84-85).

Dogru olmayan veya kayip verilerin pek ¢ok olasi nedeni vardir. Bunlar (Han ve
Kamber, 2012:84-85; Tan vd., 2006: 37):

e Veritoplama araclarinin hatali olmasi,

e Kaullanicilarin zorunlu alanlara kigisel bilgilerini paylagmak istememesi
nedeniyle kasten yanlis veri degerleri girmis olmasi (bu durum gizlenmis
kayip veri olarak da bilinir) veya 6nemli bulunmayan verileri girmemis

olmasi,
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e llgili verinin, yanhs anlama veya ekipmanlarin arizasi nedeniyle
kaydedilememis olmast,
e Senkronize veri transferini ve tiiketimini koordine etmek i¢in limitli gegici
bellek boyutu gibi teknolojik kisitlamalarin bulunmasi,
e isimlendirme doniisleri, veri kodlar1 veya girdi alanlar1 i¢in tutarsiz
formatlar olmas1
gibi nedenlerden kaynaklanabilmektedir.

Pek ¢ok veri madenciligi teknigi verideki kalite sorunlarini tolere edebilmektedir.
Ancak, verinin anlasilmasi ve kalitesinin iyilestirilmesi analiz sonuglarmin kalitesini de
iyilestirmektedir (Tan vd., 2006: 19). Bu nedenle, modele girdi olacak gereksiz verileri ve
modelin irettigi gereksiz ciktilar1 azaltmak asil amactir. Veri madenciliginin amaglarma
uygun olmasi i¢in veritabaninin veri temizleme ve veri doniistiirme formunda 6n isleme

tabi tutulmas1 gerekmektedir (Larose ve Larose, 2014:17).

1.4.2.2. Veri On islemenin Bashca Gorevleri

Veri temizleme rutinleri kayip verileri tamamlayarak, giirtiltili verileri
diizglinlestirerek, asirilik gosteren degerleri belirleyerek veya ¢ikararak ve tutarsizliklari
¢oziimleyerek veriyi temizleme islemidir. Kullanicilar verinin kalitesiz olduguna
inanirlarsa, uygulanan veri madenciliginin sonuglarmna giivenemezler. Ayrica kalitesiz veri,
madencilik siirecinde karisikliga ve giivenilmez ¢iktilara neden olur (Han ve Kamber,
2012:85).

Verilerin Onisleme tabi tutuldugu bu asama, veri madenciligin en uzun zaman
gerektiren siirecidir. Ayrica, s6z konusu asama igin gerekli olan zaman, verinin boyutu ile
dogru orantilidir. Biiyiik hacimli veri setlerinde, veri ile ilgili problemlere genellikle daha
fazla rastlanmaktadir (Akgiin, 2012: 48-49).

Verilerin hazirlanmasi agsamasi, veri toplama, degerlendirme, biitiinlestirme ve
temizleme, segme ve doniistirme adimlarindan olusmaktadir. Bir sonraki asama olan
modelin kurulmasi asamasinda rastlanacak sorunlar tekrar veri hazirlama asamasina
doniilmesine ve verinin yeniden islemden gegirilmesine sebep olabilmektedir. Bu durum
dolayisiyla bir analist, veri madenciligi siirecinde harcadig1 toplam zaman ve ¢abanin %50-
%85’ini verinin hazirlanmas: ve modelin kurulmasi asamasina ayirmaktadir (Ayik vd.,

2007: 442-443).
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1.4.2.3. Veri Toplama

Veri toplama adimi, gerekli verinin toplanacagi kaynaklarin belirlenmesi ve
verilerin derlenmesi islemlerinden olusmaktadir (Ayik vd., 2007: 443). Burada, gerekli
olandan daha az veri ile analiz yapmak ¢alismay1 eksik birakirken, gereginden fazla veri
kullanmak da sonuca ulasmay1 uzatabilmektedir (Akgiin, 2012: 49).

1.4.2.4. Veri Degerlendirme

Veri madenciligi siirecinin isletilecegi verilerin farkli kaynaklardan derlenmis
olmasi durumunda kodlama hatalar1 ve farkli 6l¢ii birimleri ile degerlendirme yapilmasi
gibi nedenlerle veride uyumsuzluklar olabilmektedir. Bu nedenle, verinin kendi iginde ne
kadar uyumlu oldugu bu adimda degerlendirilir (Ayik vd., 2007: 443).

1.4.2.5. Veri Temizleme ve Biitiinlestirme

Bu adimda, bir Onceki adimda tespit edilen uyumsuzluklar giderilmeye
caligilmakta, giiriiltiilii ve tutarsiz veriler uzaklastiriimakta ve veriler tek bir veritabaninda
toplanmaktadir (Ayik vd., 2007: 443).

Veri temizleme asamasi biiylik ve kapsamli bir istir. Veri temizlemede ilk siire¢
tutarsizliklarin tespitidir. Veri temizleme rutini, kayip verileri tamamlama, asirilik gésteren
degerleri belirlerken giiriiltiileri diizgilinlestirme ve tutarsizliklar1 dogrulamaya calisir.
Tutarsizlik; bircok opsiyonel alanin oldugu zayif bir veri giris formu olusturulmasi, kasitl
hatalar, veri bozulmalar1 ve veri girislerinde insan hatasinin olmasi gibi pek ¢ok faktérden
kaynakli olabilir (Han ve Kamber, 2012: 88-91).

Kayip verileri tamamlama islemlerinden bir ka¢ farkli yol 6nerilmektedir (Han ve
Kamber, 2012: 88; Raschka ve Mirjalili, 2019: 109-112; Lee, 2019: 107-112; Gupta, 2016;
75).

1) Demetleri gozardi etme: Bu islem, sinif etiketi kayip oldugunda uygulanir. Veri
demetinin kayip deger igeren ¢ok sayida 6zniteligi olmadig: siirece bu metod ¢ok
etkili bir yontem degildir.

2) Kayip verileri tek tek doldurmak: Bu yaklasim zaman kaybettirmektedir. Cok fazla
kayip degerin oldugu biiyiik veri setlerinde uygulanabilir degildir.

3) Kayip degeri doldurmak i¢in sabit bir deger atama: Sabit bir deger atama yaklagimi

basit olsa da kusursuz degildir.
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4) Kayip degere 6zniteligin merkezi egilim (ortalama veya medyan gibi) degeri atama:
Normal (simetrik) dagilimlarda ortalama kullanilabilirken, simetrik olmayan
dagilimlarda medyan kullanilmasi 6nerilir.

5) En fazla tekrarlanan degeri atama.

Giriltala veri ise veri analistlerinin ¢alismalarmi olumsuz etkileyen ve analistlerin
karsilasmak istemedikleri bir durumdur. Giriiltii, 6lgiilen bir degerin i¢inde rassal hata
veya varyansdir. Bu durum, veri setinin analizler igin tutarsiz olmasma neden olur. Veriden
guriiltiiyii uzaklastirma siirecinde eksik degerlerin bulundugu veriler veri setinden
silinebilir (Akgiin, 2012: 18). Diger taraftan, giiriiltiili verinin uzaklastirilmasi igin
depolama, regresyon ve asirilik analizi gibi yontemler kullanilabilir (Han ve Kamber,
2012: 88-90):

e Depolama (binning) metodu: Bu metod (kiiciikten biiyiige veya biiyiikten kiigiige)
siralanmig verileri diizeltme amaciyla uygulamaktadir. Komsu deger, yani en yakin
degere danigarak siralanmis veriyi diizlestirmektedir.

e Regresyon: Veri degerlerini bir fonksiyona uyduran yontem olan regresyon veri
diizlestirmede kullanilabilmektedir.

e Asirilik (outlier) analizi: Asir1/ u¢ noktalar, benzer degerlerin bir grup veya kiime
icerisinde toplandigi, kiimeleme yontemi ile bulunabilmektedir.

Veri temizleme islemi sonrasinda farkli veri kaynaklarindaki veri setleri
biitiinlestirme islemi ile tek bir veritabaninda toplanir. Veri biitlinlestirme siirecinde
gereksiz degerlerin tespiti i¢in nominal nitelik degerleri i¢in 2 (chi-square) testi; sayisal
nitelik degerleri i¢in bir niteligin degerlerinin diger bir niteligin degerlerinden ne kadar
farkli oldugunu gosteren korelasyon katsayisi ve kovaryans kullanilir. Bilgi demetleri

diizeyinde tekrarlar tespit edilmeli ve ¢6ziilmelidir (Han ve Kamber, 2012: 98-99).

1.4.2.6. Veri Se¢imi
Bu adimda, bilgi kesfi icin problem tanimlama adimminda belirlenen amag¢ ve
hedeflere ulasmay1 saglayacak verilerin kullanimi 6dnemlidir. Kullanilacak modele bagli

olarak segilecek veriler de degisiklik gosterebilir. Bu adimda, ¢aligmada hangi verilerin
kullanilacagi belirlenmektedir (Han ve Kamber, 2012: 8; Gemici, 2012: 6).

1.4.2.7. Veri Doniistiirme
Bu adimda veriler, 6zetleme veya toplama gibi islemlerden gegirilerek madencilige

uygun formlara donistiiriilip birlestirilmektedir. Veri madenciligi siirecinin daha etkin
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sonu¢lanmasi ve elde edilen sonuglarin daha iyi anlasilmasi i¢in verilerin doniistiiriilmesi
ve birlestirilmesi islemlerinden olugsmaktadir (Han ve Kamber, 2012: 111-112).

Veri doniistiirme siirecinde kullanilabilecek stratejiler asagidaki gibidir (Han ve
Kamber, 2012: 112; Oguzlar, 2003:74; Coslu, 2013: 616)

1. Degisken (0znitelik/6zellik) ekleme: Yeni Ozniteliklerin olusturulup madencilik
slirecine yardimct olmasi i¢in mevcut Ozniteliklere yeni Oznitelikler eklenmesi
islemidir.

2. Toplama/Birlestirme: Ozetleme veya birlestirme opeasyonlarmm veriye
uygulanmasi, gereksiz 6zelliklerin ¢ikarilmasi veya kiimeleme ile veri boyutunun
azaltilmasidir. Ornegin, giinliik satis verileri aylik veya yillik degerlerin elde
edilmesi i¢in toplanabilir.

Veri azaltma asamasinda kullanilan stratejiler boyut azaltma, sayisal azaltma ve
veri sikistirma adimlarini igerir. Boyut azaltma degerlendirilen niteliklerin veya
rassal degerlerin sayisinin azaltilmasidir. Boyut azaltma metodlari, orijinal veriyi
daha kii¢iik boyuta indirgeyen temel bilesen analizi tekniklerini igerir. Ayrica,
Oznitelik alt kiimesi se¢imi de alakasiz, zayif alakali veya gereksiz 6zniteliklerin
veya boyutlarm tespit edildigi ve kaldirildig1 boyutsallik azaltma yontemidir. Say1
azaltma, alternatif, daha kiigiik temsilleri kullanilarak parametrik (regresyon, log-
lineer modeller gibi) veya parametrik olmayan (histogramlar, kiimeler, 6rnekleme
veya veri toplama gibi) modeller ile verinin degistirilmesidir.

Veri sikistirmada, orijinal verinin sikistirilmis veya azaltilmis bir temsilini elde
etmek icin doniistiirme islemi uygulanir. Eger, orijinal veri sikistirilmis veriden
herhangi bir bilgi kayb1 yasanmadan yeniden yapilabiliyorsa bu veri azaltimima
kayipsiz azaltim, orijinal verinin yaklagik bir Ornegi yaratilabiliyorsa bu veri
azaltimina da kayipl azaltim denmektedir.

3. Normalizasyon: Degiskenler arasindaki 6lgek biiyiiklikleri farkini gidermek igin
kullanilmaktadir. Farkli veri kaynaklarindan elde edilen verilerin heterojen yapida
olmalari, ortalama ve varsyanslariin birbirlerinden 6nemli 6lgiide farkli olmalar1
durumunda biiylik degerlere sahip olan veriler model iizerinde digerlerine kiyasla
daha baskin olmaktadir. Bu durumun Oniine gegmek i¢in veri iizerinde
normalizasyon iglemi uygulanmaktadir.

4. Veriyi Kesiklestirme: Bazi veri madenciligi algoritmalarmin yalnizca kategorik
degerleri ele almas1 veya analizin gerektirdigi durumlarda siirekli verilerin kesikli

degerlere doniistiiriilmesi islemidir. Sayisal Ozniteliklerin (yas gibi) degerlerinin
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aralik etiketler (6rnegin 0-10, 11-20 vb.) veya kavramsal etiketler (geng, yetiskin,
yasl gibi) ile ifade edilmesi islemidir. Bu iglem ile orijinal veri setinden daha diisiik
hacimli veriye ulagilabilmesi de miikiin olmaktadir.

5. Kavram hiyerarsisi olusturulmasi: Nominal verilerin iist diizey kavramlarla
(6rnegin, sokak gibi Ozniteliklerin  sehir veya iilke gibi kavramlarla)

genellenmesidir.

1.4.3. Modelleme

Modelin kurulmasi veya modelleme asamasinda, ©n islemden gecirilmis,
hazirlanmis verinin {izerinde hangi modelin kullanilacagi degerlendirilmektedir. Model
kurma asamasinda, probleme ve 6grenme stratejisine uygun olan algoritmay1 kullanarak
girdilerden arzulanan sonuglara ulasilmasi siireci takip edilmektedir (Balaban ve Kartal,
2015: 44).

Modelleme asamasi asagidaki adimlardan olusmaktadir (Gupta, 2016:14):

e Modelleme teknigi se¢ilir ve varsayimlarin listelendigi bir rapor hazirlanir.

e Bir test tasarim olusturulur ve test tasarim raporu hazirlanir.

e Model kurulur ve parametreler secilir. Parametreleri listeleyen ve modeli
tanimlayan bir rapor hazirlanir.

e Model degerlendirilir ve degerlendirme raporu hazirlanir.

Bu asamada, bircok modelleme teknigi se¢ilip uygulanir ve optimal degerlere gore
parametreler kalibre edilir. Genellikle ayn1 veri madenciligi problemi tiirii i¢in ¢ok sayida
teknik bulunmaktadir. Bazi teknikler veride degisiklik yapilmasini ve veri hazirlama
asamasina siklikla donmeyi gerektirebilmektedir. Bu sebeple, veri hazirlama, 6n isleme ve
modelleme asamalari, en iyi modele ulasilincaya kadar tekrarlanan bir siirectir (Chapman
vd., 2000: 11; Akpnar, 2000: 10).

Modelleme siirecinde ¢ikt1  degiskenine bagl olarak farkli teknikler
kullanilabilmektedir. Cikt1 degiskeni siirekli ise regresyon yontemleri, ¢ikti degiskeni

kesikli ise de siniflandirma yontemleri kullanilabilmektedir.

1.4.4. Modelin Degerlendirilmesi

Modelin kurulmasi agamasmimn ardindan degerlendirme asamasi gelmektedir. Bu
asamada modelin, isin amaglarim1 hangi Ol¢iide karsiladigi, yetersizliklerinin bulunup
bulunmadig1 degerlendirilir ve bu modelin yetersizliginin nedenleri arastirilir. Bu asamada,

stire¢ gozden gegirilir, sonuglar degerlendirilir, sonuclar projenin basinda tanimlanan
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degerlendirme kriterleri ile kiyaslanir. Daha sonra, sonraki adimda yiiriitiilecek ¢aligmalar

belirlenir. Bu adimlar sonucunda ilk {i¢ adimin tekrar gézden gecirilmesi de gerekebilir

(Chapman vd., 2000:51; Gupta, 2016:15).

Kurulan modeller arasindan en iyisinin seg¢ilmesi igin ¢esitli performans

degerlendirme yontemleri bulunmaktadir.

1.4.4.1 Modelin Performansini Degerlendirme Yontemi

Bir modelin performansi, kullanilan 6grenme algoritmasi, veri setinden ayrilan

egitim ve test kiimelerinin boyutuna bagli olabilmektedir. Modelin performansini

degerlendirmek i¢in kullanilan yontemlerden bazlari asagida sunulmaktadir (Balaban ve

Kartal, 2015: 45-47, Raschka ve Mirjalili, 2019: 195; Gupta, 2016: 186-188):

Holdout (Disinda Tutma) Yontemi: Bu yontemde veri seti egitim ve test verileri
olarak ikiye ayrilir. Egitim veri seti lizerinden modelin 6grenmesi saglanir, test veri
seti ile de Ogrenmenin diizeyi ve modelin performansi test edilmektedir. Bu
yontemin dezavantajlarindan biri gézlem sayisinin az olmast durumunda test veri
setinde yer vermek tlizere yeterli veriye sahip olunamayacak olmasi; bir digeri ise
verinin egitim ve test veri seti olarak bir defa ayrilmis olmasi ve bunun sonucunda
elde edilen model performansina tam bir giiven saglanamamasidir.

Tekrarh Holdout (Disinda Tutma) Yontemi: Bu yontem, holdout yonteminin
tekrarlanmasi islemidir. Ancak, se¢im rastgele yapilsa da secilen veri setlerinin
tekrar yapabilmesi ve listiiste binebilmesi ihtimali bir dezavantaj yaratmaktadir.
Tabakah Ornekleme Yontemi: Hedef veri setinin nominal degerlerden olusmasi
durumunda kullanilabilir, niimerik verilerde kullanima uygun degildir. Veri seti
egitim ve test verileri olarak ayrlirken veri setindeki kategorilere ait oranlarin da
korunmasina dikkat edilir.

Uclii Ayirma Yontemi: Veri seti egitim, dogrulama ve test verileri olmak {izere
tice ayrilir. Dogrulama verileri ile algoritmanin parametlerinde diizeltmeler yapilip,
test veri seti ile de modelin son performansi degerlendirilir.

Capraz Dogrulama (Cross Validation) Yontemi: Bu yontemde en fazla “k-kat
capraz dogrulama” ile “birini disarda birakarak ¢apraz dogrulama”
kullanilmaktadir. K-kat capraz dogrulamada, veri k esit parcaya ayrilir. Her
defasinda ayrilan k veri setinden biri test, kalan k — 1 adet veri seti ise egitim seti
olur. Boylece k defa elde edilen performansin ortalamasi modelin performansimi

verir. Birini disarda birakma yonteminde bir veri seti test i¢in ayrilirken kalan setler
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egitim seti olarak kullanilmaktadir. Veri setinde 6rnek/gézlem sayisinin az olmast
durumunda bu yontem tercih edilmektedir.

e Bootstrap Ornekleme Yéntemi: Bu yontemde, n adet 6rnekten olusan bir veri
setinde rastgele n defa egitim seti i¢in 6rnek secilmekte, egitim setinde yer almayan

ornekler de test veri setinde yer almaktadir.

1.4.5. Modelin Kullanilmasi

Modelin degerlendirilmesi asamasinda modelin performansi yonetim tarafindan da
uygun bulunursa sonraki asama olan modelin kullanilmasi asamasinda gecilir (Gupta,
2016: 15).

Modelin amaci, veri ile ilgili bilgiyi artirmak olsa da elde edilen bilginin miisterinin
kullanabilecegi bir sekilde diizenlenmesi ve sunulmasi gerekmektedir. Bu nedenle,
modelin kullanilmas1 asamasi, bir kurumun karar verme silirecinde canli modeller
uygulanmasi seklinde olmalidir. Ornegin, ger¢ek zamanl kisisellestirme Web sayfalarinda
pazarlama veritabanlarinda tekrarlanan puanlamalar gibi. Gereksinimlere bagli olarak
uygulama asamast bir rapor olusturabilecek kadar basit veya kurumun genelinde
tekrarlanabilir veri madenciligi siireci uygulayabilecek kadar karmasik olabilmektedir
(Chapman vd., 2000: 11).

Modelin kullanilmasi asamasinda nihai rapor hazirlanmaktadir. Bu rapor, bundan
onceki asamalarda hazirlanan raporlarimin tamamini icerecek diizeyde kapsamli bir rapor
olmalidir. Calisma ve dokiimanlar yeniden gézden gegirilmekte, ¢alisma siiresince nelerin
dogru, nelerin yanhs gittigi tespit edilmekte ve ¢alismanm daha iyi sonuglar vermesi i¢in

ne gibi iyilestirmeler yapilabilecegi konular1 raporlanmaktadir (Gupta, 2016: 15).
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IKiNCIi BOLUM
DIS TICARET

Dis ticaret, bir mal veya hizmetin (bedelsiz ihracatlar hari¢ olmak tizere) belirli bir
iicret karsiliginda iilke smirlar1 disima satimi veya yurt disindan alimi islemlerinin
biitiiniinii olusturmaktadir. Ihracat ve ithalat olarak iki &nemli olgusu bulunmaktadir. Ulke
ekonomisinin gelisimine olduk¢a ©Onemli katkisi olmasi dolayisiyla iilkeler ihracatin
ithalata kiyasla daha fazla olmasma yonelik dis ticaret politikalar1 izlemektedir. Bunlar,
gimriik vergileri, ithalat yasaklamalari, siibvansiyon ve tesvik uygulamalar1 ile serbest
ticaret anlagmalar1 gibi politikalar1 kapsamaktadir.

Bu boliimde, oOncelikle ihracat ve ithalat kavramlar1 ve Onemleri tzerinde
durulmakta, ayrica, pazar aragtirmasi ve talep tahmini ¢alismalarmin igerigi ve isletmelere

katkis1 konularina deginilmektedir.

2.1. Thracat
Uluslararasi pazarlamada ihracat i¢in pek ¢ok tanimlama bulunmaktadir. Bunlardan
bazilar1 asagida sunulmaktadir:

e Thracat, dogrudan veya dolayl olarak mal ve hizmetlerin bir iilkeden baska
bir iilkeye transfer edilmesi veya dis pazarlara satisinin gergeklestirilmesi
olarak tanimlanmstir (Yiicel, 2006: 4).

e Thracat, ticari bir malin Giimriik ve Kambiyo mevzuatma uygun bir sekilde
iilkenin glmriik hattim terk edip yurtdisindaki alicilara satilmasi ve
(bedelsiz ihracatlar hari¢ olmak iizere) bedelinin yine s6z konusu
mevzuatlara uygun olarak yurda getirilmesidir.?

e Thracat i¢in bir baska tanimlama serbest dolasimda bulunan (sdz konusu
tilkede iiretilmis, yetistirilmis veya baska bir iilkeden ithal edilmis) mal ve
hizmetlerin diger lilkelere satisinin gergeklestirilmesi seklinde yapllabilir.3

e lhracat Yonetmeliginde ihracat, “Bir malm, yiiriirliikteki ihracat mevzuati

ile gimriik mevzuatina uygun sekilde Tirkiye glimriik bdlgesi digina

2 Apak, T., (2003). ihracat Bedellerinin Tahsili-Kapatilmas: ve Kur Farklar (Giimriik-Kambiyo-Vergi-

Muhasebe),  http://www.alomaliye.com/2003/06/30/ihracat-bedellerinin-tahsili-kapatilmasi-ve-kur-farklari-
gumruk-kambiyo-vergi-muhasebe/ (erigim tarihi: 20.05.2020)

® Adim Adim Ihracat, TIMAkademi, 2014. https:/tr.scribd.com/doc/207549411/Adim-Adim-lhracat-2014-
Ilanli-Kitap3 (erisim tarihi: 21.11.2016)



http://www.alomaliye.com/2003/06/30/ihracat-bedellerinin-tahsili-kapatilmasi-ve-kur-farklari-gumruk-kambiyo-vergi-muhasebe/
http://www.alomaliye.com/2003/06/30/ihracat-bedellerinin-tahsili-kapatilmasi-ve-kur-farklari-gumruk-kambiyo-vergi-muhasebe/
https://tr.scribd.com/doc/207549411/Adim-Adim-Ihracat-2014-Ilanli-Kitap3
https://tr.scribd.com/doc/207549411/Adim-Adim-Ihracat-2014-Ilanli-Kitap3
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veya serbest bolgelere ¢ikarilmasini veyahut Miistesarlik¢a ihracat olarak

kabul edilecek sair ¢ikis ve islemleri” olarak tanimlanmaktadir.”
Ekonomi teorisi ihracati, uluslararasi ekonomik performansin ana dengeleyici
unsuru olarak ele almaktadir. Ayrica ihracat, bir ulusun rekabet giicliniin kamu tarafindan
algilanisint sekillendirmekte ve bir {ilkenin katlanabilecegi ithalat diizeyini (en azindan

uzun donemde) belirlemektedir (Czinkota, 2002: 315-316).

2.1.1. Thracatin Onemi ve Isletmelere Sagladigi Faydalar

Rekabetin her gecen giin arttig1 gliniimiiz diinyasinda ihracat, isletmelerin basarili
olmalar1 i¢in oldukc¢a 6nemli bir konumdadir. Hem iilke ekonomisine hem de firmalarin
gelisimine olduk¢a Onemli katkilar sunan ihracat, yeni is olanaklar1 yaratmakta ve
ekonomiye hem dis ticaret dengesi hem de istihdam agisindan katki saglamaktadir (Onur,
2012: 5). Bu nedenle, hem gelismekte olan tilkelerde hem de gelismis iilkelerde ihracata
biiylik onem verilmekte ve farkli destek programlar1 ile gelisimi yoniinde g¢aligmalar
yiriitiilmektedir (Yiicel, 2006: 5).

Zou vd (1998: 37) ve Czinkota (2002:315)’ya gore, makroekonomik diizeyde
thracatin, ekonomik biiylimenin makinesi olarak kabul edilmesi, doviz kuru degerlerini,
maliye ve para politikalarmi etkileyebilmesi nedenleriyle hiikiimetler firmalarmin ihrag
pazarlarindaki performansinin artirilmasi hususuna 6nem vermektedir.

Ihracatin isletmelere sagladig1 faydalar ise asagidaki sekilde siralanabilmektedir
(Yiicel, 2006: 5-6, Tosun, 2007: 36-37; Ozbek, 2009: 20-21; Siirek, 2010: 42-43; Onur,
2012: 5):

e Isletmeler, ihracat ile satislarmi ve karliligini artirirlar.

e Dis pazarlara agilan isletmeler, rakiplerini inceleme ve elde ettikleri
bilgileri kendi iiretim ve pazarlama stratejilerine uyarlama firsat1 da elde
ederler. Boylece rekabet gii¢lerini artirirlar.

e lhracat, isletmelerin insan kaynaklar1 ve ekipman acisindan mevut
altyapisini etkin kullanmasina, atil kapasitesinden kurtulmasma ve biiyiiyiip
gelismesine katki saglar. Ayrica, isletmeler ihracat ile dmriinii tamamlamis
veya tamamlamak {izere olan Uriinlerini  alternatif pazarlara

yonlendirebilirler.

4 fhracat Yonetmeligi, T.C. Resmi Gazete, 06.06.2006,
https://www.resmigazete.gov.tr/eskiler/2006/06/20060606-10.htm , (erisim tarihi: 20.05.2020).



https://www.resmigazete.gov.tr/eskiler/2006/06/20060606-10.htm
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e ¢ pazardaki satislarda ilerleme kaydedilememesi, yani pazarm doyuma
ulagsmasi nedeniyle veya i¢ piyasada Omriinii tamamlayan {irlinlerin
pazarlanmasi amaciyla igletmeler ihracata yonelebilirler.

e Diger taraftan, sadece i¢ pazara yonelik faaliyet gostermek cesitli riskleri de
beraberinde getirmektedir. I¢ pazarda olusabilecek bir ekonomik kriz ve
istikrarsizlik, enflasyon ve doviz kurlarindaki dalgalanmalar dolayistyla
olusacak risk, dis pazarlara acilarak ve miimkiin oldugunca ¢ok sayida
pazara ihracat gergeklestirilerek paylastirilabilmektedir.

e ¢ piyasanin yam sira ihracata yonelik olarak da faaliyet gerceklestiren
isletmeler, uluslararasi piyasalardaki rekabet ortamina uyum saglamak ve
nihai tiiketicilerin taleplerini karsilayabilmek i¢in iliretim ve pazarlama
yapilarmi yeniden diizenlemekte, rakiplerine kars: tistiinliik saglamak icin
arastrma ve gelistirme faaliyetlerine O6nem vermekte, uluslararasi
teknolojik yenilikleri takip edebilmekte ve bu yeniliklere uyum saglamaya
gayret gostermektedir. Bu durum da, sermaye ve isgiicliniin verimli

kullanilmasina imkan saglamaktadir.

2.2. ithalat

Ithalat, yani disalim, baska bir iilkeden mal ve hizmet tedarigidir. Thracat verileri ile
birlikte bir iilkenin dis ticaret dengesini olusturur. Bir iilke igin ithalat, bir baska iilkenin
soz konusu tlilkeye gergeklestirdigi ihracatin karsiigidir. Bu dogrultuda, iilkemizin
potansiyel ihracat degerlendirmelerini yapabilmek i¢in 6ncelikle alici tilkelerin veya hedef

pazarlarin ithalat verilerini incelemek gerekmektedir.

2.3. Talep Tahmini (Pazar Arastirmasi)

Talep, dis ticaret agisindan bir mal veya hizmete sahip olma konusundaki istek
olarak tamimlanabilmektedir. Talep tahmini (pazar arastirmasi) ise mevcut ve potansiyel
alicilarinin gelecek donemlerde talep edecekleri iiriin veya hizmet miktarmi belirleyerek
isletmeye kapasite kullanimmin belirlenmesi, rakiplerin pozisyonu, fiyat seviyeleri,
tiiketicilerin tercih ve aligkanliklari ile ilgili bilgi vermesinin yan1 sira sdz konusu talepler
icin gerekli isglici ve hammadde kullanimma iliskin hazirlik imkani saglamaktadir
(Erdogan vd., 2019:114). Talep tahmininden elde edilen bilgi, satig tahmini ve {iretim
planmna temel hazirlamaktadir. Satis tahmini ise bir sektdr veya isletmenin bir pazar

boliimiine satmay1 bekledigi mal ve hizmet hacmini ifade etmektedir (Tek, 1999; 296).
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Pazar arastirmasi siireci herhangi bir mal veya hizmete yonelik belirli bir iilke veya
bolgede olusmasi beklenen arz ve talebin belirlenmesi ¢alismasidir. Bir¢cok uluslararasi
pazar se¢imi ¢alismasi potansiyel yabanci pazarm belirlenmesinde farkli yaklasimlar ve
kriterler 6nermistir. Bu ¢alismalarin en eskilerinden olan Cavusgil (1985:30) yurtdisi pazar
potansiyelinin {i¢ asamada arastirilmasini  Onermistir. Bu asamalar1 su sekilde
siralayabiliriz: (1) fiziksel, siyasi, ekonomik ve kiiltiirel ¢evreyi incelemeye dayali 6n tilke
taramasi; (2) pazara giris, iirlin potansiyeli, yerel dagitim ve iiretim {izerinden incelenen
iilkenin talebini belirlemeye yonelik pazar potansiyeli degerlendirmesi; (3) satis ve karlilik
tahminlerine dayali firma satis potansiyeli analizi.

Pazar arastirmasinda dikkat edilmesi gereken hususlar (Sosyal ve Omiirgdniilsen,
2010: 130-131; Erdogan vd., 2019:114):

e Tahminleme arastirmasinin amacinin ve doneminin belirlenmesi,

e Arastirma yapilacak hedef pazar veya pazarlarin belirlenmesi,

e Arastrma i¢in ne kadarlik verinin gerekli oldugu ile nereden temin
edilecegine karar verilmesi,

e Flde edilebilecek verinin miktar1 ve durumuna gore tahminleme
calismasinda kullanilacak yontemin belirlenmesi,

e Arastrma konusu {iriin i¢in pazarda olusan veya olusabilecek talep
miktarmin, fiyat diizeyinin, tiiketicilerin 6zelliklerinin (gelir durumlari,
cinsiyet, yas, egitim durumu vb.), ikame tiriinlerin belirlenmesi,

e Pazardaki rakiplerin toplam talepten alacagi pay ile rakiplerin giiclii ve zay1f
yOnlerinin belirlenmesi

olarak degerlendirilmektedir.

Talep tahmini siireci genellikle dort adimda gergeklestirilir: (1) Verinin toplanmasi,
(2) Talep tahminin gergeklestirilecegi donemin belirlenmesi, (3) Tahminlemede
kullanilacak yontemin se¢imi, (3) Talep tahminin sonuglarinin degerlendirilmesi (Erdogan
vd., 2019:115).

Tahminleme siirecinde kullanilan teknikler kalitatif (kisisel gorlis ve
degerlendirmeye dayali) ve kantitatif (sayisal analize dayali) teknikler olarak ikiye
ayrilabilmektedir. Kalitatif teknikler daha ¢ok dogrudan bilgi edinilemeyen, veri
toplanamayan, Olclilemeyen veya gozlemlenemeyen durumlarda kullanilmaktadir.
Uygulamada en ¢ok kullanilan kalitatif teknikler: (1) Pazarin arastirilmasina yonelik anket,
miilakat ve telefon goriismeleri, (2) Uzman goriisleri ve (3) Talep verilerinin az olmasi

durumunda uzman goriislerine yazili olarak bagvurup ortak bir goriise ulasilincaya kadar
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devam eden bir ¢aligma yontemi olan delphi teknigidir (Erdogan vd., 2019:116; Demir ve
Glimiisoglu, 2003; 497).

Tahminleme siirecinde kullanilan kantitaf teknikler ise regresyon analizi
yontemleri, zaman serisi analiz yontemleri ve korelasyon analizi olarak ii¢ grupta
toplanabilmektedir (Tiitek ve Glimiisoglu, 2000; 197; Erdogan vd., 2019:116):

e Nedensel teknikler (regresyon analizi) yontemleri iki veya daha fazla
degisken arasindaki sebep-sonu¢ iliskisi gdzoniinde bulundurularak
gerceklestirilen tahminleme yontemidir. Regresyon analizi, ekonometrik
modeller, yapay zeka ve sezgisel algoritmalar bu yontemler arasindadir.

e Zaman serisi, bir olayin kronolojik olarak degerlerinin siralandig: dizidir.
Zaman serisi analizleri ise ge¢mis donem verilerinin zaman igerisindeki
egilimleri degerlendirilerek gelecek doneme iligkin tahminlerin yapildig:
yontemlerdir. Bunlara hareketli ortalamalar yontemi, {tstel diizeltme
yontemi, Box-Jenkins gibi yontemler 6rnek olarak verilebilmektedir.

e Korelasyon analizi, regresyon dogrusunun bagimli degiskeni ne oOlciide
acikladigini 6lgmek i¢in kullanilan bir tekniktir. Ayrica, iki degisken

arasindaki iliskinin 6l¢iilmesinde de uygulanmaktadir.

2.3.1. Talep Tahmini ve Pazar Arastirmasinin Onemi

Her gegen giin daha fazla {iretici ve ihracatc¢ilarin dahil oldugu ve alicilarin
sayisinin ise smirli oldugu uluslararasi piyasalarda basarili olmak ve yogun rekabet
ortaminda ihracat gergeklestirebilmek i¢in pazarlama odakli ¢alismak, pazardaki taleplere
iligkin arastrma yapmak gerekmektedir. Uluslararasi pazarlara girmeden Once
cevaplanmasi gereken oncelikli sorularin basinda hangi iilkelere odaklanilmasi1 gerektigi
gelmektedir. Hedef pazarin segilmesi siireci ihracat-pazarlama stratejisi olusturmanin da ilk
adimidir (Onur, 2012: 3-13).

Isletmeler acismdan talep tahmini ve pazar arastrmasmin Onemi gesitli
calismalarda su sekilde 6zetlenebilmektedir:

e Isletmeler, ihracat stratejilerini gelistirmeleri i¢in dncelikle pazar arastirmasi
yapmast; hedef pazar alicilarinin taleplerini, pazardaki tedarik¢i, dagitic ve
aract firmalar1 arastirmalari, fiyat diizeyleri, mevzuat ve diizenlemeler
hakkinda, kisacasi pazarla ilgili detayli bilgi edinmelidir (Onur, 2012: 3).

e Isletmeler uluslararasi pazarlarda kalict olabilmek igin yeni pazarlar

aragtirmak ve yeni pazarlara agilmak, hedef pazarlarin taleplerini tam olarak
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anlamak, bu talepler dogrultusunda iiretimlerini gerceklestirmek ve yeni
tirtinler gelistirmek, fiyat politikalarini iyi belirlemek, pazara uygun dagitim
kanallarm1 segmek ve pazardaki mevcudiyetlerini saglamlastiracak
faaliyetlerde bulunmak durumundadirlar. Ihracata sadece iiretilen iiriinlerin
yurt digina satigi olarak bakmak isletmelerin sadece belirli iirlinlerle ve
belirli pazarlarda faaliyetinin sinirli kalmasma sebep olmaktadir (Yiicel,
2006: 1).

e Firmalar, yeni bir yurt dis1 pazara girmek ve hizmet, {iriin, teknoloji, isgiicii
ve diger kaynaklar agisindan islerini gelistirmek igin pazara girig stratejisi
kullanirlar. S6z konusu strateji kapsaminda, firmalarin, hangi pazara
gireceklerine (pazar se¢im karari), nasil gireceklerine (pazara giris yontemi
karar1) ve ne zaman gireceklerine (pazara giris zamam karar1) karar
vermeleri gerekir. Dolayisiyla pazar se¢im Kkarari, uluslararasilagsma
stirecinin 6nemli boyutlardan biridir ve kiiresel pazarda genisleme siirecini
zorluklar1 ve karisikliklarini azaltmak i¢in olduk¢a dnemlidir (Mat Isaa vd.,
2013: 4).

Gelecek donemde ne kadarlik bir talep olacaginin tahminlenmesi iiretim faaliyetleri
acisindan oldukc¢a onemlidir. Talebin karsiligi tedariktir ve talebi karsilayabilmek i¢in
iretim planinin bu dogrultuda yapilmasi ve gerekli kaynaklarm temin edilmesi
gerekmektedir. Bir isletmenin iiretim plani, hangi iriinden hangi donemde ne kadar
iiretilecegini ifade etmektedir. Uretim planmin yapilabilmesi i¢in ihtiya¢ duyulacak veri,
satig tahmini ve mevcut sipariglerden temin edilmektedir. Dolayisiyla, hammadde, yar1
mamul, isgiicii ve makine kullanim ihtiyacimin belirlenmesi konusunda ana veri talep
tahmininden elde edilmektedir (Krajewski vd., 2013: 483; Kobu, 2013:455-456).

Talep tahminleri calismasina yeterince dnem verilmemesi veya dogru bir ¢alisma
yiirlitiilmemesi firmalarin talep fazlalig1 veya azlig1 ile karsilasmasina, kapasitelerini dogru
kullanamamasina, satis ve gelir kayiplar1 ile karsilagsmasina ve hatta iflas etmesine kadar
varan sorunlara sebebiyet verebilmektedir. Diger taraftan, pazar agisindan
degerlendirildiginde ise arz bollugu veya yetersizligine ve piyasada {iriin satis fiyatlarinda
dalgalanmalar yagsanmasina neden olabilmektedir. Bu agidan, talep tahmini siireci titizlikle

ele alinmalidir.
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UCUNCU BOLUM
MODELLEME TEKNIiKLERi VE ALGORITMALAR

3.1. Modelleme Teknikleri

Veri madenciligi yontemlerinde, veri genelde egitim ve test verisi olarak ikiye
ayrilmaktadir. Egitim veri seti modele sunulmakta ve modelin veriyi 6grenmesi amaciyla
kullanilmaktadir. Daha 6nce modele gosterilmeyen test veri seti ise modelin veriyi ne
kadar 1y1 6grendigini test etmektedir. Eger bir model, test verisi lizerinde dogru sonuglar
veriyorsa, modelin egitim setinden test setini genelleyebildigi soylenebilmektedir. Veri
madenciligi ¢alismalarinda modelin  miimkiin olduk¢a dogru sonuglara genelleme
yapabilmesi amaglanmaktadir.

Sahip olunan bilgi i¢in fazla karmasik bir model kurulmasi durumunda asiri
ogrenme gerceklesmektedir. Asir1 6grenme, egitim setinin Ozelliklerine ¢ok yakin ve
egitim setinde ¢ok iyl sonu¢ veren ama yeni veride genelleme yapamayan modellerde
gerceklesmektedir. Diger taraftan, kurulan model ¢ok basitse veriyi tiim 6zellikleri ve
degiskenleri agisindan yakalamak miimkiin olamayabilmektedir. Bu durumda egitim
setinde bile uyumsuz sonuglar elde edilmektedir. Iste, bu sekilde ¢ok basit bir model
secilmesine de yetersiz uyum veya eksik 6grenme denmektedir (Miiller ve Guido, 2017:
28; Tan vd., 2006:173).

Asir1 6grenme durumunda daha fazla Orneklem toplamak, modelin 6§renme
kabiliyetini gelistirmekte ve bu sayede ezberleme sorununu ¢oziilebilmektedir. Genellikle,
daha fazla veri noktasi toplamak daha fazla esneklik yaratmaktadir. Ancak, yineleyen veri
noktalar1 veya birbirine ¢ok benzeyen veri noktalar1 bu konuda modelin 6grenme becerisini
kolaylastirmamaktadir (Wang vd., 2006: 736, Babyak, 2004:414). Eksik &6grenme
durumunda modelin karmasikligi artirilmakta ve modele daha fazla Oznitelik dahil
edilmektedir. Kullanilan veri madenciligi yonteminde parametrelerinin degerlerinin
degistirilmesi hem asir1 6grenme hem de eksik 6grenme durumlarinda tercih edilen bir
uygulamadir.

Veri madenciligi yontemleri, veri madenciligi gorevinde bulunulacak Oriintii
cesitlerinin belirlenmesi i¢in kullanilmaktadir. Genel olarak bu tiir gérevler tanimlayict ve

tahminleyici olarak ikiye ayrilmaktadir (Han ve Kamber, 2012: 15).
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3.1.1. Tanimlayic1 Modeller

Tanimlayic1 model, bir hedef veri setinin 6zelliklerini karakterize etmekte, verideki
oriintiileri (korelasyon, trend, kiime ve anomali gibi) ve iligkileri tanimlamakta ve ¢alisilan
verideki ozellikleri kesfetmektedir. Kiimeleme, Ozetleme ve Birliktelik Kurallar1 gibi
yontemler tanimlayict modellere 6rnek olarak verilebilmektedir (Han ve Kamber, 2012:
15; Dolgun, 2014:18; Tan vd., 2006: 7).

Kiimeleme, birbirine yakin olan veya birbirleri ile ilgili gdzlemlerin bulunmas1 ve
bir kiimede gruplanmasi iglemidir. Kiimeleme, siniflandirmaya benzer bir yapidadir, ancak
kiimelemede gruplar daha dnceden tanimlanmamustir (Tan vd., 2006: 9-10). Kiimeleme, bir
grup verinin smif etiketlerini olusturmada kullanilabilmekte olup nesneler, smif igi
benzerligi en fazla yapma ve siniflararasi benzerligi en az yapma prensipini temel alarak
kiimelenmektedir. Bu durum, kiimelerin nesnelerin, kiime igindeklerin benzerliginin
yiiksek ancak, diger kiimedekilere kiyasla benzerliginin diisilk olacagr sekilde
olusturulmasidir (Han ve Kamber, 2012: 19-20).

Ozetleme, veriden dzet bilginin sunulmasi teknigidir (Oguzlar, 2003:74). Birliktelik
kurallar1 ise farkli 6zniteliklerin arasinda birliktelikleri bulma ve verideki giiglii birliktelik

ozellikleri i¢eren ortintiileri kesfetme stirecidir (Tan vd., 2006:9).

3.1.2. Tahminleyici Modeller

Tahminleyici modellerde ise mevcut veri tizerinde tahminler elde etmek igin
cikarsama yapilmaktir. Tahminleme, Ozniteliklerin mevcut ve gegmis durumunu analiz
edip, bir veya bir ka¢ Ozniteligin gelecekteki durumunu tahmin etme siirecidir. Burada
tahmin edilen Oznitelik hedef, ¢ikt1 veya bagimsiz degisken olarak isimlendirilirken,
tahminleme i¢in kullanilan 6znitelikler bagimli degisken, girdi veya agiklayict olarak
isimlendirilmektedir. Smiflandirma, regresyon ve zaman serileri analizi gibi yontemler
tahminleyici modellere 6rnektir (Han ve Kamber, 2012: 15; Tan vd., 2006: 7; Bowles,
2015: 27).

Smiflandirma, hedef verinin daha Onceden tanimlanan grup veya smiflara
yerlestirilmesi teknigidir. Hedef verilerin incelenmesinden once siniflar daha 6nceden
tanimlanmis oldugundan, bu bir denetimli (danigmanli) 6grenmedir. Model, egitim veri
setinin analizlerinden sinif etiketleri bilinmeyen nesnelerin sinif etiketlerini belirlemek igin
kullanilir. Elde edilen model, siniflandirma kurallari, karar agaglari, matematiksel
formiiller veya sinir aglar1 gibi pek ¢ok farkli formda temsil edilebilmektedir (Han ve

Kamber, 2012: 18).
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Tahmin ifadesi hem sayisal tahmin hem de smif etiketi tahmini anlamina
gelmektedir. Smiflandirma kategorik (ayrik, sirasiz) etiketleri tahmin ederken, regresyon
ise siirekli degerli fonksiyonlar1 modeller. Bir baska ifadeyle, regresyon smif etiketleri
yerine siirekli degerlere sahip sayisal veri degerlerini tahmin etmek igin kullanilir.
Regresyon analizi, sayisal tahmin i¢in en sik kullanilan yaklagimdir. Regresyon, mevcut
verilere dayali olarak dagilim trendlerinin tanimlanmasin1 da kapsar (Han ve Kamber,
2012: 19, Bowles, 2015: 27).

Zaman serileri, veri setindeki her deger farkli bir zaman degeri ile bu degere
karsilik 6zniteligin verdigi degerden olusmaktadir. Zaman serileri analizinde 6zniteligin
degerinin zamana gore degisimi incelenmektedir. Hava tahminleri veya stok tahminleri

zaman serileri analizine 6rnek olarak verilebilmektedir (Witten vd., 2016: 330)

3.2 Makine Ogrenmesi Algoritmalar

Makine 6grenmesi insanlara oldukca dogal gelen deneyimlerden dgrenme siirecini
bilgisayarlara 6greten bir veri analitigi teknigidir (Han ve Kamber, 2012: 24).

Das ve Behera (2017: 1301) ise makine 6grenmesini, gelecege yonelik performansi
tyilestirmek i¢in gegmis donem deneyimlerinden 6grenme olarak tanimlamislardir.

Makine Ogrenmesi algoritmalari, veriden dogrudan bilgiyi 6grenmeyi saglayan
hesaplama yontemlerini kullanmakta olup veriye bagli olarak bilgisayarlarin nasil
ogrendigini veya performanslarini nasil artirdigmi arastirmaktadir. Ogrenme, insan destegi
olmaksizin ge¢mis deneyimleri {izerine kurulu bir algoritmanin otomatik olarak
tyilestirilmesi ve gelistirilmesi seklinde gercgeklestirilmektedir. Ana arastirma alani ise,
karisik Oriintiileri tanimak ve veriye dayali akilli kararlar1 vermek i¢in otomatik 6grenme
islemidir. Elektronik postalar1 filtreleme, el yazis1 tanimlama, goriintii tanimma gibi
calismalar makine 6grenmesi calismalarndandir. Ornegin, tipik bir makine 6grenme
problemi, Ornekler setinden Ogrenmenin ardindan mektuplar {izerindeki el yazilarmni
otomatik olarak taniyabilecek sekilde bilgisayar1 programlamaktir (Han ve Kamber, 2012:
24; Das ve Behera, 2017: 1301).

Makine O0grenmesi algoritmalar1 {ic ana sinifta incelenebilir. Bunlar denetimli
(gbzetimli) 6grenme, denetimsiz (gbzetimsiz) 6grenme ve takviyeli 6grenmedir (Kotsiantis
vd., 2007: 3-5; Das vd., 2015: 32-37; Das ve Behera, 2017: 130; Binici, 2019: 118; Avuglu
ve Ekmekci, 2020: 36).

e Denetimli 6grenme, etiketlenmis drnekler yardimiyla yapilir. Siniflandirma

ve regresyon bu 0grenme bigimini kullanan tipik yaklagimlardir. Denetimli
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ogrenmede modele 6grenme asamasinda girdi bilgilerinin yanisira ¢ikti
bilgileri de sunulmaktadir. Model, girdi bilgisine gore iiretmis oldugu ¢ikt1
bilgisini beklenen c¢ikt1 degeri ile karsilastirir, hata miktarin1 hesaplar,
agirlik degerlerini hata degerine gore yeniden diizenler. Bu siire¢ hata degeri
daha 6nceden belirlenmis olan orana ulasana kadar devam eder. Denetimli
makine 6grenmesi uygulamalarina, spam postalar1 tespit etme, yiiz, ses ve
el yazisi tantma, metin filtreleme, verileri siniflandirma gibi ¢alismalar
ornek olarak verilebilmektedir. Denetimli 6grenmenin agamalari ile ilgili

ornek gorsel Sekil 3.1°de yer almaktadir.

Problemin Tanimi

Verinin Tanimlanmasi

Verinin Hazirlanmasi

Egitim ve Test Verisinin
Tanimi

I

Model/ Algoritma
Secimi

Parametre i

Kestirimi 4+ Egitim

Hayr Test verisi ile R
modelin lnr: a}nl 1ma
degerlendirilmesi Tahminleme

Sekil 3.1 Denetimli Makine Ogrenmesinin Asamalar1 (Kotsiantis, 2007: 250).
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e Denetimsiz 6grenmede girdi 6rnekleri sinif etiketli olmadig1 igin 6grenme
stireci danigmansizdir. Tipik olarak, veri igerisindeki siniflar1 kesfetmek i¢in
kullanilabilir. Denetimsiz 6grenmede, sadece egitim veri setindeki girdiler
sunulur. Cikt1 degerlerini karsilastirabilecegi beklenen ¢ikt1 degerleri
yoktur. Model, girdi verilerine gore egitim veri setini gruplandirir ve kendi
kurallarini olusturur. Kiimeleme analizi ve sepet analizi bu 6grenme tiiriine
iligkin 6rnek yontemlerdir. Denetimsiz makine 0grenmesi uygulamalarina
gen tanima, pazar boliimlendirme ve kiimeleme, sosyal ag analizi gibi
calismalar 6rnek olarak verilebilmektedir.

e Destekli veya takviyeli 6grenme 6diill — ceza prensibine dayanmaktadir.
Algoritma hareketleri dogrultusunda ¢evreden bir tepki beklemektedir. Bu
tepki 0diil veya ceza olabilir. Kazanilan 6diil dogrultusunda egitim siireci
gerceklesmekte, yaptigi eylemin ne kadar dogru veya yanlis oldugunu
ogrenmektedir. Genellikle oyun yapay zekalarinda kullanilmaktadir.

Bilgisayar programlarinda oldugu gibi veri lizerinde gelistirilen bilgi kesfi
calismalarinda da algoritmalardan yararlanilmaktadr (Ozdarici Ok vd., 2011:2). Bu
boliimde uygulamada kullanilmakta olan makine 6grenmesi yontemlerinden XGBoost,
Rastgele Orman Algoritmasi ile Yapay Sinir Aglar1 ve sz konusu yontemlerin temelini

olusturan Karar Agac¢larma deginilmektedir.

3.2.1. Karar Agaclan

Karar agaglari, hedef degeri hesaplamak i¢in ikili kurallar seti kullanan kestirimci
modellerdir. Hem  smiflandirmada hem de regresyon analizinde siklikla
kullanilmaktadirlar. Evet/hayir, dogru/yanhs seklindeki kurallar yardimiyla veriden bilgi
kesfetmeyi amaglamaktadirlar (Horning, 2010:2; Das ve Behera, 2017: 1305).

Agactaki her diigiim, ya bir soruyu veya bir soruya ait yanit1 temsil etmektedir
(Miiller ve Guido, 2017: 70-71). Karar agaci ingas1 algoritmasi, tiim yaprak digiimleri tek
smif diiglimii olana veya birden fazla siniftan nesneler i¢eren bir diiglimii bolmek i¢in daha
fazla 6znitelik bulunmayana kadar devam eder (Gupta, 2016: 169).

Kok, diigiim, i¢ diigiim, dal ve yapraktan olusan bir karar agac1 6rnegi Sekil 3.2°de
sunulmaktadir. Veri setinde yer alan her bir 6znitelik bir “diigiim”de temsil edilmekte olup,
en iistte “kdk diiglim” yer almaktadir. Son diigiim olan “yaprak diiglim” ise bir smifi temsil
etmektedir. Kok diiglim ile yaprak diigim arasindaki ara diiglimler “i¢ digim”,

diiglimlerin arasinda kalan baglantilar da “dal” olarak isimlendirilmektedir. Her diigiim,



28

agaca sunulan veri setine verilen cevaba gore dal veya dallara boliinmektedir (Sabanci,

2019: 12).

Kok Diigiim

=

Yaprak Diigiim
Dal / \ Dal
Yaprak Diigiim
Dal
Dal /
Yaprak Diigiim Yaprak Digim

Sekil 3.2 Karar Agac1 Ornegi (Sabanci, 2019: 12)

Sekil 3.3’de is¢i goriismeleri verisine iliskin drnek bir karar agaci yer almaktadir.
Bu ornekte birinci yilin sonunda yapilacak maas artis oran1 %2,5’dan daha azsa ve haftalik
calisma saati otuzalt1 saatin altindaysa bu is¢i tarafindan kotii bir durum olarak
algilanmakta; ilk yilin sonunda verilecek maas artist %2,5’dan fazla olmasi ve yasal
tatilleri on giinden fazla olmasi durumu ise is¢i tarafindan iyi bir durum olarak kabul

edilmektedir.

ilk yil

< %2,5 maas artist >2,5

Haftalik
calisma saati

Yasal tatiller

Sosyal giivence

i1k yilda
maas artist

Yok

L

Koti

Sekil 3.3 Isci Goriismeleri Verisine fliskin Ornek Bir Karar Agac1 (Witten vd., 2016: 18)

Karar agaclarinda asir1  Ogrenmeyi engellemek icin iki temel strateji
kullanilmaktadir. Bunlar, agacin olusturulmasini erken durdurma (6n budama) ile agaci

olusturup az bilgi iceren diigiimleri ¢ikarma veya daraltma (ge¢ budama) stratejileridir. On
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budama i¢in olas1 kriterler agacin maksimum derinligini (dal sayisini) smirlamak, yaprak
sayisini belirlenecek bir maksimum degerle sinirlamak, bolinmeye devam edebilmesi igin
bir diiglimdeki nokta sayilarint minimumda tutmaktir (Miiller ve Guido, 2017: 74). Geg
budamada ise agacin biiyiimesinin tamamlanmasinin ardindan, yeni sunulan verilerde karar
agacmin dogrulugunu artirmak amaciyla aga¢ daha sonra budanir. Ge¢ budama, erken
durdurma riski olan 6n budamaya gore genellikle daha iyi sonuglar vermektedir (Polat,

2008: 71; Gupta, 2016: 185).

3.2.1.1. Karar Agaci Algoritmalar

Karar agag¢larinda kullanilan algoritmalardan bazilar1 agagida listelenmektedir.

» CART (Classification and Regression Tree-Smiflandirma ve Regresyon Agaclari)

« CHAID (Chi-squared automatic interaction detector-X'2 Etkilesim Dedektorii)

* Ayrintili CHAID

* QUEST (Quick, Unbiased, Efficient Statistical Tree- Hizl, Tarafsiz, Verimli
Istatistik Agaci)

* C4.5 karar agaci

* C5 karar agaci

* [D3 agaci

« MARS (Multivariate Adaptive Regression Splines-Cok Degiskenli Uyumlu
Regresyon Seritleri)

Bu tez g¢alismasinda CART temelli ¢alisan yontemler kullanildigi igcin CART

algoritmasi agiklanmaktadir.

3.2.1.2. CART (Classification and Regression Tree-Simiflandirma ve Regresyon
Agaclari) Algoritmasi

CART algoritmas1 Breiman vd. (1984) tarafindan gelistirilmistir. Kok diigiimden
baslayarak agaci her defasinda ikili boliinmeler ile dallara ayirarak caligmaktadir. Hem
regresyon hem de siniflandirma problemlerinde kullanilmaktadir. Tahmin edilecek sonug
kesikli ise Siniflandirma, stirekli ise Regresyon agaci olarak kullanilmaktadir. Miimkiin
oldugunca homojen yapraklar elde etmek amaciyla ¢esitli dlctimleri kullanarak bdliinmeler
gerceklestirir. Bir diiglimiin saflik 6l¢iitii homojenligini ifade etmektedir. Saflik Slgiitii “0”
oldugunda diigiim tamamen homojen olmaktadir. Karar agaglarinda en ¢ok kullanilan

boliinme Olgiitleri “Gini” indeksi ile “Entropi” dir. En diisik “Gini” veya “Entropi”
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degerini veren 6znitelik dallara ayirma konusunda optimal 6znitelik kabul edilmektedir (Li
vd., 2019:194-195; Akkiigiik, 2011:74-75).

Tezin analiz bolimiinde kullanilan makine 6grenmesi algoritmalarinda boliinme
Olclitii olarak Gini indeksi kullanildig1 i¢in Gini indeksinin formiilasyonuna yer
verilmektedir.

S diigiimii i¢in Gini indeksi, formiilasyon (3.1)’deki gibi hesaplanmaktadir (Li vd. ,
2019:194-195; Bezek Giire, 2019:71-72):

Gini () =1- ) v} (3.1)

Bu formiilasyonda p;, S diigiimiindeki i smifina ait nispi olasig1 ifade etmektedir.
Gini indeksinin “0” olmasi i¢in bir smifin olasiliginin “1” olmasi1 gerekir. Bir baska

ifadeyle, “saflik” durumunun s6z konusu olmasi i¢in Gini indeksi “0” olmalidur.

3.2.1.3. Karar Agaclarinin Avantaj ve Dezavantajlar
Karar agaclarinin avantajlar1 asagida sunulmaktadir (Miiller ve Guido, 2017: 82-83;
Gupta, 2016:170, Albayrak ve Yilmaz, 2009:42):

e Parametrik olmayan yontemlerden olmasi dolayisiyla istatistiksel
varsayimlara ihtiya¢ duymamaktadir.

e Sonuglanan model, en azindan kiicliik agaclar icin kolay bir sekilde
gorsellestirilebilmekte ve uzman olmayan kisiler tarafindan da anlasilabilir
olmaktadir.

e Her 06zelligin ayr1 bir sekilde islenmesi ve verinin olasi boliinmelerinin
Olceklendirmeye bagli olmamasi dolayisiyla normalizasyon veya
standardizasyon gibi 6n islemelere ihtiyag duymamaktadir. Veri tamamen
farkli 6l¢eklerde 6zelliklere sahipse veya ikili ve stirekli 6zelliklere sahipse
oldukga iyi sonug verir.

e Hem siirekli hem de kategorik verileri ele alabilmekte ve anlasilabilir
sonugclar tiretmektedir.

e Karar agaci yaklagimi egitim verisindeki kayip verilerle bas edebilmekte ve
verideki baz1 hatalar1 tolere edebilmektedir.

Bunun yani sira literatiirde karar agaclarmin dezavantajlarindan asagidaki sekilde
bahsedilmektedir (Kuzey, 2012: 77; Gupta, 2016:170; Miiller ve Guido, 2017: 82-83):
e Hisse fiyatlar1 veya faiz oranlar1 gibi siirekli degiskenlerinlerin degerini

tahminlemeye yonelik caligmalar i¢in karar agaclar1 cok uygun degildir.
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e Smif bagina egitim veri setindeki gdzlem sayisinin diisiik olmas1 durumunda
karar agaglar1 biiyiik hatalar olusmasina sebep olabilmektedir.

e Birgcok 0Ozniteligin ve biiyiik hacimli egitim verisinin bulundugu biiyiik
problemlerde maliyetli olabilmektedir.

e Karar agaclarinda karmagsikligi kontrol eden en onemli parametre, heniiz
agac¢ tam olarak gelistirilmeden agacin olusumunu durduran dal sayisi1 (max
depth) parametresidir. Bu parametrenin ¢ok biiylik olmasi asir1 6grenme,
cok diisiik olmasi ise eksik 6grenmeye yol agmaktadir.

e Birbiri ile etkilesimli ¢ok sayida 6znitelik olmast durumunda karar agaglar
iyl sonu¢ vermekle birlikte karmasik etkilesime sahip veri setlerinde daha
disik performans gostermektedirler. Veri setindeki giriiltiiye karsi
hassasiyet gostermektedir.

e Karar agaglarinda 6n budama kullanilsa bile asir1 6grenmeye egilimlidirler
ve zayif genelleme performansina sahiptirler.

Karar agaglarinin asir1 08renme sorununa ¢Oziim getirmek amaciyla topluluk
o0grenmesi yontemleri kullanilmaktadir. Egitim setinden ¢ok sayida farkli egitim setlerinin
olusturuldugu, modelin bu egitim setleri tizerinden 6grenmesi sonucunda olusan sonuglarin
degerlendirildigi ve daha giivenilir kararlar verebilmek i¢in bir ¢ok modelin ¢iktilarinin
birlestirildigi yontemler topluluk 6grenmesi yontemleri olarak adlandirilmaktadir (Witten,
2016: 351-352).

Topluluk 6grenmesi yaklagiminin genel prensibi, 06grenme modellerinin
birlesiminin genel sonucun performansini artiracagi yoniindedir. Her bir agac¢ goreceli
olarak iyi tahminlerde bulunabilir, fakat 6grenme sirasinda verinin bir béliimii i¢in asir1
o0grenme gosterebilmektedir. Cogu durumda, bir topluluk modelinden elde edilen sonug,
bir bireysel modelden elde edilen sonuglardan daha iyi olmaktadir. Iyi sonuc veren ve
farkli acilardan asir1 6grenme olan ¢ok sayida karar agaci olusturulursa sonuglarin
ortalamasini alarak asir1 6grenme miktar1 azaltilabilmektedir (Miiller ve Guido, 2017: 83,
Horning, 2010: 2; Bowles, 2015: 226).

Topluluk modellerinin en bilinenleri torbalama (bagging) ve artirma (boosting)
yontemleridir. Topluluk 6grenmesi algoritmalarinin kesif asamalar ile ilgili evrim siireci

Sekil 3.4’te sunulmaktadir.
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Hedef degeri
hesaplamak i¢in
Karar ikili kurallar seti
Agaclar kullanan kestirimci
modellerdir

Torbalama, bir¢ok

karar agacindan
tahmlnlerl Torbalama
birlestiren bir (Bagging)
topluluk
algoritmasidir.
Bir orman olugturmak
amaciyla her diigiimde
boliinmek i¢in rastgele
Rastgele secilen bir alt 6zellik
Orman kiimesinin kullanildig:
torbalama temelli
algoritmadir.

Yiiksek performansa sahip
modeller tiretmek igin bir

onceki modelin Artirma
hatalarindan 6grenerek (Boosting)
ardisik ¢alisan modeller

olusturulur.

Agag budama, eksik degerlerin
ele alinmasi ve asir1 6grenme
XGBoost ve sapmalarin dnlenmesi i¢in
regiilasyon ile Gradyan
Artirma algortimasini optimize
eder.

Sekil 3.4 Karar Agaci Algoritmalarinin Topluluk Algoritmalarina Evrimi

3.2.2. Torbalama (Bagging)

Torbalama yontemi, Breiman (1996) tarafindan gelistirilmistir. Onyiikleme
(bootstrap) ve toplama  (aggregating) ifadelerinin  birlesiminden  (bagging)
isimlendirilmistir. Smiflandirma ydntemlerinin dogrulugunu artiran ve varyansi diisiirerek
agirt O0grenme sorununu da ortadan kaldiran, makine O6grenmesi temelli bir topluluk
modelidir (Breiman, 1996: 123-124).

Oncelikle 6nyiiklemeli ¢ok sayida egitim alt kiimeleri olusturulmakta ve
olusturulan bu egitim setlerinin her biri i¢in bir agac iiretilmektedir. Uretilen agaglardan
elde edilen sonuglar bir arada degerlendirilmekte, siniflandirma problemleri i¢in en fazla
oy alan sonug, tahminleme problemleri igin aga¢ sonuglarinin ortalamasi esas alinmaktadir
(Aydemir vd., 2020: 187; Bithlmann ve Yu, 2002: 927-928).

Torbalama algoritmalarmin genel isleyisine iliskin algoritma Tablo 3.1°de

sunulmaktadir.
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33

i=1,..,Nigin
e p boyutlu girdi degiskeni seti X; (X; = (xi_l,xi_z, ...,xi,p))
e Y, siif etiketi veya niimerik bir yanit iken

e igozlemine ait egitim veri seti L; = (X;, Y;) olarak tanimlandiginda

e X girdi degiskeni gbzlemine karsilik tahminleme

0,,(x) = h,(Ly, ..., L) (x) olarak tanimlandiginda

1. N boyutlu egitim veri setinden {(X;,Y;), (X5, Y3), ..., (Xn,Yy)} segimler gergeklestirerek ve
yapilan secimler yerine tekrar konularak (yani iadeli 6rneklemeyle) n ¢aph (n < N) m adet
onyiikleme 6rnekleri L; = (X;,Y;"), (i = 1,...,m) belirlenir. Her 6nyiikleme 6rneginin boyutu,
en fazla orijinal egitim veri seti kadardir. Ancak, iadeli secimler yapildigi igin bazi degerler
birden fazla defa onyiikleme setlerinde yer alabilmektedir. n degerinin ¢ok biiyiilk olmasi

(6rnegin n = N) durumunda, onyiikleme ornekleminde egitim setinin %63,2’sinin olmasi

beklenmektedir.

2. Onyiikleme 6rneginden 8;,(x) tahminleme fonksiyonu ile sonuglar elde edilir.

3. madet 6n yikleme sonuglari degerlendirilir; siniflandirma problemi i¢in oylama yada

tahminleme problemi igin ortalama ile nihai sonug elde edilir.

fonksiyonu

Kaynak: Breiman, 1996: 123; Biihlmann ve Yu, 2002: 927-928; Korkem, 2003:3; Namh ve Ozcan,

2017: 138

Torbalama baz smiflandiricilarin  varyansini  azaltarak genelleme hatasini

iyilestirmektedir. Her Ornegin secilme olasiligi esit oldugundan torbalama egitim

verilerinin belirli bir 6rnegine odaklanmamaktadir. Bu sayede, torbalama giiriiltiilii verilere

uygulandiginda asir1 6grenme konusunda daha az duyarli olmaktadir (Tan vd., 2006: 285).

Egitim Ornekleri 0, (x)

Cogunluk
Oylamast

veya

Ortalama

Sekil 3.5 Torbalama Yaklasimi (Ferreira ve Figueiredo, 2012:39).

6(x)

Sekil 3.5°te torbalama siireci gorsel olarak ifade edilmektedir. Torbalama ile elde

edilen ¢ok sayida drneklem ile model egitilmekte ve sonrasinda ¢ogunluk oylamasi veya

ortalama ile sonug elde edilmektedir.
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3.2.3. Rastgele Orman Algoritmasi

Breiman (2001) tarafindan gelistirilen Rastgele Orman Algoritmalar1 torbalama
algoritmalarinin gelismis bir modelidir. Rastgele Orman Algoritmasinda ¢ok sayida karar
agaci olusturulmakta olup, bu karar agaglar1 orman olarak nitelenmektedir. Ormandaki her
agac smiflandirmada bir kategorik deger, regresyonda ise bir niimerik deger tahmin eder ve
nihai tahmin bu agaglarin bireysel tahminlerinin birlestirilmesinden elde edilir
(smiflandirma problemlerinde c¢ogunluk oylamasi, regresyonda ise ortalamasinin
alinmaktadir). Rastgele Orman Algoritmalarinin giicii, iki farkli mekanizmay1; torbalama
ve rastgele 6zellik secimi mekanizmalarmi bir arada kullanarak bir agaci olusturmak icin
veri noktalarmin se¢imi ve her boliinme noktasi i¢in O0zniteliklerin se¢iminde rassallik
saglanmaktadir (Gislason vd., 2006: 295; Namli ve Ozcan, 2017: 137; Akman vd., 2011:
37; Miiller ve Guido, 2017: 83).

Rastgele Orman Algoritmasinin torbalama yonteminden farki, agacin olusturulmasi
stirecinde torbalama yonteminin yaptigi gibi veri kiimesindeki tiim 6znitelikleri kullanmak
yerine her diigiimde rastgele segilen Ozniteliklerin arasindan en iyi olanini kullanarak
dallara boliinmesidir. Agaglar, rastgele se¢ilen Gzniteliklere gore insa edilmekle birlikte
ormanin gelisiminde her aga¢ Smiflandirma ve Regresyon Agaglar1 (Classification and
Regression Tree-CART) standardinda olusmakta, Gini indeksini en diisiik yapacak sekilde
boliinmektedir (Boulesteix vd., 2012: 496; Akar, 2013: 28-29; Bezek Giire, 2019: 71).

3.2.3.1. Rastgele Orman Algoritmasinin Parametreleri

Rastgele Orman Algoritmasinda analiz siirecinde kullanilan pek ¢ok parametre
olmakla birlikte bu boliimde, siklikla kullanilan ve tezin analiz siirecinde de yer verilen
n_estimator, max_features, max_depth, min_sample_leaf ve min_samples_split
parametrelerine deginilmektedir (Liaw ve Wiener, 2002: 18; Gislason vd., 2006:295; °)

n_estimator: Ormandaki aga¢ sayisini ifade etmektedir. Bu parametre, ne kadar
biiylikse o kadar iyi kabul edilmektedir. Ancak, agac sayis1 ile paralel bir sekilde
algoritmanin ¢alisma siiresi de artmaktadir. Ayrica, kritik saymnin tizerindeki bir aga¢ sayisi
ile algoritmanin ¢ok daha iyi sonuglar elde etmeyi birakacagi da unutulmamaldir.

max_features: Bir digimii bolerken dikkate alman rastgele Oznitelik alt
kiimesinin boyutudur. Bu deger, ne kadar diisiikse varyansdaki diisiisiin o kadar biiyiik
olacagi, ne kadar yiiksekse de yanliligin o kadar artacagi diisiiniilmektedir. Varsayim

degerleri olarak, regresyon problemlerinde max_features Oznitelik sayisma esit,

® https://scikit-learn.org/stable/modules/generated/sklearn.ensemble.RandomForestClassifier.html (erisim
tarihi: 20.07.2020)
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smiflandirma problemlerinde ise Oznitelik sayisinin karkekokiine esit deger alinmaktadir.
Diigiimlerin bolinmesi asamasindaki 6znitelik sayisinin kisitlanmasi hem algoritmanin
hesaplama karmasikligin1 hem de agaglar arasi korelasyonu diisiirmektedir.

min_samples_split: Bir ara diigiimiin béliinmesi i¢in gerekli olan minimum 6rnek
sayisidir. Hi¢bir deger verilmediginde varsayilan deger olarak “2” sayis1 atanmaktadir.

max_depth: Agacin maksimum derinligini ifade etmektedir. Herhangi bir deger
verilmediginde tiim yapraklar saf olana kadar veya tiim yapraklar min_samples_split
degerinin altina inene kadar diigiimler béliinmeye devam etmektedir.

min_sample_leaf": Bir agacmn son noktasi olan yaprak diigiimiinde olmasi gereken
minimum Ornek sayisidir. Herhangi bir aga¢ derinligindeki noktada boliinme sag ve sol
dallarin her birinde biraktigi egitim Ornegi en az min_sample_leaf kadarsa

gergeklestirilebilmektedir.

3.2.3.2. Rastgele Orman Algoritmasinin Isleyisi
Rastgele Orman Algoritmasinin isleyisi Tablo 3.2’deki adimlardan olugmaktadir.
Tablo 3.2 Rastgele Orman Algoritmasi

e i=1,..,N i¢in p boyutlu girdi seti X; (X; = (xi,pxi,z» ...,xi,p)) ve Y; cikti iken
e i gdzlemine ait egitim veri seti L; = (X;, Y;) olarak tanimlandiginda
e X girdi degiskeni gbzlemine karsilik tahminleme fonksiyonu
6, (x) = h,(Ly, ..., L) (x) olarak tammlandiginda
1. b=1,.. n_estimator igin
a. n boyutlu bir 6nyiikleme ornegi L;, = (X3, Yy) alnir
b. T, Rastgele Orman agaci olusturulur. Agacin her diigiimii icin max_depth derinligine
ulasilana kadar veya tiim yapraklar min_samples_split degerinin altina inene kadar
boliinmeler devam eder. Boliinme islemleri i¢in asagidaki adimlar takip edilir.
i. p Oznitelikten rassal olarak m adet 6znitelik segilir.
ii. m Oznitelik arasindan en iyi boliinmeyi saglayan 6znitelik segilir.
iii. Agac dallara boliindr.
2. Olusturulan Rastgele Ormanin sonuglar1 degerlendirilir.

Yeni bir x noktasinda Rastgele Orman algoritmasinin j’ninci agag i¢in tahmini ﬁj (x) i¢in
a f(x)=

b. f(x) = argmax, "es“mamr(h (x) =), smiflandirma problemleri icin. (Burada

pr———— —— estimator p h;(x), regresyon (tahminleme) problemleri igin.

hj (x) = y ise 1, aksi halde “0” degerini almaktadir)

Kaynak: Cutler vd., 2012: 164; Miiller ve Guido, 2017: 83; Akar, 2013: 29-30; Humphris, 2020; 6.
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Rastgele Orman Algoritmasinin olusturulmast i¢cin Oncelikle agac¢ sayisina
(n_estimator) karar verilmesi gerekir. Bu agaglar birbirinden farklidir ve algoritma her
agacin farkli olmasmni saglamak icin rastgele secimler yapar. Rastgele Orman
Algoritmasinda tahmin yaparken, algoritma ilk olarak ormandaki her aga¢ igin bir tahmin
gerceklestirir. Regresyon icin nihai tahmini elde etmek iizere bu sonuclarin ortalamasi
alinirken; siniflandirma i¢in her bir agag tarafindan elde edilen tahminler {izerinden oylama
yapilmaktadir. Rastgele Orman Algoritmasinin isleyisi ile ilgili stirec Sekil 3.6’da
gosterilmistir. Rastgele orman diger bireysel agaclara kiyasla daha az asir1 6grenme
gosterir ve daha sezgisel bir karar sinir1 saglar (Miiller ve Guido, 2017: 84-85, Horning,
2010: 3-4).

Egitim Seti X

7

Aga¢ 1 {X,6,} Agac2 {X,6,} Agac k {X,0,}
f Oznitelikler
C her agag icin ‘
rassal olarak ~
) secilir \
hy (X, 6,)
hZ(X; 92) hk(X, Hk)

Siniflandirma i¢in oylama,

Regresyon i¢in Ortalama hesaplanir

Sekil 3.6 Rastgele Orman Algoritmasi Akis Semasi (Zhang vd., 2018: 21024).

3.2.3.3. Rastgele Orman Algoritmasinin Avantajlar1 ve Dezavantajlar

Regresyon ve smiflandirma iglemleri i¢in rastgele orman oldukca yaygin bir sekilde
kullanilan makine 6grenme metodudur. Temelde Rastgele Orman Algoritmasi, karar
agaclarmin yetersizliklerini giderirken tiim olumlu yonlerinden pay almistwr. Karar
agaclarin1 kullanmasinin nedeni karar verme siirecinin tam olarak yansitilabilmesidir.
Ancak, onlarca veya yiizlerce agac1 detayll bir sekilde canlandirmak temelde miimkiin
degildir. Ayrica, rastgele ormandaki agaglar, Ozellik altkiimelerinin kullanilmasi
dolayisiyla karar agaclarna kiyasla daha derin olma egilimindedir (Miiller ve Guido, 2017:
86-87, Ozdemir, 2018, 54).
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Rastgele Orman Algoritmasinin avantajlar1 literatiirde asagidaki sekilde
belirtilmektedir (Horning, 2010: 1; Miiller ve Guido, 2017: 86-88; Ozdemir, 2018, 52-54;
Rahmati vd. 2019:12; Bezek Giire, 2019: 74):

Gigliidiir, parametrelerin detayli ayarlamasi olmadan genelde iyi bir sekilde
sonug verir ve verinin dlgeklendirilmesine gerek duymaz

Girtltili ve aykir: verilere kars1 dayaniklidir.

Modelleme siirecinde degiskenlerin 6nemlerini de tahmin eder.

Degisken silme olmadan ¢ok sayida girdi degiskenini igleyebilir.

Cok biiyiik veri setlerinde iy1 ¢calismakta ve egitim, gii¢lii bir bilgisayar ile
paralel olacak bir sekilde islemci ¢ekirdekleri arasinda dagitilabilmektedir.
Hizlidir, kisa siirede sonug verir.

Hem fen bilimleri hem de sosyal bilimler alanlarindaki caligmalarda
kullanilmaktadir. Kayip verilere karsi daha duyarli bir yapida olmasi,
biiyiik 6lcekli veri setlerinin yani sira kiiciik 6lgekli veri setinde de dogru
sonuglar vermesi sosyal bilimler alaninda tercih edilmesini saglamistir.
Diger taraftan, kullanilan degiskenlerin  Onemlilik  derecelerinin
belirlenebilmesi, siirekli verilere ilave olarak kategorik verilerde de
uygulanabilmesi ve karar agaglarinda budama gereksinimi olmamasi fen
bilimleri alaninda da tercih edilmesine katk1 saglamistir.

Kullanim1 kolay ve esnek bir denetimli 6grenme algoritmasidir. Siirekli ve
kategorik veri setlerine uygundur.

Rastgele ¢ok sayida karar agacini i¢eren bir orman yaratmasi Ve sonucu tiim
karar agaclar1 ¢iktilarin1 baz alarak hesaplamasi dolayisiyla asir1 6grenme
probleminin iistesinden gelebilmektedir.

Veriyi egitirken ug¢ degerlerle bas etme konusunda iyidir ve siniflandirma

hatas1 emi gibi yardimei bilgiler iiretebilmektedir.

Rastgele Orman Algoritmasinin dezavantajlar1 ise asagida 6zetlenmektedir (Miiller

ve Guido, 2017: 88; Ozdemir, 2018, 54).

Cok fazla boyutlu ve aralikli veride, Ornegin metin verisinde ¢ok iyi
performans gosterememektedir.

Dogrusal modellere kiyasla daha fazla bellege ihtiyag duyar, egitim ve
tahmin isleminde de daha yavastir. Bir uygulamada zaman ve bellek 6nemli

ise dogrusal modellerin tercih edilmesi daha mantikl olacaktir.
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e Daha oOnce de belirtildigi tizere dal sayis1 kontrol parametresi
(max_features) her agacin ne kadar rassal oldugunu belirlemektedir ve
kiigiik dal sayis1 degeri asir1 6grenmeye yol agabilmektedir.

e Rastgele orman ile elde edilen sonugta bir gliven aralig1 verilememektedir.

3.2.3.4. Rastgele Orman Algoritmasinda Ozniteliklerin Onemi

Rastgele Orman Algoritmasi1 6znitelikleri 6nem diizeylerine gore siralamaktadir.
Burada 6zniteligin 6nemi ile tiim diger 6znitelikler sabitken degerlendirilen 6znitelik i¢in
test verisinin degistirilmesi durumunda tahminleme hatasindaki degisikligin buytkligi

kast edilmektedir (Liaw ve Wiener, 2002: 18).

3.2.4. Artirma (Boosting)

Artirma, 6grenme algoritmalarmin dogrulugunu iyilestiren bir yontemdir. {1k olarak
Schapire (1990) tarafindan kanitlanabillir polinom zamanl artrma algoritmasi ile ortaya
atilmigtr. Daha sonra Freud (1995), belli bir miktarda optimallik verse de bazi
dezavantajlar1 olan etkili bir artirma algoritmasi onermistir.

Torbalama yonteminde rastgele secilen dnyiikleme ornekleri tekrarlanarak model
egitilirken, artima yOnteminde egitim Orneklerinin agirliklart ayarlanarak model

egitilmektedir (Bezek Giire, 2019:33).

Tek Simiflayici Torbalama Artirma

i
B'.

0
0

I/a

§
m*.

B

E/?

'I

)
0

I/a

Yineleme yok Paralel ¢aligma prensibi Sirali (ardisik) calisma prensibi

Sekil 3.7 Torbalama ve Artirma Algoritmalarinin Calisma Prensibi (Sabanci, 2019: 18)
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Torbalama ve Artirma algoritmalarinin genel ¢alisma prensipleri Sekil 3.7°de yer
almaktadir. Torbalama algoritmalar1 paralel bir yapida karar agaglar1 olustururken, artirma
algoritmalar1 sirali bir sekilde agac olusumuna gitmektedir.

Artirma (Boosting) algoritmasi, yanlis siniflandirilmis 6rneklere daha fazla agirlik
vererek modelde iyilestirmeler elde etmeye calisan egitim setinin tekrarli bir sekilde
sunuldugu iteratif bir yontemdir. Cogu durumda artirma, torbalamadan daha dogru
sonuglar vermektedir. Artrma smiflandirmanin hem varyansini hem de yanlhiligini (bias)
diisiirmekte olup, daha dogru sonuglar veren bir smiflandirma yontemidir (Gislason vd.,
2004: 1049).

Schapire (1990: 201-202) tarafindan oOnerilen ilk Artirma yaklagimmi ifade eden

artirma algoritmasi Tablo 3.3’de sunulmaktadir.

Tablo 3.3 Artirma Algoritmasi

Girdi: N adet gozlemden olusan veri seti Z = {z;, z, ..., Zzy} oldugu varsayilirsa, x; € X ve y; € {—1, +1}
iken i gozlemine ait veri degiskenleri z; = (x;,y;) olarak;
Ciktr: bir smif olan H: X' — {—1, +1} olarak ifade edildiginde Artirma yonteminin siniflandirma
problemi isleyisini gosteren algoritma asagidaki adimlardan olusmaktadir:
1. Z veri setinden Z7 alt veri kiimesini olusturmak igin rastgele ve yerine koymadan (iadesiz bir
sekilde) L, < N orneklemi secilir.
2. Z7 alt veri kiimesini kullanarak zayif 6greniciler calistirilir ve H, smifi iiretilir.
3. Yarist H; smnifinda yanls siniflandirilan 6rneklerin, diger yarisi ise Z veri seti drnekleri
arasindan olacak sekilde L, < N kosuluyla Z; alt veri kiimesi secilir.
4. Z; alt veri kiimesini kullanarak zayif 6greniciler ¢alistirilir ve H, sinifi {iretilir.
5. H, ve H, siniflar1 tarafindan kabul edilmemis olan Z veri setindeki tiim orneklerden Z3 alt veri
kiimesi olusturulur.
6. Zj alt veri kiimesini kullanarak zayif 6greniciler calistirilir ve H; smifi iiretilir.

7. Cogunluk oylamasi ile nihai smiflandirma yapilir: H(x) = sign(X3_, H, (x)).

Kaynak: Ferreira ve Figueiredo, 2012:41.

Ogreniciler

Hy(x)

L, ornekleri

H,(x) | Cogunluk H(x)

> l H
L, drnekleri s I H, Oylamasi

L drnekleri H;(x)

S

Sekil 3.8 Schapire (1990) Tarafindan Onerilen flk Artirma Yaklasgiminin Gorsel ifadesi (Ferreira ve
Figueiredo, 2012:41).

Sekil 3.8°’de 6rnek gorseli yer alan Schapire (1990) tarafindan onerilen ilk artirma

yonteminde egitim seti, Zj, Z; ve Z; olarak li¢ pargaya ayrilmaktadir. Eger ilk iki
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smiflandirict olan H; ve H, smif etiketlerinden memnun ise bu siniflandiricilar iizerinden
degerlendirilme yapilmakta ve Z3 alt veri kiimesi olusturulmamaktadir. Aksi halde, Z3 alt
veri klimesi se¢ilip Hs sinifi da tiretilmektedir (Ferreira ve Figueiredo, 2012:41).

Artirma algoritmalarinda dncelikle egitim verisi iizerinden 6rneklemler olusturulur
ve her bir gozleme esit agirlik verilir. Daha sonra artirma algoritmasinin iterasyonlarinda
temel Ogrenici Orneklem iizerinden egitilir ve hata hesaplanir. Dogru siniflandirilan
gozlemlerin agirliklar1 distiriilirken, yanlis smiflandirilan gézlemlerin agirhigr artirilir.
Artirma yontemi ile ilk gozleme gore kurulan modelin performansi artirilmaktir. Genel
olarak artirma algoritmalarinda Schapire (1990) tarafindan Onerilen ilk artirma
algoritmasinda 3 adimda gerceklestirilen siire¢, en giliclii performanst sergileyen
tahminleme modeline ulasilincaya veya yanlis siniflandirilan gézlemler kalmayinca kadar

devam etmektedir (Sabanci, 2019:16; Wang vd., 2011; 225; Bezek Giire, 2019:34).

3.2.5. XGBoost (Extreme Gradient Boosting) Algoritmasi

XGBoost, Gradyan Artirma Karar Agacglarinin gelistirilmis bir versiyonu olan
makine 6grenme algoritmasidir (Chen ve Guestrin 2016: 785). Hem regresyon ve hem de
smiflandirma problemleri i¢in kullanilabilen XGBoost, Rastgele Orman Algoritmasi gibi
coklu karar agaclarim1 daha giiclii bir model yaratmak i¢in birlestiren ve CART agaglar1
temelli bir diger topluluk 6grenmesi yaklasimidir. Ancak, Rastgele orman yaklasiminin
aksine swrali bir sekilde, her bir agacin bir 6nceki agacin hatalarmi diizeltmeye c¢alistigi

agaclar insa etmektedir (Miiller ve Guido, 2017: 88).

X Egitim Seti

Amag Fonksiyonunu
- kullanarak digiimde .
Agag 1{X,Q;} Agac2 (X,Q1} | s Agag k {X, Qi)
Iterasyon
Kalan Kalan Kalan
Y ¥
fi X,0.) f» (X,Q2) fi-1 (X, Qp—1) fie (X, Q)

Sekil 3.9 XGBoost i¢in Akis Semas1 (Zhang vd., 2018: 21025)

XGBoost, agacin karmasikligmi kontrol etmede kullandig1 farkli diizenleme
(regularizayon) teknikleri ile diger boosting algoritmalarma kiyasla daha iyi performans
sergilemektedir. XGBoost, veri bilimcileri tarafindan yaygin bir sekilde kullanilan ve pek

cok problemde en gelismis sonuglar1 veren dlgeklendirilebilir artirilmis agag sistemidir
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(Chen ve Guestrin 2016: 785). Algoritmanin temel c¢alisma siireci ise Sekil 3.9’da yer
almaktadir.

XGBoost’un etkisi ¢ok sayida makine Ogrenmesi ve veri madenciligi
calismalarinda yogun kabul gdérmiistiir. Kaggle’mn blogunda 2015 yilinda diizenlenen
makine Ogrenmesi yarigmasinda 29 kazanan ¢0ziimiin 17 tanesinde XGBoost
kullanilmistir. Bu ¢oziimlerin sekiz tanesi modeli egitmek i¢in XGBoost kullanirken,
digerleri XGBoost ile sinir aglar1 topluluk modellerini kullanmistir (Chen ve Guestrin,
2016: 785).

3.2.5.1. XGBoost Algoritmasinin Parametreleri

XGboost Algoritmasinin pratikte kullanilan pek ¢cok parametresi olmakla birlikte bu
boliimde g¢ogunlukla kullanilan ve tezin analiz siirecinde de yer verilen max_depth,
learning_rate, n_estimator ve min_child_weight parametreleri ile Min_split_loss
parametresine deginilmistir (Miiller ve Guido, 2017: 89-92; & 7).

max_depth: Agacin maksimum derinligini ifade etmektedir. Bu degerin artirilmasi
modeli daha karmasik yapmaktadir. Bu degerin ¢ok yiiksek se¢ilmesi modeli asiri
o0grenmeye daha yatkin hale getirebilir.

learning_rate: Asir1 6grenmeyi engellemek i¢in kullanilan adim boyutudur. Her
agacin bir onceki agacin hatalarin1 diizeltme derecesidir. Daha yiiksek 6grenme orani her
agacin daha gii¢lii diizeltici oldugu, daha kompleks (karmasik) modellere izin verdigi
anlamima gelir. Topluluga daha fazla aga¢ eklemek artan agac¢ sayisi parametresi ile
sonuglanabilmekte ve modelin karmasikhigin1 artirmaktadir. Boylece modelin egitim
setindeki hatalarmi diizeltmeye daha fazla sansi olmaktadir.

n_estimator: Gradyan artirma agaglarinin sayisini ifade etmektedir. Agag¢ sayisi
degerinin artmas1 daha karmasik modele yonlendirir. Zaman ve bellek maliyetine bagl
olan agac sayis1 degerini belirlemek icin pratikte yaygm olan uygulama farkli 6grenme
oranlarinin arastirilmasi seklindedir.

min_child_weight: Bir karar diigiimiinde (cocuk) ka¢ gozlem kullanilacagina
iliskin bir kontrol parametresidir. Eger aga¢ boliinme adimindaki 6rnek agirhigi toplami
min_child_weight’den daha diisiik olan bir yaprak ile sonuglanirsa agacin olusturulma
stireci sonlandirilir, daha fazla boliinme olmaz. Dogrusal regresyonda min_child_weight

her diiglimde olmas1 gereken minimum Ornek sayisna karsihik gelmektedir.

® https://xgboost.readthedocs.io/en/latest/parameter.html, (erisim tarihi: 20.07.2020)
" https:/xgboost.readthedocs.io/en/latest/parameter.htm#parameters-for-tree-booster (erisim tarihi:
30.11.2019).



https://xgboost.readthedocs.io/en/latest/parameter.html
https://xgboost.readthedocs.io/en/latest/parameter.html#parameters-for-tree-booster
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min_child_weight ne kadar biiylikse algoritma o kadar korunmali1 olur. Bu parametre asir1
ogrenmeyi kontrol altinda tutmak i¢in kullanilir.

Min_split_loss: XGboost algoritmasinin gamma parametresidir. Agacin yaprak
diigiimiinde ek bir bdlme yapmak i¢in gereken minimum kayip azaltimidir. Daha biiyiik

gama degerleri, daha korumali ve daha az karmagsik modellere yol agmaktadir.

3.2.5.2. XGBoost Algoritmasinin Isleyisi

XGBoost Algoritmasinda, Artirma algoritmalarmin temel mantig1 islemekte olup,
oncelikle bir regresyon fonksiyonu olusturulmakta ve bu fonksiyonun ger¢ek degerlerden
sapmalar1 i¢in tahmin hatalar1 hesaplanmaktadir. Bu hatalar g6z oniinde bulundurularak
yeni bir regresyon fonksiyonu olusturulmaktadir. Bu asamada olusan hatalar yeni
olusturulan regresyon fonksiyonu ile bir dnceki regresyon fonksiyonunun bilesimi ile
degerlendirilmektedir. Bu sekilde devam edilirken regresyon fonksiyonu ilk durumuna
kiyasla daha fazla karmasiklagir ancak, RMSE (Hata Karelerinin Ortalama Kokii) degeri

giderek diiser.
Tablo 3.4 XGBoost Algoritmasi

Girdi: Veri seti D; Kayip fonksiyonu I(y, f; (x)); Iterasyon sayis1 t; Ogrenme oran1 v,
ve Terminal diigiimleri sayisi T i¢in,
1. Model sabit bir deger ile kurulur.
£ = fo(x) = 8y = argmin XL, 1(v;,0);
2. t=1,..,n_estimator igin:
3. 9= 80109 ™)
4 hi =8l 10057

5. Amag fonksiyonunu minimum yapacak boliinmeyi segecek yap1 belirlenir.

r _1 Cier, 90% | Cierg 9i)? _ (Zielgi)z] .
bolinme = 3 [Sier hi+d © Tierghitd  Tierhitd v

6. Ogrenme yapisi igin j yapraginmn agirhg {w;}7_, belirlenir.

Liel; 9i
w; = — ;
1 Zieljhiﬂ’

7. () =vX_ wl,

8. fO0) =)+ fi(n);
Cikti:  f(x) = Zi=g" ™ f,(x)
Kaynak: Chen ve Guestrin, 2016: 786-789; Pan, 2017:2-3; Zhang vd., 2018: 21024-21025; Reine ve

Holter, 2018:26-30.
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XGBoost Algoritmasinin igleyisi Tablo 3.4’de sunulmaktadwr. XGBoost’un
adimlar1 temel olarak su sekilde islemektedir: Oncelikle tahminleyici Ogretilir, hata
hesaplanir ve hatay1 tahminlemek i¢in model yeniden 6gretilir.

XGBoost algoritmasinin amaci, amag¢ fonksiyonunu minimum yapacak f(x)
yaklagimi bulmaktir. XGBoost, optimum aga¢ yapisi ile yaprak agirligini es zamanlt bir
sekilde sorgulamakta ve bulmaktadir. Algoritmanin adimlar1 agagida agiklanmaktadir:

e n adet gozlemden olusan m adet Oznitelikli veri seti

D = {(x1,y1), (x3,¥2), e, Ctm, ¥m)} 0ldugu ve i gozlemine ait girdi x; ve ¢ikt1 y;

oldugu varsayilirsa,

e fi’'nin regresyon agacini, fi(x;) ise k’ninci agacm i’ninci gozlem igin irettigi
sonu¢ oldugu model ve modelin tahmin ettigi ¢ikt1 formiilasyon (3.2)’deki gibi
ifade edilmektedir.

K (3.2)
5= 000 = ) filw)
k=1

Burada K, toplam aga¢ sayisini, bir baska ifade ile n_estimator parametresini
ifade etmektedir. Diizenlenmis (Regularize edilmis) amag¢ fonksiyonu ise
formiilasyon (3.3)’deki gibi ifade edilmektedir.

(33)
£6) = Y ) + Y 0
i k

e Burada, I(y;,¥;), i’ninci gozlem igin gergek deger y; ile tahmin edilen deger y;
arasindaki farki ifade eden kayip fonksiyonunu; 2(f,) ise regularizasyon
fonksiyonudur. 2(f;) fonksiyonunun amact asir1 6grenmeyi 6nlemek ve algoritma
tarafindan iretilen modelleri basitlestirmektir. Regularizasyon fonksiyonunun

acilimi ise formiilasyon (3.4)’de sunulmaktadir.

T
) (3.4)
QAf) =T + EAZ w?
]:

Formiilasyon (3.4)’de yer alan y ve A, sirasiyla her yapragin karmasikligini kontrol
eden ve yaprak agirligi w’nin biyiikligiini kontrol eden ceza parametreleri,
terminaldeki diiglim sayis1 T ise agacin maksimum derinligini max_depth
parametresidir.

e Algoritmada iterasyon sayisi t ile ifade edilmektedir. Algoritma isledik¢e tahmin

edilen deger de revize edilmektedir. t’ninci iterasyondaki tahmin degeri j/‘i(t)

formiilasyon (3.5)’deki gibi ifade edilmektedir.
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t (3.5)
371-(0 = z fie(x) = )A’i(t_l) + fe (x)
k=1

Bu durumda, t’ninci iterasyondaki amag¢ fonksiyonu formiilasyon (3.6)’daki gibi

olmaktadir.

n (3.6)
Lo = Z 1,950 + £.(e)) + 2(f,)

Burada n, agagtaki yaprak sayisidir.

v, bir baska ifade ile learning_rate asir1 6grenmeyi engellemek i¢in kullanilan
adim boyutu, her agacin bir 6nceki agacin hatalarini diizeltme derecesidir.
Algoritmanin birinci adimda, model sabit bir f°(x) degeri ile kurulur.

Agag sayisi (iterasyon sayisi) birden max_depth degerine ulasana kadar lig-sekiz
arasindaki adimlar tekrarlanir.

Algoritmanim ii¢lincii adiminda gradyan inisi uygulanmakta ve f(x;) 'ye gore
kayip fonksiyonunun tiirevi alinmaktadir. Bu adimin her yinelenmesinde, adimin
yonii hakkinda bilgi saglayan negatif gradyani tahmin etmek icin bir regresyon
agaci olusturulmaktadir.

Dordiincti adimda, f(x;)'ye gore kayip fonkSiyonunun ikinci dereceden tiirevi
alinmaktadir.

Bu durumda ama¢ fonksiyonunun ikinci dereceden yaklasimi asagida

sunulmaktadir.

n (3.7)
LO = Z[l(}’i:f’i(t_l) +9ife(x) + %hiftz ()] +2(f)

i=1
Sabit terimler ¢ikarildiginda t’ninci iterasyondaki amag¢ fonksiyonu formiilasyon
(3.8)’deki gibi ifade edilebilmektedir.

P ) 39
O = 3 gifi Ge) + 3 hif2Ge) + 20

i=1
Besinci adimda amag¢ fonksiyonunu minimum Yyapacak optimal béliinme
bulunmaya calisilir. Formiilasyon (3.9)’da yer alan Lj4;35me [$in mimimun degeri

verecek boliinme bulunmaya calisilir.

Lo _1 Cier, 9)° N Qe 90® i 9)?] (3.9)
bolinme = 7 Yie i ¥4 Yierghi ¥4 Yierthi +2 14

Burada, I ve I, sirasiyla sag ve sol bolimde yer alacak gozlem sayisidir. [ ise

toplam gozlem sayisidir (I = Iz U I}).
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e Altinct adimda yapraklarin agirliklar1 belirlenmekte, yedinci ve sekizinci adimda

ise optimal agirlikliklara ve Ogrenme oranina gore model regiile edilerek

giincellenmektedir.

3.2.5.3. XGBoost Algoritmasinin Avantaj ve Dezavantajlar

XGBoost Algoritmasmin avantajlar1 (Chen ve Guestrin, 2016: 785-786; Yangin,

2019: 33-37):
1,

XGBoost’un basarisiin  ardindaki en Onemli faktor her senaryoda
Olceklenebilir olmasidir. Sistem, tek bir makine ¢oziimlerinden on kat daha
hizli ¢alismakta ve dagilmis veya smirli bellek yapilarinda milyarlarca
ornegi dlgeklendirebilmektedir. Paralel ve dagitilmis hesaplama 6grenmeyi
hizlandirir. Boylece, modelin daha hizli kesfini saglar.

XGBoost c¢ekirdek hesaplamadan yararlanir ve veri bilimcilerine yiiz
milyonlarca 6rnegi isleme imkani verir. Son olarak, oldukca biiyiik veriyi en
az miktarda kiime kaynagmi kullanarak o6lgeklendirebilen ugtan ucga bir

sistem olusturabilmektedir.

3. Yiiksek tahmin etme gliciine sahiptir.

Regularizasyon yapisi ile asir1 6grenmeyi azaltir.

5. Kayip gozlem degerlerini otomatik olarak atayabilmektedir. Gergek

verilerde yasanan kayip deger durumuna bu oOzelligi ile ¢oziim

getirmektedir.

XGBoost Algoritmasimnin dezavantajlar1 (Bai vd., 2017:4):

1.

Kategorik verilerde iyi performans sergileyememektedir. Kategorik
verilerde doniisiim gerektirmektedir.

Parametrelerin iyl  ayarlanamamasi  durumunda asir1  Ogrenme
gerceklesebilmektedir. Rastgele Orman Algoritmasma kiyasla daha fazla

ayar gerektirmektedir.

3.2.5.4. XGBoost Algoritmasinda Ozniteliklerin Onemi

XGBoost Algoritmasi, modelin performansimni artirmak ve orijinal verinin boyutunu

azaltmak amaciyla Oznitelikleri Onemlerine gore filtreleyebilmektedir. Bir 6zniteligin

onemi rastgele bir giiriiltii verisi ile degistirilmesi durumunda tahminleme performansinda

onemli bir degisiklik meydana getirip getirmeyecegine baghdir. Bir Oznitelik agacin

kurulumunda 6nemli kararlarin verilmesinde ne kadar fazla kullanilirsa, puani o kadar
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yiikselir. “weight” kriterine gore dnem diizeyi bir 6zniteligin agacta kac defa yer almasini;
“gain” kriteri ise bir Oznitelik kullanilirken kazanilan ortalama egitim kaybini ifade

etmektedir (Ji ve Lin, 2019: 148; Zheng vd., 2017: 4-5).

3.2.6. Yapay Sinir Aglan

Teknolojideki gelismeler sonucu insan beyninin ¢alisma seklini prensip edinen ve
ogrenme islemini bilgisayar sistemlerinde gerceklestiren Yapay Sinir Aglar1 finans, tip,
bankacilik, pazarlama sektorlerinden miithendislik uygulamalarina kadar olduk¢a genis bir
alanda kullanilmaktadir. Yapay néron modeli 1943 yilinda Warren McCulloch ve Walter
Pitts tarafindan ilk olarak Onerildiginden bu yana Yapay Sinir Aglar1 iizerindeki
arastirmalar son yillarda daha fazla artmistir. Ayrica, Yapay Sinir Aglarmm dogrusal
olmayan problemlerde giivenilir sonuglar vermesi daha fazla tercih edilmesini saglamistir.
YSA’lar tahminleme, kiimeleme ve smiflandirma gibi pek ¢ok problemin ¢oziimiinde
kullanilabilmektedir (Rojas, 1996:3; Oztemel, 2012: 11; Karaatlh vd., 2012: 90; Akpinar,
2014: 236; Kurt vd. 2017:100).

Literatiirde Yapay Sinir Aglari ile ilgili pek ¢ok farkli tanimlama mevcuttur:

e En iyi tamimlamalardan birini yapan Haykin (1999:24) Yapay Sinir Aglarini
bilgiyi ¢evreden Ogrenme siireci ile elde eden ve baglantilarinda bilgiyi
depolayan basit isleme birimlerinin ¢ok biiylik dlgcekte paralel birlesimi
olarak tanimlamuistir.

e Rojas (1996:3) Yapay Sinir Aglarm1 (YSA) sinir sisteminin bilgi isleme
becerisinin modellenmesi girisimi olarak nitelemistir.

e Oztemel (2012:29) Yapay Sinir Aglarni, insan beynine benzer bir sekilde
ornekler lizerinden 6grenerek yeni bilgiler kesfeden, tiiretebilen ve bunu
yardim almadan gerceklestiren bilgisayar sistemleri olarak tanimlamaktadir.

e YSA’lar ile ilgili bir diger tanimlama ise sOyledir: YSA'lar, bir¢ok farkli
isleme elemanindan olusan ve genelde dogrusal olmayan Ogrenme
makineleridir (Giiresen ve Kayakutlu, 2011: 427).

e YSA’lar parametrik olmayan esnek modelleme yaklasimlaridir (Tang ve
Chi, 2005: 246).

3.2.6.1. Yapay Sinir Aglarinin Genel Ozellikleri ve Avantajlari
Yapay Sinir Aglarmin genel dzellikleri ve avantajlar1 agagida 6zetlenmektedir (Akkurt,
2005: 8-9; Karaatli vd., 2012: 90; Tang ve Chi, 2005: 246):
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e Giriltili ve kayip verileri tolere edebilmekte, degisen ag baglantilar1 ile kendi
kendine 6grenebilmekte, genelleme yapabilmekte ve girdi degiskenleri arasinda
karmagik iligkiler kurabilmektedir. YSA’larin en giicli yan1 ise tahminlemeye
calistig1 iligki yapisi ile ilgili bir 6n varsayima ihtiya¢ duymamasidir.

e YSA’larm en 6nemli 6zelliklerinden biri ge¢mis bilgiler {izerinden 6grenmesini
gerceklestirebilme ve veride herhangi bir degisiklik olusmasi halinde 6grenme
islemini yenileyebilmesidir.

e YSA’larda isleme elemanlar:1 birbirlerinden bagimsiz bir yapida eszamanli olarak,
paralel ¢alismaktadir. Bilesenlerin hesaplamalar1 birbirinden bagimsiz, es zamanlh
olarak calisan ¢ok sayida norondan olusur. Boylece, zaman igerisinde herhangi bir
noron iglevini kaybederse bu durum agm basarisim1 6nemli diizeyde etkilemez.
Paralellik 06zelliklerinin bir sonucu olarak girdilerin yapilarindan kaynaklanan
hatalara kars1 dayaniklhidirlar. Eksik ve/veya hatali veri igeren veri setlerinde de
anlamli sonuglar verebilmektedirler.

e Oriintii/desen iliskilendirme, tahminleme, smiflandirma yapabilirler.

e Sadece niimerik veri tizerinde ¢aligabilirler.

3.2.6.2. Yapay Sinir Aglarinin Onemli Dezavantajlan

e YSA’larda uygun ag yapist ve parametre degerlerinin tespiti deneme yanilma
yoluyla bulunmaktadir. Dolayisiyla YSA’larmn iirettigi ¢oziimler optimum garantisi
vermemektedir.

e Agin egitimine ne zaman son verilecegi yoniinde gelistirilmis bir yOntem
bulunmamakla birlikte egitim verisindeki hata degerinin belli bir oranin altina
inmesi halinde egitim sonlandirilir.

e Agin davranislar1 ve problemi nasil ¢6zdiigii konusunda bir bilgi yoktur. Bu durum
aga olan giiveni azaltmaktadir.

Y SA’larn tercih edilmesi i¢in problemin baska teknikler ile etkin, pratik ve verimli
bir ¢6ziim elde edilememis olmasi1 gibi durumlarm ortaya ¢ikmasi beklenir. Bir baska ifade

ile her problemde YSA uygulamak mantikli olmayabilir (Oztemel, 2012: 29-30).

3.2.6.3. Yapay Sinir Aglarimin Yapisi ve Temel Elemanlarn
Yapay Sinir Aglarinin temel elemanlar1 girdi katmani, gizli katman ve ¢ikti
katmanidan olusur. Yapay Sinir Aglarinin yapis1 ve temel elamanlar1 Sekil 3.10°da yer

almaktadir.



Girdiler

X7 w T T
_ | 2 \ R o() L,
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Esik (6)

___________

Ciktt

Aktivasyon
Fonksiyonu

p Wn L+ Toplama Fonksiyonu

___________

Agirliklar

Sekil 3.10 Yapay Sinir Hiicresi Gosterimi (Cuhadar, 2006: 117, Sar1, 2016: 38)

YSA’larda her isleme elemani kendinden veya diger isleme elemanimdan

baglantilar alir. YSA’larin genel olarak isleyisi asagida sunulmaktadir (Cuhadar, 2006:
117; Sar1, 2016: 38; Giiresen ve Kayakutlu, 2011: 427; Oztemel, 2012: 45-52):

Girdiler, bir yapay sinir hiicresine sunulan verilerdir. Bu veri disardan
gelebilecegi gibi, bir bagka hiicreden de gelebilir.

Girdi katmanindaki proses elemanlar1 hiicreye dis diinyadan gelen verileri
alarak gizli katmanlara yonlendirir.

Gizli katmanda ise girdi katmanindan iletilen bilgiler islenip ¢ikt1 katmanina
iletilmektedir.

Baglantilar iizerinde takip eden sinyallar agirlik olarak adlandirilan
ayarlanabilir parametrelerle Ol¢eklendirilir. Agirliklar, hiicreye sunulan
bilginin 6nemini ve bu hiicre lizerinde ne kadar etkili olacagini1 gosterir.
Cikt1 katmaninda yer alan isleme elemanlar1 gizli katmandan iletilen
bilgileri isleyerek toplar ve aktivasyon fonksiyonu sonucunda bir ¢ikt1

uretir.

Toplama fonksiyonu, hiicreye iletilen net girdiyi belirler. Cok farkli toplama

fonsksiyonlar1 kullanilmakla birlikte en yaygin kullanilani agirlikli toplama fonskiyonudur.

Her gelen girdi kendi agirhigi ile carpilmakta ve tiim girdiler igin bu islemin

gerceklestirilmesi sonrasinda elde edilen toplam deger, net girdi (NET) degerini

vermektedir.

n
NET = Z G,W,
i



G: Girdileri
W: Agirliklart
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n: Hiicreye gelen toplam girdi sayisini gosterir.

Literatiirde en ¢ok kullanilan toplama fonksiyonlarindan bazilari; toplam, ¢arpim,

maksimum, minimum, ¢ogunluk ve kiimiilatif toplama fonksiyonlar1 ile formiilasyonlar1

Tablo 3.5’de sunulmaktadir.

Tablo 3.5 Yapay Sinir Aglarinda Kullanilan Bazi Toplama Fonksiyonlari

Net Giris

Aciklama

Toplam

n
Net Girdi = Z GW,
i

Agirlik  degerleri  ile net girdi  degerlerin
carpimlarinin toplamidir.

Carpim

Net Girdi = 1—[ G, W;
i

Agirlik degerleri ile net girdi degerlerin carpilmasi
yontemi uygulanir.

Maksimum
Net Girdi = Max (G;W;), i=1,..,N

Agirlik degerleri ile girdi degerlerinin ¢arpiminda en
biiyiik degeri veren deger net girdiyi olusturur.

Minimum

Net Girdi = Min(G;W,), i=1,..N

Agirlik degerleri ile girdi degerlerinin ¢arpiminda en
kiiciik degeri veren deger net girdiyi olusturur.

Cogunluk
Net Girdi = Z sgn(G;W;)

l

Girdiler ile agirliklar1 garpildiktan sonra pozitif ve
negatif sonuglarin sayist bulunur. Biiyiikk olan say1
hiicrenin net girdi degerini verir.

Kiimiilatif Toplam

n
Net Girdi = Net (eski) + Z GW;
7

Agirlik degerleri ile girdi degerlerini ¢arpimlar
toplanir ve daha Once hesaplanmis olan girdi
degerleri ile toplanir. Elde edilen deger Net girdiyi
verir.

Kaynak: Oztemel, 2012: 45-52.

Aktivasyon Fonksiyonu, hiicreye iletilen net girdiyi isler ve ¢iktiyr hesaplar.

Literatiirde en sik karsilasilan aktivasyon fonksiyonlar1 Tablo 3.6’daki gibidir. Burada,

NET olarak ifade edilen deger toplama fonksiyonundan elde edilen net girdi degeri olup

aktivasyon fonksiyonlarmin genel kullanimlar1 agsagidaki gibidir (Sar1, 2016: 42):

1. Lineer (dogrusal) aktivasyon fonksiyonu: Hiicreye gelen girdiler aynen hiicrenin

¢iktisini olusturur.

2. Hiperbolik tanjant aktivasyon fonksiyonu: NET girdi degerinin tanjant

fonksiyonundan gegirilmesi ile hiicrenin ¢iktis1 elde edilir. Sonug, [-1,1]

arah@mdadir. Pratikte Hiperbolik tanjant (tanh) fonskiyonu sigmoid aktivasyon

fonksiyonuna kiyasla daha fazla tercih edilmektedir.




Tablo 3.6 Yapay Sinir Aglarinda Kullanilan Baz1 Aktivasyon Fonksiyonlar.
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Fonksiyonun Adi Fonksiyonun Fonksiyonun Grafigi
Formiilasyonu
Lineer (dogrusal) aktivasyon f(NET) = NET .

fonksiyonu

linear(x)

-2

Hiperbolik tanjant aktivasyon
fonksiyonu

oNET  g-NET
f(NET) = oNET _ g—NET

Sigmoid aktivasyon
fonksiyonu

fINET) = -——7

Esik  (basamak) aktivasyon
fonksiyonu

1 NETS¢t
f(NET) = {0, NET <t

FONTET)
A

+1

0 t NET

ReLU (Rectified Linear Unit)
Dogrultulmus Dogrusal Birim
aktivasyon fonksiyonu

FNET)
3 {0, NET < 0
~UNET, NET 20

RelU

R(z) =max(0, z)

Kaynak: Sari, 2016: 41

3. Sigmoid aktivasyon fonksiyonu: Yapay Sinir Aglar1 g¢alismalarinda en

cok

kullanilan aktivasyon fonksiyonu tiiriidiir. Tiirevinin almabilmesi dolayisiyla geri

yayilim algoritmalarinda da siklikla kullanilmaktadir. Bu fonksiyon sonucunda elde

edilen ¢ikt1 degeri [0,1] araliginda yer alir.

Geri yayilim sirasinda ¢ikt1 degeri 0 veya 1 oldugunda gradyan: 0 olmakta ve

agirliklar degistirilememektedir. Bu durumdaki noronlar doyuma ulagmis néron

olarak adlandirilmaktadir. Sadece bu néron degil, bu nérona bagl olan néronlarin
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agirliklar1 da yavas giincellenmektedir. Eger sistemde ¢ok sayida doyuma ulasmis
ndron varsa sigmoid aktivasyon fonksiyonu ile agin geri yayillimi miimkiin
olmamaktadir.

4. Esik (basamak) aktivasyon fonksiyonu: Genelde tek katmanli aglarda kullanilmakta
olup hiicrenin ¢ikt1 degeri [0,1] araliginda yer alir.

5. ReLU (Rectified Linear Unit) Dogrultulmus Dogrusal Birim aktivasyon
fonksiyonu: ReLU giiniimiizde basta evrigimli sinir aglar1 (convolutional neural
networks) ve derin 6grenme olmak tizeri YSA mimarilerinde en fazla kullanilan
aktivasyon fonksiyonudur. ReLU geri yayilimdaki kolayligi ve hesaplama

maliyetlerinin yiiksek olmamasi dolayisiyla tercih edilmektedir.

3.2.6.4. YSA’larda Katman Sayis1

YSA’lar agdaki sinirlerin baglant1 ve bilgi akis yoniine gore ileri beslemeli ve geri
beslemeli Yapay Sinir Aglar1 olarak ikiye ayrilmaktadir. Ileri beslemeli Yapay Sinir
Aglarinda noronlar giris katmanindan ¢ikis katmanina dogru ilerlemekte, bir katman
sadece kendinden sonra gelen katmana baglanmaktadir. YSA’ya gelen bilgi 6ncelikle giris
katmanina, ardindan gizli katmanlara ve son olarak ¢ikis katmanma gecerek c¢iktiy1
olusturur. Geri beslemeli Yapay Sinir Aglarinda ise hiicrenin ¢iktis1 sadece kendinden
sonraki katmana degil, kendinden 6nceki ve kendi katmanindaki herhangi bir hiicreye de
girdi sunabilmektedir. Yapay Sinir Aglarinda 6grenme, danismanli, danismansiz ve
takviyeli 6grenme olarak ti¢ farkli sekilde gergeklestirilebilir (Kurt vd., 2017: 101).

Noronlarin dizilisi, baglant1 yapisi, katman sayilar1 (tek katmanli, ¢ok katmanli) ve
katmanlar arasindaki veri iletimi (ileri beslemeli, geri beslemeli) agin topolojisini, bir
baska ifade ile agin mimarisini olusturur. Agin mimarisi, performansi iizerinde oldukca
etkilidir (Bayir, 2006: 43).

YSA’lar tahmin-6ngorii, fonksiyon yaklastirma, oriintii tanima, veri iligkilendirme,
kiimeleme, veri filtreleme, optimizasyon gibi pek c¢ok islev icin kullanilmaktadir.
Tahminleme ¢aligmalarinda kullanilan Yapay Sinir Aglarindan bazilar1 sunlardir: Geri
Yayilhim (Back-Propagation), Yonlendirilmis Rastsal Tarama (Directed Random Search),
Yiiksek Dereceli Sinir Aglar1 (Higher Order Neural Networks), Geriyayilim i¢cinde SOM
(Self Organizing Map into BackPropagation), Radyal Tabanli Fonksiyon (Radial Basis
Function, RBF) (Bayir, 2006: 37).

Bu tez caligmasinin analiz asamasinda danigmanli 6grenmeye imkan veren veri

setiyle, ileri beslemeli aglardan yaygin bir kullanima sahip olan Cok Katmanh
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Algilayicilar ¢alisilmistir. Bu nedenle, Bolim 3.2.6.5.de Cok Katmanli Algilayicilar

konusu detaylandirilmistir.

3.2.6.5. Cok Katmanh Algilayicilar (Geri Yayihim Aglari)

Yapay Sinir Aglari, 6zellikle ¢ok katmanli algilayicilar, geleneksel istatistiksel
tekniklere kiyasla daha etkin alternatiflerdir. Cok katmanli algilayicilarm, istatistik
tekniklerindeki gibi verinin dagilimi ile ilgili varsayimda bulunmasmma gerek yoktur.
Dogrusal olmayan fonksiyonlar1 modelleyebilir, gérmedigi, yeni veriyi genelleyebilecek
sekilde egitilebilir. Cok katmanli algilayicilarin bu 6zellikleri onlar1 niimerik modeller
gelistirme konusunda cezbedici bir alternatif yapmaktadir. Cok katmanli algilayicilar
gelecek trendlerini tahminleme, degiskenler arasindaki iliskilerin modellendigi fonksiyon
yaklagimi ve verinin belirli simiflara ayrildigr oriintii stniflandirmasi gibi pek ¢ok alanda
kullanilmaktadir (Gardner ve Sorling, 1998: 2627-2630).

Cok katmanli algilayicilar, Sekil 3.11°de goriildiigii lizere bir girdi vektori ile bir
¢ikt1 vektorii arasinda dogrusal olmayan eslestirmeyi temsil eden bir model olan ve basit
baglantili ndronlardan olusan bir sistemdir. Noronlar agirliklarla birbirine baglanir ve
norona ulasan girdilerin toplaminin bir fonksiyonu olan ¢ikt1 sinyali bir transfer veya
aktivasyon fonksiyonu ile degistirilir. Bir noronun ¢iktis1 baglantili agirlik ile
Olceklendirilir ve agim bir sonraki katmanindaki ndéronun girdisi olmak iizere ileri beslenir.

Cok katmanlh algilayicinin yapis1 degisken olmakla birlikte genelde ¢ok katmanh
noronlardan olusur. Girdi katmani hesaplayici bir role sahip degildir. Sadece girdi
vektoriinii aga sunar. Girdi ve ¢ikt1 vektorleri, cok katmanli algilayicinin girdi ve ¢iktilarmi
ifade etmektedir. Cok katmanli algilayicinin bir veya ¢ok sayida gizli katmani olabilir ve

sonunda bir ¢ikt1 katmani vardir.
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Sekil 3.11 iki Gizli Katmandan Olusan Bir Cok Katmanh Algilayic1 (Gardner ve Sorling, 1998: 2628).
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Cok katmanli algilayicilar danigmanli bir yapidadir. Cok katmanli algilayicilarda
egitim asamasinda, bir seri girdi ve bu girdilere atanmis ¢ikt1 vektdrlerinden olusan bir
egitim setine ihtiya¢ vardwr. Egitim siliresince ¢ok katmanli algilayiciya egitim seti
tekrarlayan bir sekilde sunulur ve agdaki agirliklar istenen girdi-¢ikt1 eslesmesi elde
edilene kadar degistirilmeye devam edilir (Gardner ve Sorling, 1998: 2629).

Egitim siiresince elde edilen ¢iktilar istenilen ciktilara esit olmayabilir. Istenilen ve
gerceklesen ciktilar arasindaki fark hata sinyali olarak tanimlanir. Egitim, ¢ok katmanli
algilayiciin tiim hata diizeyini diistirmek ve agdaki agirliklarin derecesinin ne kadar
degistirilecegini belirlemek icin bu hata sinyallerinin biiylikliigiinii kullanir. Egitim
sirecinin amaci en diisiik hatayr veren agirliklar kombinasyonun belirlenmesidir. Bu ag
hatalarinin diizlem iizerinde isaretlenmesi ile hata yiizeyi elde edilir. En diisiik hata
diizeyini bulmak i¢in kullanilan tekniklerden biri gradyan azaltmadir (gradient descent).
Cok katmanli algilayicilarda, ¢ikt1 katmanindaki hatalar gizli katmanlara yayilarak
agirliklar belirlendiginden Geriye Yayilim Ogrenme Algoritmas1 (Back-Propagation
Learning Algorithm) olarak da tanimlanmaktadir. Geri yayilimli egitim algoritmalar1 hata
ylizeyinde global mimimumu bulmak ic¢in dereceli azalma teknigini kullanir. Geri
beslemeli algoritma pek ¢ok uygulamada iyi bir performans sergilemistir (Gardner ve
Sorling, 1998: 2629; Tan vd., 2006: 253).

Agdaki agirliklara ilk olarak kiiclik rassal degerler verilir. Geri yayilim algoritmasi
daha sonra hata ylizeyinin yerel gradyanmi hesaplar ve en hizli yerel gradyan
dogrultusunda agirliklar1 degistirir. Oldukca diiz bir hata diizeyinde agirliklarin hata
yiizeyinin global minimumuna yakinsamasi beklenir. Geri yayilim algoritmasinin
isleyisinin gorseli Sekil 3.12’de yer almaktadir (Gardner ve Sorling, 1998: 2629; Nisbet
vd., 2018: 129-130).

Girdi Katmani Gizli Katman

O‘\\NQ

7N
.

O / Geri Yayilim

3

Cikt1 Katmani

Sekil 3.12 ileri Beslemeli Geri Yayihmh Yapay Sinir Ag1 Ornegi (Nisbet vd., 2018: 130)
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Ileri beslemeli geri yayilim algoritmasmin asamalar1 asagidaki gibidir (Gardner ve
Sorling, 1998: 2629; Nisbet vd., 2018: 129-130):
1. Ilk olarak agin agirliklarma rassal degerler verilir
. Egitim verisinden ilk girdi vektorii aga sunulur.

. Bir ¢ikt1 elde etmek i¢in girdi vektorii ag boyunca yayilir.

2
3
4. Gergeklesen ¢ikti ile istenen deger karsilastirilarak bir hata sinyali hesaplanir.
5. Agda geriye dogru hata sinyali yayilir.
6. Genel hatayr mimimum yapmak i¢in agirlhiklar degistirilir
7. Genel hata diizeyi tatmin edici diizeyde diisene kadar 2-7 asamalar1 bir sonraki
girdi vektori ile devam ettirilir.

Egitim algoritmasinin yerel minimumda takilip kalmasi arzulanmayan bir
durumdur. Bunun i¢in geri besleme algoritmasi iki ayarlanabilir parametre icerir: 6grenme
orani ve momentum. Bu parameterelerin degerleri probleme 0zgii olarak
degisebilmektedir. Ogrenme orani (A= agirliklarm degisim miktari), yinelemeli gradyan
azaltma 6grenme siirecinde alinan adim boyutunu tanimlar. Eger ¢ok biiylik olursa, biiyiik
agirhik degisikliklerinden dolayr ag hatasi diizensizce degisir ve global mimumumu
atlayabilir. Cok kiiclik almirsa egitim c¢ok uzun siirebilir. Momentum (o) ise yerel
minimuma takilip kalmasi durumunda gradyan azaltma siirecine yardim eder (Gardner ve
Sorling, 1998: 2630; Tan vd., 2006: 253-254).

Le Cun vd. (1993: 160) en uygun 6grenme orani degeri i¢in sdyle bir siireg
tanimlamistir: agin iirettigi ¢iktilar, gercek ¢iktilara yakimsayamiyorsa momentum artirilir,
O0grenme orani diisliriiliir. Eger ag bir sonug etrafinda gidip geliyorsa ve bir karara
varamiyorsa 6grenme oraninin diisiiriilmesi bir sonuca yakinsamasima yardimci olur.

Ogrenme parametreleri i¢in uygun degerlerin segimi karar verme siirecinden
gecilmesini gerektirir ve bu durum geri yayilim algoritmasini en cezbedici olmayan
yoniidiir (Gardner ve Sorling, 1998: 2634).

Cok katmanl algilayiciy1 uygularken karsilasilan ilk problem katman sayisi ve bu
katmanlardaki noron sayisindan olusan ag mimarisine karar verebilmektedir. Bu siirece
yardimei olabilecek herhangi bir kural yoktur. Teknik olarak girdi ve ¢ikti arasindaki
herhangi bir fonksiyonu yakmsamak i¢in bir gizli katman gereklidir. Gizli katmandaki
ndron sayist ise girdi ve ¢ikt1 eslestirmesinin karmasikligina, verideki giiriiltii miktarma ve
egitim verisinin miktarma baghdir. Gizli katmandaki ndron sayis1 ¢ok az olursa geri

yayilim algoritmas1 egitim boyunca minimuma yakisayamaz. Tam tersine gizli
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katmandaki noron sayis1 ¢ok fazla olursa ag egitim verisine asir1 6grenme gostermekle

birlikte diisiik genelleme performansi sergiler (Gardner ve Sorling, 1998: 2630).

Hata

Dogrulama Hatas
\
\

Egitim Hatasi

F)
¥

Egitim Siresi

Sekil 3.13 Egitim ve Dogrulama Hatalarinin Egitim Siiresine Gore Degisimi

Sekil 3.13’de de goriilecegi lizere, egitim veri seti iizerinde en kiigiikk hataya
ulagincaya kadar egitilen bir agin asm1 O0grenmis (veriyl ezberlemis) olabilmesi

mumkiindr.

3.3. Literatiirde Yapilmis Uygulama Ornekleri
3.3.1. Veri Madenciligi Uygulamalari

Biiylik veri yigmlar1 igerisinden Oriintiilerin ve bilgilerin kesfi siireci olarak
tanmimlanabilen veri madenciliginden, saglik sektorii, egitim, bankacilik, sigortacilik ve
hatta uzay bilimine kadar pek cok alanda faydalanilmaktadir.

Veri madenciligi saglik sektoriinde giincel ve gegmis donem bilgilerine dayanarak
karar verme siirecini kolaylastiracak sekilde bir karar destek mekanizmasi olusturmada
kullanilmaktadir.

Dogan ve Tiirkoglu (2008), kan biyokimya parametreleri ile demir eksikligi
anemisi teshisinde hekimlere yardimci olacak bir karar destek sistemi olusturmus,
olusturulan karar destek sisteminin doktorun kararlar1 ile birebir ayni sonuglar verdigini
ifade etmislerdir. Irmak (2009), 96 aylik donemdeki hasta bagvurularindan olusan verileri
3 farkli yontem ile zaman serisi analizlerini yapmis ve gelecek donem igin hasta
bagvurularma iliskin tahmin ¢caliymasi gerceklestirmistir. Danaci vd. (2010), oriintii tanima
programui ile doku hiicreleri 6rnekleri hakkinda veri temin edip meme kanseri hiicrelerinin

teshisini yapmustir. Yurtay vd. (2013), hasta verileri {izerinde hiyerarsik kiimeleme
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algoritmalar1 kullanilarak 36-45 yas arast hastalarda HCT, HGB kan degerlerindeki
azalmalarm hastalik seviyelerini artirdigini tespit etmislerdir.

Veri madenciligi, bankacilikta, miisterilerin kredi risklerini tahmin etme ve sahte
kredi kart1 kullanimin1 tespit etme gibi ¢alismalarda, sigortacilikta ise riskli miisterilerin
davranis kaliplarin1 ve bu miisteri tiplerine gore alternatif senaryolar lretilmesi icin
kullanilmaktadir.

Ata vd. (2008), kredi kart1 sahiplerine ait veri seti lizerinde yasam olasiliklari,
hazard olasiliklar1 ve regresyon modelleri ile analiz yapmislar ve yas, gelir ve medeni
durumun miisterilerin kredi kart1 kullanimini birakma konusunda Onemli birer risk
faktorleri oldugunu tespit etmislerdir. Seyrek ve Ata (2010), mevduat bankalarmin veri
zarflama analizi ile etkinlik Olgiimlerini yapmuslar ve bu verileri kullanarak bankanin
etkinliginde hangi finansal performanslarin 6nemli oldugunu karar agaglar1 ile tespit
etmiglerdir. Baynal ve Calis (2016), Tiirkiye’de bir banka subesinin miisterilerinin oniki
farkli degiskene gore k-ortalamalar yontemi ile kiimelemesini yapmis, bu sayede soz
konusu kiimelerdeki miisteri profillerine gore satis stratejileri gelistirilmesine katki
saglanmasini amaglamiglardir.

Egitim alaninda Ogrencilerin basarilarin1 etkileyen unsurlar ile 06grencilerin
performanslarin1 tahminlemeye yonelik ¢alismalarda da veri madenciligi kullanilmistir.
Cesmeli vd. (2015) cinsiyet, yas, dersin kategorisi, 6grenim tiirii, hazirhik smnifi okuma,
iiniversite oncesi ikametgah yeri, ceza durumu gibi Ozniteliklere gore Ogrencilerin ders
basar1 durumlarim1 Yapay Sinir Aglar1 ve Uyarlamali Sinir-Bulanik Mantik Siniflayicisi
yontemlerini kullanarak incelemis ve 6grencinin hazirlik sinifi okumasi durumunun ve
dersin kategorisinin Ogrenci basarisinda onemli etkiye sahip oldugunu kesfetmiglerdir.
Ozbay ve Ersoy (2017), lisans mezunu ogrencilerin Ogrenme YoOnetim Sistemi
hareketlilikleri ve akademik basarilar1 arasindaki iligkileri incelemis ve 6grencilerin
basarilarini karar agaclari ile tahmin etmeye ¢alismislardir.

Veri madenciligi ayrica, ihracat verilerine dayanarak {iilkelerin kiimelenmesine
yonelik calismalarda da kullanilmistir. Ers6z vd. (2015), bes milyon ton ve iizeri Demir —
Celik ihracati yapan iilkelerin 2003-2012 yillar1 arasindaki ihracat verilerine “Kareli Oklit
Uzakhig1” ve “Ward Yontemi’ne gore Hiyerarsik Kiimeleme Analizi uygulamis,
Tiirkiye’nin yiiksek katma degerli celik ihracatgisi Italya, Fransa ve Belgika ile ayn1

kiimede bulundugunu gézlemistir.
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3.3.2. Rastgele Orman Algoritmas1 Uygulamalari

Rastgele Orman Algoritmas1 genel olarak diskriminant analizi, destek vektor
makineleri ve yapay sinir aglarma kiyasla daha iyi bir performans gostermektedir.
Literatiirde Rastgele Orman Algoritmasmi diger smiflandirma yontemleri ile kiyaslayan
pek ¢cok calisma mevcuttur. Bu ¢alismalar alanlarina gore asagidaki gibi ayrilmistir:

Arazi oriintii sSiniflandirilmasi:

Pal (2005), arazi oriintii siniflandirilmas: alaninda yiiriittiigii ¢calismada Rastgele
Orman Algoritmasinin Destek Vektor Makinelerine kiyasla smiflandirma dogrulugu,
egitim siiresi agisindan esit 1y1 bir performans sergiledigi, kullanici tanimli parametre sayisi
acisindan daha az parametre gerektirdigi; genel smiflandrmada ise 100 agagh
smiflandirmada %88,37, 1200 agacli siniflandirmada ise %88,02 oraninda dogruluk ile
daha basarili oldugunu tespit etmistir.

Akar vd. (2010), Trabzon ilini iceren 4 bantli IKONOS uydu goriintiilerinin
siniflandirilmasinda Rastgele Orman Algoritmasi ile ECHO Spectral-Spatial, En Cok
Benzerlik, Fisher Lineer Diskriminant, En Kiiclik Mesafe siniflandirma yontemleri
kullanmig ve Rastgele Orman Algoritmasinin diger yontemlere kiyasla daha i1yi performans
sergiledigi, %96,8 genel siniflandirma dogrulugu goésterdigi sonucuna varmislardir.

Akar ve Giingor (2012) ¢alismasinda Karadenizde kirsal ve kentsel alandaki
goriintiilerin  smiflandirilmasinda, Rastgele Orman Algoritmasinin performasmi Gentle
AdaBoost, En Cok Benzerlik ve Destek Vektor Makineleri algoritmalari ile kiyaslamis,
Rastgele Orman Algoritmasinin %85,63 ile en yliksek dogruluk oranma sahip oldugunu,
ikinci en iyi performansa sahip Destek Vektér Makinelerine kiyasla kentsel alan igin ve
kirsal alan i¢in %15 daha iyi bir performans sergiledigini géstermislerdir.

Iklim senaryolar1 tahminlemesi:

Prasad vd. (2006), Regresyon Karar Agaclari, Torbalama Agaglar, Rastgele Orman
ve Cok degiskenli uyumlu regresyon seritleri (Multivariate Adaptive Regression Splines-
MARS) yontemlerini kullanarak Kanada Iklim Merkezi kiiresel dolasim modeline gore
mevcut ve gelecekteki iklim senaryolar1 altinda 3 agag tiirii icin bitki Ortiisii haritasini
tahmin etmeye calismislardir. Kappa ve bulanik Kappa istatistikleri, degisken 6nemi ile
uygun yasam alan1 gibi degerlendirme kriterleri acisindan kiyaslanmalari neticesinde
Rastgele Orman ile Torbalama Aga¢ algoritmalarmin daha iyi bir performans sergiledigi,

Rastgele Orman’m ise Torbalama Agaca kiyasla daha iyi sonug verdigini belirtmislerdir.



58

Hisse senetleri tahminlemesi:

Quintana vd. (2017) hisse senetlerinin halka arz durumlarini tahmin etmek iizere
Rastgele Orman Algoritmasmi kullanmig ve 6rnek tabanli 6grenme algoritmalari; kareler
regresyonunun en az medyani; yerel agirlikli 6grenme; M5 model agaglari; M5 model
kurallar1; gok katmanli algilayict; radyal temel fonksiyon aglari; minimum optimizasyon ve
egitilmis destek vektdor makineleri ile performansmni kiyaslamislardir. Tahminlerin
ortalama ve medyan verileri agisindan diger yontemlerden daha iyi sonu¢ verdigini ifade
etmislerdir.

Bankacilik alani:

Kalayc1 (2018), calismasinda bankacilik alaninda Tiirkiye’deki KOBI’lerin 6deme
davranislarina iligkin verileri kullanilarak 6 ay sonraki davraniglarmi Lojistik Regresyon,
Karar Agaclari, Destek Vektor Makineleri, Yapay Sinir Aglari, Rastgele Orman
Algoritmast ve Meyilli Hizlandirma yontemleri ile tahmin etmeye calismis ve en iyi
bagartyt Meyilli Hizlandirma yontemi ile ikinci en iyi performansin ise Rastgele Orman
Algoritmasi ile elde etmistir.

Gida ve saghk alani:

Ulutas (2018), proteinlerin ii¢ boyutlu yapilarinin tahmin edilmesinde 6nemli bir
adim olan protein parcacik se¢imine yonelik bir ¢alisma yiiriitmiis; iic ve dokuz amino
asitlik pargaciklarin yapisal benzerliklerini tahmin etmek i¢in lojistik regresyon, AdaBoost,
karar agaci, en yakin komsu, Naive Bayes, Rastgele Orman, destek vektér makinasi ve
cok-katmanli algilayict yontemlerini kullanmis ve regresyon modelleri arasinda en yiiksek
tahminleme performansini Rastgele Orman yonteminin verdigi sonucuna ulagmustir.

Sabanci (2019), ebeveynlerin sigara i¢me aliskanliklarmmin ¢ocuklarin solunum
hastaliklar1 tizerindeki etkisini incelemek iizere Cok Degiskenli Uyumlu Regresyon
Seritleri (MARS) modelini, Rastgele Orman Algoritmasi ile topluluk 6grenimi yontemine
doniistiirmiis ve 200 adet egitim ve test verisi lizerinde performansini 6lgmiistiir. Genellikle
biiyiikk veri setlerinde iyi ¢alisan MARS modelinin 6nermis oldugu karma yontem
sayesinde kii¢iik boyutlu verilerde de iyi bir sonug¢ verdigini ortaya koymustur.

Egitim alan:

Chung ve Lee (2019), 6grencilerin okuldan ayrilma risklerini, 165.715 lise
Ogrencisinin ayrilma durumlar1 ve izinsiz okula gelmemeleri gibi degiskenler iizerinden
Rastgele Orman Algoritmas: ile tahmin etmisler ve %95 oraninda dogruluk elde

etmislerdir.
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Bezek Giire (2019), Tiirkiye’deki 6grencilerin matematik basarilarini etkileyen
unsurlar1 belirlemek amaciyla Rastgele Orman Algoritmasi, Cok Katmanli Algilayici
Yapay Sinir Aglar1 ve Radyal Tabanli Fonksiyon Yapay Sinir Aglar1 yontemlerini
tahminleme ¢aligmasinda kullanmigtir. Rastgele Orman Algoritmasmin diger iki yonteme
kiyasla daha basarili sonuglar verdigini tespit etmistir.

Uretim alam:

Benito Garzon vd. (2008), iklim degisikliginin iber Yarimadasindaki bitki tiirii
cesitliligine etkisini Hiikiimetleraras: Iklim Degisikligi Panelinde 6ne siiriilen senaryolar
altinda Rastgele Orman Algoritmasi1 kullanarak incelemis dag kozalakli tiirlerde ciddi
azalmalar gozlendigi, 1liman tiirlerde baz1 bolgelerde azalma olacagi, Akdeniz alt1 tiirlerin
ise kayda deger bir diisiis gosterecegini tahmin etmislerdir.

Everingham vd. (2016), Avustralya'daki Tully bolgesinde seker kamisi verimine
iliskin tahminde bulunmak i¢in mevsimsel iklim tahmin endeksleri ve yagis oranlari,
maksimum ve minimum sicaklik girdi olarak ele alipp Rastgele Orman Algoritmasi ile
tahminleme caligmasi yiiriitmiislerdir. 1 Eylil, 1 Ocak ve 1 Mart'ta olusturula tahmin
sonuglarinda Eyliil ayinda iiretimin medyanin iizerinde olup olamayacagini % 86.36
oraninda belirlemenin miimkiin oldugunu, Ocak ayina kadarki donem i¢in de bu dogruluk

oraninin % 95,45'e yiikseldigini belirtmislerdir.

3.3.3. XGBoost Algoritmasi Uygulamalan

Gradyan Artirmanin gelistirilmis bir versiyonu bir makine 6grenme algoritmasi
olan XGBoost, Chen ve Guestrin (2016) tarafindan ortaya ¢ikarilmasindan bu yana saglik,
biyoloji, ¢cevre, finans ve yazilim gibi alanlarda tahminleme ve siniflandirma ¢alismasinin
odaginda yer almistr. Bu calismalardan bazilar1 bu boliimde alanlarmma gore
aktarilmaktadir.

Saghk alani:

Lei vd. (2017), solunum toksisitesi verilerine dayali tahminleme g¢alismasi igin
uygunluk vektér makinesi, destek vektor makinesi, diizenlenmis rastgele orman, XGBoost,
Naive Bayes ve dogrusal diskriminant analizi yontemlerini kullanmis ve sayisal tahmin
calismasinda en iy performanst XGBoost ile elde etmislerdir.

Xu vd. (2018), insan saghg {lizerinde olumsuz etkileri olan PM2.5 partikiillerinin
havadaki konsantrasyonunu tahmin etmek amaciyla sekiz farkli algoritma kullanmiglar ve
Cubist, Rastgele Orman ve XGBoost algoritmalarinin en iyi sonuglar1 veren algoritmalar

oldugunu tespit etmislerdir.
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Web sayfalar tiklanmalar ve Aga izinsiz girisler:

Dhaliwal vd. (2018) aga izinsiz girislerin tespit edilmesine yonelik XGBoost ile bir
model gelistirmigler ve farkli siniflandirma modellerine kiyasla XGBoost'un 9%98,7
dogruluk ile daha iyi sonug¢ verdigi sonucuna ulagmislardir.

Cakmak vd. (2019) internet lizerinden reklam veren seyahat acentalarmin web
sitelerinin tiklanmasina yonelik bir tahminleme ¢aligmasinda XGBoost, Rastgele Orman
algoritmalari ile Destek Vektor Makinalarmi kullanarak performanslarini kiyaslamislar ve
XGBoost algoritmasinin diger yontemlerden daha iyi bir tahminleme sonucunu verdigini
ifade etmislerdir.

Deligiannis vd. (2020) kampanyalar ile ilgili bilgilendirme mesajlar1 ile ne kadar
kisinin ilgilendigine iliskin tahminleme calismasinda XGBoost algoritmasini kullanmis ve
calisma sonucunda bu algoritmanin ger¢ek degerlerine kiyasla %2,4 bir yakinsama ile
tahminleme yapabildigini ifade etmislerdir.

Uretim ve rezerv tahminleri:

Merembayev vd. (2019), Kazakistan’daki uranyum yataklarinin giinliik jeofizik
verilerine dayali simiflandirma problemi i¢in Gradyan Artirma, Rastgele Orman, Lojistik
Regresyon, K-en yakin komsu ve XGBoost Algoritmalarmi kullanmislar ve %97’lik
dogruluk orani ile en iyi performansin XGBoost tarafindan sergilendigini ifade etmislerdir.

Bankacilik alani:

Tozlu (2019), ticari kredi basvuru siirecinde sirket bilangolarinda aktarma-
arindirma yapilacak kalemlerin tespiti i¢in kullandigi makine 6grenmesi yontemlerinden
yigilmis genelleme, list seviye dgrenici olarak Rastgele Orman ve temel 6greniciler olarak
Light Gradyan Artirma, XGBoost ve CatBoost algoritmalarinin kullanildig1 versiyonuyla
en iyi performans gosteren model oldugunu belirtmistir.

Zhang vd. (2019), rulman yatagma iliskin ariza teshisi ¢alismasinda XGBoost
algoritmas1 ile Rastgele Orman, Adaboost ve Gradyan Artrma Algoritmalarmin
performanslar1 karsilastirmiglar, XGBoost algoritmasinin zaman ve dogruluk orant

acisindan diger yontemlerden daha iistiin oldugunu vurgulamislardir.

3.3.4. Yapay Sinir Aglarn Uygulamalan
Teknolojideki gelismeler sonucu insan beyninin ¢aligma seklini prensip edinen ve
ogrenme islemini bilgisayar sistemlerinde gerceklestiren Yapay Sinir Aglar1 finans, tip,

bankacilik, pazarlama sektorlerinden miihendislik uygulamalarina kadar oldukga genis bir
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alanda kullanilmigtir. Yapay Sinir Aglar1 lizerindeki arastirmalar son yillarda daha fazla
artmigtir. Bu caligmalardan bazilar1 alanlarina gore asagida sunulmaktadir.

Uretim alam:

Birka¢ arastirmaci, Yapay Sinir Aglarinin istatistiksel regresyon modelleriyle
kargilastirarak perfomansini test etmislerdir. Chryssolouris ve Guillot (1990), {iretimde
yiizey purizliliigli durumu ile ilerleme hizi, kesme hizi ve takim egim agis1 gibi islem
parametreleriyle iligskilendiren bir model olusturup, ¢oklu regresyon analizi, grup veri
isleme yontemi ve Yapay Sinir Aglarin1 kiyaslamiglar ve YSA’larin regresyon modeline
kiyasla daha {istiin oldugunu goézlemislerdir.

Feng ve Wang (2003), tornalama isleminin yiizey piiriizsiizliigii diizeyini tahmin
etme konusunda Coklu Regresyon analizi ile Yapay Sinir Aglarinin esit bir sekilde etkin
oldugunu belirtmistir.

Bas (2006), Tirkiye’nin sanayi iiretim endeksinin tahmin edilmesine yonelik bir
calisma yiiriitmiis, Ileri Beslemeli Geri Yayilimli YSA ile dogrusal regresyon yontemini
kiyaslamig, YSA’nin daha iyi sonug verdigini belirtmistir.

Kurt vd. (2017), Tirkiye kagit-karton tiretimi, atik kagit, endiistriyel odun, tomruk
iiretimi, niifus, GSYIH, TUFE, UFE, doviz kurlar1 ve ekonomik biiyiime rakamlarini
kullanarak Tiirkiye’nin Kagit-karton ihracatin1 YSA ile tahmin etmeye ¢alismustir.

Temiz (2018), dogaltaglarin renk ve desen yapisma gore smiflandirilmasinda,
Yapay Sinir Aglari, Destek Vektor Makineleri, k En Yakin Komsu, Karar Agaclari, Naive
Bayes yontemlerini kullanmis ve Yapay Sinir Aglar1 ile Destek Vektor Makinelerinin en
yiiksek basariya sahip siniflar1 olusturdugunu ifade etmistir.

Saghk alani:

Pekel (2018) ¢alismasinda, diyabet teshisi ilizerine Karar Agaci, Destek Vektori
Makineleri, Naive Bayes, Yapay Sinir Aglarmin performanslarint bir smiflandirma
problemi iizerinde test etmis ve analiz edilen veri setinde Naive Bayes Algoritmasinin
diger yontemlere kiyasla daha iyi performans gosterdigini tepit etmistir.

Nas (2020), acil servis i¢in hasta gelis sikligini tahmin etmek amaciyla bir ¢aligma
yiirlitmiis, karar agaci, rastgele orman, destek vektdr mekanigi algoritmasi, en yakin k
komsulugu, gradyan artirimi, stokastik gradyan artirimi, adaboost, ¢oklu katmanli
algilayici, lojistik regresyon ve tekrarlayan yapay sinir aglari makine Ogrenmesi
yontemlerini kullanmustir. Uzerinde c¢alistigi veri setinde Karar Agaci, ¢ok katmanli

algilayicilar ve tekrarlayan yapay sinir aglarinm en iyi sonucu verdigini vurgulamigstir.
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Ihracat ve ithalat alam:

Bayir (2006), imalat sanayiinin ihracat verileri aylik degerlerini tahmin etmek
amactyla girdi olarak ortalama doviz alis kuru (ABD Dolar1), sanayi sektorii iiretim
endeksi, ulusal smai endeksi kapanis fiyatlar1 ve aylik imalat sanayi kismi verimlilik
endeksi degiskenlerini kullanmistir. ileri Beslemeli Geri Yayilmli YSA ile ¢oklu
regresyon modellerini ile yapilan ¢alismanin kiyaslamasinda YSA’larin sonuglarmin daha
iyi bir performansa sahip oldugunu ifade etmistir.

Bircan vd. (2006), Tiirkiye’nin ihracat gerceklestirdigi iilkeleri kiimelemek icin
SOM tipi YSA’lar uygulamis, iharacatin bazi tilkelerde yogunlastigi ve ihracatin iilkeler
bazinda homojen bir yapida olmadigi sonucuna varmuslardir. Elde edilen 14 kiimede,
referans vektor degeri yiiksek olan kiimelerin Tiirkiye ile ticareti yogun olan iilkelerden
olustugu, vektor degeri diisiik olan kiimelerin ise Tiirkiye ile ticareti az olan tilkelerden
olustugunu tespit etmislerdir.

Zou vd. (2007), Cin’in bugday ihracatindaki fiyat seviyelerinin tahmin edilmesine
yonelik olarak YSA’lar ile ARIMA modellerini kiyaslamis, YSA’larin daha hatasiz
sonuglar verdigini tespit etmis ve Cin’in gelecekteki gida-hububat fiyatlarint modellemede
iyi bir alternatif olarak kullanilabilecegini ifade etmislerdir.

Co ve Boosarawongse (2007), Tayland’in piring ihracatini tahmin etmek igin
ARIMA ve YSA kullanmislar, Holt-Winters ve Box-Jenkins modellerinin tatmin edici
sonuglar vermesine ragmen dogrulama asamasinda Ongoriilemeyen veriler agisindan
yeterince iyi olmadigini, YSA’nin sonuglarmm ARIMA modellerine kiyasla dinamik
dogrusal olmayan trend ile mevsimselligi ve ikisi arasindaki etkilesimi izlemek agisindan
daha iyi sonug verdigini tespit etmislerdir.

Ozbek (2009), 1995-2008 yillar1 arasmda denim pantolunun ihracatmi
degerlendirmis ve girdi olarak maliyet, ihracat¢1 iilkelerdeki ihracat tesvikleri, ithracatgi
iilkelerin sahip oldugu markalar, ihracat¢i iilkelerin pazara yakmlhigi, ihracate¢i iilkelerin
doviz kurlari, ihracatgr tilkelerin sektorel uzmanlasma durumu, ithalatcr iilkeler ve ithalat
paylari, ithalat yapan iilkelerin uygulamakta olduklari ticaret smirlamalari, ithalatct
iilkelerde kisi basina diisen gelir, ithalat¢ iilkelerdeki niifus ve ithalater tilkelerin yapmis
olduklar1 ticari anlagmalar1 kullanmistir. Caligmada YSA’larin ARIMA modeline gore
ongoriilerde daha yiiksek basar1 elde ettigi sonucuna varilmastir.

Karahan (2015), gergeklestirilen ihracatin tarihleri, ABD dolar1 doviz kuru, satis
fiyat1, ihracat yapilan pazar sayis1 ve mevsim etkilerinin neden oldugu zarar degiskenlerine

gére  Malatya’nin kayis1 ihracati miktarin1 tahmin etme calismasi gerceklestirmis,



63

calismada ARIMA ve Yapay Sinir Aglarini kullanmis, YSA modelinin agiklayiciligi %86
iken, ARIMA modelinin agiklayiciligi %75; hata testleri agisindan da YSA’nin ortalama
mutlak yiizde hata (MAPE) degeri 0.151 iken, ARIMA modelinin 0.233 sonucunu
bulmustur. Sonug olarak YSA’nin daha iyi bir sonug verdigine karar vermistir.

Ersen (2016), Tirkiye'nin aga¢ ve orman {iriinleri sektoriine ait ihracat ve ithalat
degerlerini tahminlemede Box-Jenkins ve Yapay Sinir Aglar1 yontemlerinin
performanslarini karsilastirmigtir. 'Yontemlerin tahminleme basarilarini Hata Karelerinin
Ortalama Kokii, Ortalama Mutlak Hata ve Ortalama Mutlak Yiizde Hata istatistikleri ile
degerlendirmis; Box-Jenkins ve Yapay Sinir Ag1 modellerinin basarili olmasma ragmen
Y SA modellerinin performansinin daha iyi oldugunu tespit etmistir.

Tsai ve Huang (2017), GSYIH, faiz oranlari, ihracat ve ithalat degeri, ihracat ve
ithalat konteyner adedi ve iskele vinglerin sayisini1 esas alarak konteyner akislarini Yapay
Sinir Aglar1 ile tahmin etmeye ¢aligmistir. YSA ile konteyner akiglarmnin tahmin edilen
degerleri ile gercek degerlerinin birbirine ¢ok yakin oldugu ve Asya limanlarinda bu
modelin kullanilabilecegi yoniinde 6nerilerini sunmuslardir.

Alam (2019), 1968 ve 2017 yillar1 arasindaki verileri kullanilarak, Suudi
Arabistan’mn ithalat ve ihracatim1 YSA ve ARIMA modelleri ile tahmin etmeye c¢alismus,
YSA ile birlikte ARIMA (1, 1, 2) ve ARIMA (0, 1, 1) modellerinin Suudi Arabistan’in
ithalat ve ihracatini tahmin etmede uygun modeller oldugu tespit etmistir.

Talep Tahmini, Pazar Arastirmasi ve Satis Tahmini alani:

Hazir vd. (2015), GSYIH, reel kesim giiven endeksi, tiiketici giiven endeksi, dolar
kuru, niifus, konut satis degerleri, yatirim harcamalar1 gibi faktorlere gore Tiirkiye mobilya
talebini tahminleme c¢alismasini Yapay Sinir Aglar1 ve Regresyon Analizi ile
gergeklestirmistir. Yapay Sinir Aglarinin MAPE ve RMSE degerlerine gore daha iyi sonug
verdigini tespit etmistir.

Zontul ve Yangin (2017), 6grenci sayisi, hane basi egitim harcamasi, dolar kuru,
UFE, TUFE ve miisteri sayis1 ozniteliklerini kullanarak Yapay Sinir Aglar1 ile egitim
sektoriindeki bir firmanin satis tahminine yonelik ¢alismasi gergeklestirmistir.

Yiicesan (2018), doviz kuru, tatil giinleri, tiiketici giiven endeksi, iiretici fiyat
endeksi, bolgedeki konut satislar1 degiskenlerini kullanarak ARIMA, Yapay Sinir Aglar
ve ARIMAX yontemleriyle beyaz esya sektoriinde bir satig tahmini ¢aligmas1 yiiriitmiis,

Yapay Sinir Aglarmin diger yontemlere kiyasla daha basarili oldugunu ifade etmistir.
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Demir ve Akkas (2018), yem endiistrisindeki bir igletme icin tahminleme
caligmasinda zaman serisi, Yapay Sinir Aglar1 ve Destek Vektor Makinelerini kullanmis ve
Destek Vektor Makineleri yontemini diger yontemlere kiyasla daha basarili bulmustur.

Yilmazel vd. (2018), konutlarin fiziksel ozellikleri, konumu, ulasim araglar1
duraklarina mesafesi gibi kriterleri kullanarak konut fiaytlarinin tahminine yonelik Yapay

Sinir Ag1 ile analiz gerceklestirmistir.

3.3.5. Thracat ve ithalat ile Tlgili Diger Cahsmalar ve Arastirmalarda Kullamilan
Oznitelikler

Ihracat ile i¢ piyasaya satis arasindaki en dnemli farki ihracatta, ithalatci ve ithalatci
iilke ile ihracat¢1 lilkenin kiiltiirel, biirokratik ve ekonomik farkliliklarinin olmasidir.
Ihracatg1 ve ithalatc1 pazar birbirinden s6z konusu kriterler agisindan farklilastikea iiriin ve
hizmetlerde farklilagsma saglanmasi gerekebilmektedir (Onur, 2012: 14).

Bu agidan, Onur (2012: 16), pazar arastirmasinda dikkate alinmas1 gerekli kriterleri
demografik yapi, kiiltiirel yap1 ve yasam tarzi, cografi konum, sosyal ve ekonomik yapi,
kiilttirel yapi, yasam sekli, teknolojik ve endiistriyel yapi, politik ve hukuki durum,
tiikketiciler, dagitim kanallar1 ve rakipler ile ilgili veriler olarak siralamistir.

Bir diger ¢alismada Cavusgil (1997) tarafindan 25 alternatif lilke seti kullanilarak
Genel Pazar Firsat Indeksi (OMOI) gelistirilmistir. Bu yaklasimda, orta smif biiyiikliigii,
politik risk, ekonomik 6zgiirliik, telekominikasyon ve fiziksel altyap1 gibi kriterleri iceren
temel ekonomik, politik ve sosyal Olgiileri esas alarak pazar potansiyeli belirlenip
srralanmistir. Bir sonraki adimda, her degerlendirme degiskeni i¢in indeks olusturulmus ve
son olarak OMOI indeksini elde etmek i¢in bunlara agirliklar verilmistir.

Cavusgil vd. (2004), 29 farkli kritere gore iilkeleri degerlendirmis, Oncelikle
kriterlere faktor analizi yontemini uygulayarak 7 faktore ayirmis ve her faktoriin agirligni
belirlemislerdir. Daha sonra hiyerarsik kiimeleme teknigini kullanarak iilkeleri kiimelere
ayirmus ve 10 farkli kiime elde etmistir. Ulkeleri faktdrler nezdinde aldigi genel degerlerine
gore srralamistir. Boylece, kiimeleme teknigini kullanarak yapisal olarak benzer gruplar;
siralama ile de kiime igerisinde piyasa potansiyellerine gore iilkelerin oncelikli siras1 elde
edilmistir.

Sheng ve Mullen (2006) tarafindan Cavusgil (1997)’nin OMOI ydntemi daha
biiyiik tlilke setine uygulanarak pazar firsatlar1 siralanmig ve ABD’nin gercgeklesen ticareti

ile kiyaslanarak OMOI'nin gegerliligi degerlendirilmistir. Bu c¢aligmada, OMOI’'nin
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istikrarl bir ara¢ oldugu ancak, sonuclar agirliklara baglh oldugu icin verilecek agirliklarin
oldukga dikkatli bir sekilde degerlendirilmesi gerektigine karar verilmistir.

Bazi caligmalar, ortaya c¢ikan hedef pazarin dinamizmi ve gelecek potansiyelini
hesaba katma konusunda makroekonomik pazar secim modellerinin yetersiz oldugunu
belirtmislerdir. Bu ¢caligmalarda, pazarlar degerlendirilirken uzun dénem pazar potansiyeli,
kiiltiirel uzaklik, yerel sektordeki rekabetin giicli, miisterilerin yabanci trlinlere ve
isletmelere yonelik algis1 gibi kriterlerin degerlendirilmesinin de gerektigi ortaya ¢ikmugtir
(Cavusgil, 1997).

Priya ve Venkatesh (2012), Hindistan’da bulunan bir demir-gelik firmasi i¢in
cezbedici pazar lokasyonlarini bulmak amaciyla ¢oklu regresyon yontemi ile isleme
kazanci, hedef pazarin iletisim altyapisi, hedef pazarin ekonomik biiyiime orani, hedef
pazarda rekabet avantaji, hedef pazarm talebi, hukuk sisteminin hedef pazarda isleyisi,
hedef pazarin diger pazarlara yakinligi, hedef pazar ve muafiyetli ticaret anlagsmalar1 se¢im
kriterlerini, AHP yontemiyle bu kriterlerin agirliklarin1 belirledikleri entegre bir pazar
secim karar modeli kullanmislardir.

Zhao vd.(2011), Avrupa Birligi, Amerika, Asya, Japonya, Bagimsiz Devletler
Toplulugu (Rusya Federasyonu, Kirgizistan, Kazakistan), Hong Kong alternatiflerini satin
alma giicli, pazar biiyiikliigii, rekabet kosullari, politik stabilite, kalite algis1 kiterlerine gore
bulantk AHP yontemini kullanarak Cin tekstil sektorii igin ihracat pazarlarim
belirlemislerdir.

Atalay (2012), tez ¢calismasinda bes ana Kkriter altinda belirlenen 32 kriter ile AHP
yontemini kullanarak Tiirkiye orman iriinleri i¢in hedef pazarlar1 belirlemistir. Cografi
konum ve ulasim ana kriterine gére ABD; demografik yap1 ana kriterine gore Birlesik
Arap Emirlikleri; diinya geneli dis ticareti ana kriterine gore Cin; Tiirkiye ile dis ticareti
ana kriterine gore Almanya ve sosyal ekonomik yap1 ana kriterine gére Singapur en yiiksek
oneme sahip tlilkeler olarak ortaya ¢cikmistir. Tiim kriterler birlikte degerlerdirildiginde ise
en yliksek onem derecesine sahip iilke ABD olurken, siralamayi Singapur, Norveg,
Almanya, Cin, Birlesik Arap Emirlikleri, Fransa, Giiney Afrika ve Romanya takip etmistir.

Miecinskiene vd. (2014), mobilya sektoriinde faaliyet gosteren bir firma igin
potansiyel olarak goriilen 8 {ilkeden ikisinin hedef iilke olarak belirlenmesi ¢aligmasini
niifus artig orani, issizlik diizeyi, enflasyon, gayri safi milli hasilasindaki biiylime orani,
kisi basi gelir diizeyi, kisi bas1 ihracat ve kisi basi ithalat degerleri kriterlerine gore

degerlendirmistir. Alt1 uzmanin bu kriterlere verdigi puanlamalar sonrasinda olusturulan
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nihai kriter agirliklar1 tilkelerin s6z konusu kriterler agisindan normalize edilmis degerleri
ile ¢arpilarak hedef iilkelerin aldig1 degerler siralanmustur.

Mat Isaa vd. (2013) ¢aligmalarinda Malezya insaat sektoriinde faaliyet gosteren 129
firmaya uluslararasi pazarlara girmek i¢in tanimlanan firma, iilke, sektdr ve proje 6zelinde
yer alan toplam 27 kriter ile ilgili anketler gondermis ve yanitlanan anket verilerine faktor
analizi uygulamistir. Projeye 06zgli faktorlerin firmalarin uluslararasi pazar segimde
oldukca etkili oldugu ortaya ¢ikmustir. Bu faktorler 6nem derecelerine gore, rekabetin
yogunlugu, yiiksek kalite gereksinimleri, rakiplere yakinlik, hedef lilkeye mesafe ve
firmanin uluslararasi rekabet edebilirligi olarak ortaya ¢ikmustir.

Mobin vd. (2014) tarafindan, Iran fistig1 icin 18 iilke pazari, yonetmelik-
diizenlemeler, kiiltiirel etkenler, nakliye mesafeleri, ekonomik durum, pazar potansiyeli,
politik etkenler wve tespit edilen karsilastirmali avantajlar kriterleri {izerinden
degerlendirilmistir. Kriterleri entropi agirlik metodu kullanarak agirliklandirmis ve bu
agirliklar1  kullanarak SAW (Simple Additive Weighting), TOPSIS ve VIKOR
yontemleriyle siralanmistir.

Bir diger farkli calisma Oztiirk vd. (2015) tarafindan gelistirilmistir. Bu ¢alismada,
iic asamada iilkeler dort farkli kiimeye ayrilmistir. Oncelikle lineer regresyon yontemiyle
tiiketici harcamalar1 bagimli, gelir ve yillar bagimsiz degisken olarak ele alinip iilkelerin
gelir ve yillar i¢in regresyon katsayilarmi belirlemis, regresyon katsayilarinin medyan
degerlerine gore bazi iilkeler iiriinle ilgili, bazilar1 ilgisiz olarak gruplanmustir. Ilgili
bulunan {ilkeler Robinson iilke risk skoru ile tiiketim harcamasindaki biiylime oranlarina
gore dort farkli kiimeye ayrilmistir: 1) kiiresel degerli (tiiketici harcamalarindaki biiyiime
diisiik, risk yiiksek); 2) kiiresel endiistride kazananlar (tiiketici harcama biiyiimesi yiiksek,
risk yiiksek); 3) endiistriyel agidan degerli (tiiketici harcamalar1 yiiksek, risk diisiik); 4)
durgun (tiiketici harcamalar1 distik, risk diisiik).

Christian vd. (2016), canta imalat1 yapan bir firmanin Misir, Fas, Nijerya, Gana ve
Gliney Afrika pazarlar1 arasinda se¢im i¢in ¢ok kriterli karar verme metodu TOPSIS’1
kullanmistir. S6z konusu bes iilke, ekonomik 6zgiirliik, egitim diizeyi, cografi uzaklik, cep
telefonu kullanim orani, Gayri Safi Yurt i¢i Hasila, ithalati, ihracati, iilke ici kuruluslar
aras1 giic farki, bireysellik, erkek egemenligi, belirsizlik riski ve niifus kriterlerine gore
degerlendirilmistir.

DEIK (2016) tarafindan hazirlanan ¢alismada Tiirkiye nin Cin’e hangi kalemlerde
ne kadar ihracat potansiyelinin oldugu detayli bir analizle {iriin bazinda belirlenmistir.

Giimriik Tarife Istatistik Pozisyonlarinda (GTIP) dort haneye inilerek 1.200 iiriin



67

pozisyonu i¢in Tiirkiye’nin ihracati, Tiirkiye’nin ihracatinda Cin’in payi, Cin’in s6z
konusu liriinde diinyadan toplam ithalati, Tiirkiye’nin Cin’e ilgili iirlinii ihracatinda son bes
yillik ortalama artig, Cin’in s6z konusu iiriinii ithalatinda son bes yillik ortalama artis ile
Helmers ve Pasteels (2006)’nin ¢aligmasinda onerdikleri ve Cin’in ithalat1 agisindan sz
konusu firiiniin ne kadar daha ihracat yapilabilecegini ifade eden gosterge ticaret
potansiyeli ve nispi goOsterge ticaret potansiyel orani kriterleri degerlendirilmistir.
Tiirkiye nin Cin’e Ihracatinda Potansiyel Tastyan Hedef Uriinler bes gruba ayrilmistir.

Gao vd. (2018), tiiketici giiven endeksi, tliketici fiyat endeksi, celik iiretimi ve
benzin fiyat1 kriterlerinden olusan veri seti ile Cin’de otomobil {ireticisi bir firmanin satis
tahmini i¢in bir ekonometrik model (Vektér Hata Diizeltme Modeli-VECM) gelistirmisler

ve klasik zaman serilerine kiyasla daha fazla basariya ulastiklarni ifade etmislerdir.
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DORDUNCU BOLUM
OECD ULKELERININ YAS MEYVE SEBZE iTHALATININ VERI
MADENCILIGi YONTEMLERI iLE ANALIZi

Tezin analiz boliimiinii olusturan bu boliimde OECD iilkelerinin yas meyve sebze

ithalatin1 tahmin etmek amaciyla gergeklestirilen islemler Sekil 4.1°de yer almaktadir.

Problemin Tanim
-Calismanin Gerekgesi
-Yontemin Belirlenmesi
-Degerlendirme Olgiitleri

Verinin Anlasiimasi
-Ozniteliklerin Belirlenmesi
-Veri Kaynaklarinin Belirlenmesi
-Veri Kisitlar1 ve Risklerin Belirlenmesi
-Yazilimin ve Donanimin Belirlenmesi

4

Verinin Hazirlanmasi
-Veri Toplama, Degerlendirme, Biitiinlestirme
-Veri Doniistiirme
-Egitim ve Test Verisinin Tanimlanmasi

Algoritma Secimi ve Modelin Egitilmesi
-XGBoost
-Rastgele Orman
Yapay Sinir Aglari

A4

Modelin Parametrelerinin Degerlendirilmesi ve k-kat Capraz Dogrulama

charm Yorumlaﬂm)

Sekil 4.1 Analiz Siireci s Akis1
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Oncelikle problemin tamimlanmas: ve verinin anlasilmasi asamasinda calismanim
gerekcesine deginilmis, kullanilacak yontemler ve bu yontemlerin tercih edilme nedenleri,
yontemlerin hangi 6l¢iim kriterlerine gore degerlendirilecegi konular1 agiklanmustir.

Verinin anlasilmasi asamasinda, kullanilacak Oznitelikler ve bu 0Oznitelik
degerlerinin temin edilecegi veri kaynaklar1 belirlenmis, c¢alismanm kisitlar1 ile
kullanilacak yazilim ve donanim ile ilgili bilgi verilmistir.

Verinin hazirlanmasi asamasinda, verinin toplanmasi, degerlendirilmesi ve verilerin
biitiinlestirme islemi ile tek bir veri seti haline getirilmesi saglanmistir. Veri setinde
kategorik verilerin 0-1 seklinde ikili degerlere donistiiriilmesi ile 6znitelik eklemeleri ve
standardizasyon islemi ile veri doniisiimii gerceklestirilmistir. Daha sonra veri setinin ilk 5
yili egitim, son iki y1l1 ise test verisi olarak ayrilmistir.

Model olusturma asamasinda 10-kat capraz dogrulama ile parametrelerin optimum
degerleri elde edilmistir.

Ulasilan en uygun parametre degerleri ile algoritmalar i¢in tahminleme siireci

isletilmis ve algoritmalari sonuglar1 kiyaslanmustir.

4.1. Problemin Tanimlanmasi
4.1.1. Cahismanin Gerekcesi

Antalya ili, Tirkiye yas meyve sebze tiretim ve ihracatinda en fazla paya sahip
illerdendir. Bu nedenle, tez ¢alismasinda yas meyve sebze ihracatinin gelistirilmesine
yonelik bir analiz ¢alismasina odaklanilmastir.

Tirkiye yas meyve sebze iiretiminde ve ihracatinda diinya genelinde 6nemli bir
konumdadir. Tablo 4.1°de goriilecegi iizere, FAO verilerine gore Tiirkiye, diinya ayva,
kayisi, kiraz ve incir iiretiminde birinci; kavun ve pirasa liretiminde ikinci; biber, hiyar-
kornison, karpuz, mandalina ve havug-salgam iiretiminde iiciincii; domates, elma, patlican,
fasulye, ¢ilek, 1spanak ve visne tiretiminde dordiincii; kuru sogan, seftali-nektarin, lahana,
kabak ve armut liretiminde besinci; {iziim, erik ve limon {iretiminde ise altinci sirada yer
almaktadir. Ancak, bazi {riinler haricinde diinya ihracat siralamasinda ayni performans

sergilenememektedir.



Tablo 4.1 Tiirkiye’nin Uretiminde Onemli Uriinler ve 2018 Yih Diinya Uretiminden Aldig1 Pay

Diinya Diinya Uretim
Tiirkiye Uretiminden Siralamasinda
Uretimi Diinya Uretimi Tiirkiye’nin Tiirkiye’nin
Uriin (Ton) (Ton) Aldig1 Pay Konumu
Domates 12.150.000 182.256.458 6,67% 4
Karpuz 4.031.174 103.931.337 3,88% 3
Uziim 3.933.000 79.125.982 4,97% 6
Elma 3625960 86142197 4,21% 4
Biber 2.554.974 36.771.482 6,95% 3
Kuru sogan 1.930.695 96.773.819 2,00% 5
Portakal 1.900.000 75.413.374 2,52% 7
Hiyar-kornison 1.848.273 75.219.440 2,46% 3
Kavun 1.753.942 27.349.214 6,41% 2
Mandalina 1.650.000 34.393.430 4,80% 3
Limon 1.100.000 19.368.838 5,68% 6
Patlican 836.284 54.077.210 1,55% 4
Seftali ve nektarin 789.457 24.453.425 3,23% 5
Lahana ve diger brassicalar 765.276 69.381.555 1,10% 5
Kayisi 750.000 3.838.523 19,54% 1
Fasulye 668.973 26.626.351 2,51% 4
Havug ve salgam 644.367 39.996.287 1,61% 3
Kiraz 639.564 2.547.944 25,10% 1
Kabak 616.777 27.643.932 2,23% 5
Armut 519.451 23.733.772 2,19% 5
Muz 498.888 115.737.861 0,43% 23
Marul ve hindiba 487.543 27.256.487 1,79% 7
Cilekler 440.968 8.337.099 5,29% 4
Incir 306.499 1.135.316 27,00% 1
Erik 296.878 12.608.678 2,35% 6
Karnabahar ve brokoli 294.743 26.504.006 1,11% 7
Pirasa 252.958 2.179.050 11,61% 2
Greyfurt 250.000 9.374.739 2,67% 7
Ispanak 225.174 26.255.931 0,86% 4
Vigne 184.167 1.529.000 12,04% 4
Ayva 176.479 688.660 25,63% 1

Kaynak: FAQ, 2018 Yih Verileri (http://www.fao.org/faostat/en/, erisim tarihi: 16.07.2020)
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Birlesmis Milletler veri kaynagi “UN Comtrade Data Base”in Tablo 4.2°de yer alan

2019 yi1l1 ihracat verilerine gore, Tiirkiye diinya genelinde ayva ve incir ile “Satsuma” cinsi

mandalinanin ihracatinda birinci; kabuklu kestane ihracatinda ticlincii konumda iken,

kayisi, kiraz, diger mandalina tiirleri ve greyfurt ihracatinda dordiincii; seftali-nektarin,

kabak, patlican ve limon ihracatinda ise besinci sirada yer almaktadir. Tiirkiye, iiretim

miktar agisindan istiinliigiiniin bulundugu diger iirlinlerde ise diinya ihracat1 siralamasinda

daha gerilerde bulunmaktadir.


http://www.fao.org/faostat/en/
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Diinya
Tiirkiye’nin Diinya fhracatindan
Ihracat Degeri Thracat Tiirkiye’nin
GTiP Uriin (USD) Degeri (USD) | Aldig1 Pay | Sira
070200 | Domates 303.046.886 | 8.486.537.748 3,57% 8
Mandarin, tangerin (Klemantinler
hari¢) : satsuma, yerli mandarin,
okitsu,mandarin ve vilking,
080521 | tanjerin, mineola mandarin 297.911.750 | 1.681.836.528 17,71% 1
080420 | incir 286.517.656 | 450.932.582 63,54% 1
080550 | Limon 243.788.003 | 3.100.001.828 7,86% 5
080929 | Kiraz 183.838.813 | 3.537.544.933 5,20% 4
080610 | Taze tiziim 150.107.207 | 7.396.204.778 2,03% 12
080390 | Muz (plantainler harig) 139.862.233 | 7.487.245.693 1,87% 13
070960 | Biber 124.926.491 | 5.467.557.858 2,28% 7
Demirhindi, mahun elmasi,
ekmek agaci meyvesi, sapodillo
meyvesi/ ¢arkifelek meyvesi.
karambola ve pitahaya /nar/
musmula/ kusburnu ve diger
081090 | meyveler 98.166.382 | 3.795.740.364 2,59% 6
080510 | Portakal 92.037.252 | 4.526.862.938 2,03% 10
080810 | ElIma 90.403.552 | 5.596.924.881 1,62% 13
080930 | Seftali-nektarin 89.784.014 | 1.914.573.978 4,69% 5
080540 | Greyfurt 71.490.419| 688.884.653 10,38% 4
070310 | Sogan-salotlar 54.034.547 | 3.347.598.607 1,61% 13
070993 | Kabak 48.181.340 | 1.252.995.254 3,85% 5
080529 | Mandalina digerleri 45,117.889 697.254.013 6,47% 4
070190 | Patates - taze / sogutulmus 41.560.222 | 3.393.663.829 1,22% 15
080910 | Kayisi (zerdali dahil) 38.096.089| 447.806.810 8,51%
070700 | Hiyarlar ve kornigonlar 36.774.200 | 2.390.898.500 1,54%
080241 | Kabuklu-kestane 36.066.109 | 202.715.586 17,79%
081010 | Cilek 24.866.821| 2.701.002.871 0,92% 13
080830 | Armut 23.938.688 | 1.890.225.581 1,27% 12
080940 | Erik 17.018.262| 812.728.623 2,09% 10
080410 | Hurma 15.522.532| 616.680.985 2,52% 8
070610 | Havug-salgam 13.665.078| 1.007.046.140 1,36% 17
070930 | Patlicanlar - taze / sogutulmus 13.191.872 426.596.888 3,09% 5
080711 | Karpuzlar 12.656.613| 1.483.640.359 0,85% 17
080840 | Ayva 12.002.802 30.567.188 39,27% 1
080719 | Kavunlar 5.481.433| 1.317.491.182 0,42% 17
Ciice kiz mantarlar1 -kuzu
070959 | mantarlar -diger mantarlar 5.291.999 551.229.936 0,96% 16
Beyaz lahana-kirmizi lahana-
070490 | alabaglar 4.345.750 | 1.142.265.279 0,38% 25

Kaynak: UN COMTRADE, 2019 Yil Verileri (https://comtrade.un.org/, erisim tarihi: 16.07.2020)
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Tablo 4.2 Tiirkiye’nin Thracatinda Onemli Uriinler ve 2019 Diinya fhracatindan Aldig Pay (...devamu)

Diinya
Tiirkiye’nin Diinya fhracatindan
_ i fhracat Degeri fhracat Tiirkiye’nin
GTIP Uriin (USD) Degeri (USD) | Aldig1 Pay | Sira
Salatalik sebzeler (marul (lactuca
sativa) ve hindiba (cichorium
spp.)/pazi ve yaban enginar1/
kebere rezene/ tatlt misir/ bamya/
semizotu/ maydanoz/ asma
070999 | yapragi ve digerleri 3.440.325| 2.123.434.999 0,16% 34
081050 | Kivi 3.357.168 | 2.802.753.123 0,12% 15
070390 | Pirasa 2.929.753| 267.825.256 1,09% 13
070320 | Sarimsak 1.926.627| 787.118.031 0,24% 22
070519 | Diger marullar 1.923.510| 1.455.707.471 0,13% 22
Klemantinler, monreale, king,
080522 | freumont, nova, marisol mandarin 1.558.909 | 1.452.486.529 0,11% 23
080440 | Avokado 1.204.352 | 6.018.299.961 0,02% 36
080430 | Ananas 1.060.277 | 1.035.915.741 0,10% 31
070410 | Karnabahar- brokoli 1.058.648 | 1.699.253.581 0,06% 26

Kaynak: UN COMTRADE (https://comtrade.un.org/, erisim tarihi: 16.07.2020)

Ulkemiz iiretim potansiyelinin ihracata da yansitilabilmesi i¢in ihracatin
gelistirilmesine yonelik c¢alismalar onemlidir. Gilinlimiiz diinyasinda uluslararasi alanda
yasanan rekabet her gecen giin daha da artrmaktadir. Firmalar yurt disinda iiriinleri igin
hedef pazarlar1 belirlerken ellerindeki imkan ve kaynaklar1 en verimli sekilde
degerlendirmek durumundadirlar. Ihracat islemlerinde basarili olmak ve dogru pazara
yonelebilmek i¢in dogru bir hedef pazar ¢alismasinin gerceklestirilmesi olduk¢a 6nemlidir.

Bu noktada, almmasi gereken stratejik kararlar, gelecek donemde iiretilmesi
planlanan {iriinlerin tiir ve ¢esitlerinin belirlenmesi, bir baska ifade ile tiretim deseni ve
planinin hazirlanabilmesi i¢in ithalat¢1 iilkelerinin gelecek dénem alim taleplerinin
belirlenmesi yapilacak ¢alismalarin en baginda gelmektedir.

OECD iilkeleri ise Gayri Safi Yurt I¢i (GSYIH) diizeyi yiiksek olan ve toplamda
diinya yas meyve sebze ithalatinin %068’ini tedarik eden {ilkelerden olusmaktadir.
Dolayisiyla, iilkemizin yas meyve sebze ihracatini artirmak ve diinya ihracatindan daha

fazla pay alabilmek i¢cin OECD iilkelerinin yas meyve sebze ithalati incelemeye alinmstir.

4.1.2. Kullanilacak Yéntemlerin Belirlenmesi
Pazar arastrmasi ve talep tahmini c¢aligmalarinda zaman serileri, regresyon

analizleri gibi ekonometrik yontemlerin yani sira Yapay Sinir Aglarmm da yogun bir
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sekilde tercih edildigi gozlenmistir. Bununla birlikte yakin zamanda gergeklestirilen
tahminleme caligmalarinda Rastgele Orman ile XGBoost Algoritmalarinin giderek daha
fazla kullanildig1 gozlense de bu yontemlerin dis ticarete iligkin tahminleme ¢aligmalarina
literatiirde rastlanmamuistir.

Akademik anlamda farkli bir ¢aligma olmasi agisindan tez ¢alismasinda OECD
iilkelerinin yas meyve sebze ithalatlarinin tahminlenmesi ¢alismasinda, yogun bir sekilde
kullanilan Yapay Sinir Aglarmnin yani sira Rastgele Orman ve XGBoost Algoritmalarinin
kullanilmast ve olusturulacak veri seti Tlizerinde performanlarmm kiyaslanmasi
hedeflenmistir. Her ii¢ teknik i¢cin de Oncelikle parametre optimizasyonu yapilacak daha

sonra tespit edilen en iyi parametre seti i¢in tahmin degerleri bulunmaya galisilacaktir.

4.1.3. Kullanilacak Yéntemlerin Degerlendirme Olgiitleri

Modellerin degerlendirilmesi i¢cin R? (determinasyon katsayis1), RMSE (Root
Mean Squared Error- Hata Karelerinin Ortalama Kokii), MAE (Mean Absolute Error-
ortalama mutlak hata) ve¢ MAPE’nin (Mean Absolute Percentage Error-Ortalama mutlak
yiizde hata) performans kriteri olarak kullanilmasi planlanmistir. S6z konusu
degerlendirme Olciitlerinin  hesaplamalar1 formiilasyon (4.1) ile (4.4) arasinda
aciklanmaktadir (Gnananandarao vd., 2019: 55).

Determinasyon katsayist R?, tahmin edilen degerlerin gercek degerlere ne kadar
uygun oldugunu gdsteren bir performans kriteridir. R? degeri 1’e ne kadar yakinsa tahmin
edilen degerler gergek degerlere o kadar yakindir. Bir baska ifadeyle, model, veri setini o
kadar dogru tahminlemektedir. R? degeri asagidaki formiilasyon ile hesaplanmaktadir.

X (v = 9)? (4.1)

R?=1- —
Z?ﬂ()’i — ¥i)?

Burada,

i: gozlem sayis1 (i=1,...,n),

y;: gercek deger,

¥;: tahminlenen degeri,

y;: tahminlenen degerlerin ortlamasimi ifade etmektedir.

RMSE, ger¢ek degere ne kadar yakin bir tahminleme yapildigmni ifade eden bir
performans kriteridir. S6z konusu kriterin hesaplama formiilasyonu asagida sunulmaktadir.
(4.2)

n
1
RMSE = |~ (= 9,)?
i=1
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MAE, performans Kkriterinin hesaplanmasi igin bir gozlemin gercek deger ile
tahmini deger arasindaki farkiin mutlak degerlerinin toplami gézlem sayisina boliiniir.
2isalyi — 9il (4.3)

n
MAPE, ortalama mutlak yiizde hata olup, formulasyon (4.4)’deki gibi

MAE =

hesaplanmaktadir.

n
1 S (4.4)
MAPE:—Z Yi YL|*100

n Yi

i=1

e~

Makine 6grenmesi siirecinde oncelikle eldeki veriler “egitim verisi” ve “test verisi”
olmak iizere iki parcaya ayrilmaktadir. Veriyi bolmek ile ilgili herhangi bir kural
olmamakla birlikte literatiirde yer alan pek ¢ok ¢alismada eldeki veri setinin %70’1 rastgele
olarak egitim veri kiimesine atanmaktadir. Bu sayede hem 6grenme siireci igin yeterli
gbdzleme sahip olunmakta, hem de 6grenilen verilerden genelleme yapabilmek i¢in de test
verisi kullanilabilmektedir.

Ogrenme siirecinde, egitim verisi yardimiyla olusturulan modellere ait
matematiksel modellerin optimizasyonu saglanmaktadir. Bunun i¢in her bir makine
Ogrenmesi algoritmasina ait parametrelerin en iyi degerleri bulunmaktadir. Optimal
parametre degerleri segilirken gercek gozlem degerleri ile modelin hesapladigi sonuglar
(tahmin ¢iktis1) arasindaki fark olarak bilinen toplam hata degerinin minimizasyonu temel
almir. Toplam hata olarak adlandirilan ceza fonksiyonunu en kiiciikleyecek parametre
degerleri secilir.

Ogrenme asamasini test asamasi izlemektedir. Bu asamada drneklerden ayrilan test
verisi yardimiyla makine 6grenmesi modelinin ger¢ek hayattaki giicii olarak ifade
edilebilen genelleme giicli ol¢iilmektedir. Gelistirilen modelin test verisinde tek basina
yiiksek basarim gostermesi yeterli degildir, makine 6grenmesi algoritmasinin egitim ve test
verilerinde gosterdigi performans degerlerinin de birbirine yakin olmasi beklenmektedir.

Basarili bir makine 6grenmesi algoritmasindan beklenen, egitim verileri yardimiyla
ogrendigi bilgiyi o alandaki tiim verilere yansitabilmesidir. Bu, modelin daha 6nce hig
karsilasmadig1 veya ilk kez gordiigii veriler lizerinde basarili tahminler yapabilmesi
anlamina gelmektedir. Eger egitim verisinde yiiksek performans gostermis bir modelin test
verisinde gosterdigi basar1 orani diisiik ise bu durumda asir1 6grenme (ezberleme) oldugu
sOylenebilir. Asir1 6grenme bir makine dgrenmesi algoritmasmnin egitim verisinin ¢ok iyi
ogrenmesi fakat modelin ilk kez karsilastig1 bir veriyi (test verisi) kullanarak elde ettigi

tahminlerin bagarisiz veya diisiik performans oranina sahip olma durumudur.
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4.2. Verinin Anlasilmasi

4.2.1. Cahsmada Kullanilacak Ozniteliklerin ve Veri Kaynaklarinin Belirlenmesi
OECD iilkelerinin yas meyve sebze ithalat verilerini tahmin etmek i¢in ge¢mis

donem wverileri ikincil veri kaynagi olan Birlesmis Milletler veri kaynagi “UN

COMTRADE DATA BASE”den (https://comtrade.un.org/data, erisim tarihi: 20.05.2020)

derlenmistir.

S6z konusu kaynakta veriler, {iriinlerin diinya genelinde kullanilmakta olan Glimriik
Tarife Istatistik Pozisyonlarma (GTIP) gore derlenmistir. GTIP; Diinya Giimriik
Orgiitii’niin standart hale getirdigi armonize sistemden alinan ve tiim diinyada {iriinlerin
tanimlanmas1 ve simiflandirilmasi i¢cin kullanilan 12 haneli bir koddur. Bu kodun ilk alt1
hanesi armonize sistem tarafindan belirlenir ve tilkeler tarafindan herhangi bir degisiklik
yapilmasina izin verilmez.® S6z konusu ikincil veri kaynaginda da istatistikler ilk alt1 hane
iizerinden tutulmustur. Yas meyve sebze ihracati dahilinde degerlendirilen altili GTiP
bazinda 66 iirlin grubu bulunmaktadir.

Tiirkiye’nin yas meyve sebze ihracatina iliskin 6ngoriilerde bulunabilmek admna
hedef pazar konumundaki OECD iiyesi iilkelerin yas meyve sebze ithalat1 incelenmistir.
Bu dogrultuda, Tiirkiye disinda kalan OECD iiyesi 35 iilkenin ithalati mercek altina
almmuistir. S6z konusu iilkeler, veri analizinde degerlendirilebilmesi icin UN COMTRADE
ikincil veri kaynaginda belirlenen iilke kodlar1 ile ifade edilmistir.

OECD iiyesi iilkeler ve kodlar1 listesi ile yas meyve sebze ithalatinda dikkate alinan
tiriin gruplari listesi Ek-1 ve Ek-2’de sunulmaktadir.

Literatiir taramas1 ve uzman gorisleri dogrultusunda belirlenen 6znitelikler ve

verilerin temin edildigi ikincil veri kaynaklar1 Tablo 4.3’de yer almaktadir.

8 https://www.gumrukleme.com.tr/gumrukleme-terimleri-sozlugu/gtip-nedir/ (erisim tarihi: 14.11.2019).



https://comtrade.un.org/data
https://www.gumrukleme.com.tr/gumrukleme-terimleri-sozlugu/gtip-nedir/

Tablo 4.3 Veri Seti Oznitelikleri

Oznitelik ismi Oznitelik Tiirii Veri Kaynag Ozniteligin Durumu

Dénem Stirekli - Girdi
Ulke Kodu Kategorik UN COMTRADE Girdi
Uriin Kodu (GTIP) Kategorik - Girdi
Alic tilkenin ilgili y1l enflasyon orani Stirekli Diinya Bankas1 Girdi
fgili iilkenin niifusu (1.000 kisi) Siirekli Birlesmis Milletler Girdi
fgili Ulkenin Gayri Safi Yurt i¢i Hasilasi (milyar $) Siirekli IMF Girdi
Ilgili Ulkenin 5 y1l sonraki tahmini Gayri Safi Yurt i¢i Hasilast Stirekli IMF Girdi
(milyar $)

fgili Ulkede Is yapma Kolaylig1 Endeksi Stirekli Diinya Bankas1 Girdi
ilgili Ulkenin Agtk Pazar Endeksi Siirekli Uluslarara(sIlCT(i:c):aret Odasi Girdi
Alicr tilkenin ilgili yildaki s6z konusu iirlinden tiretimi Stirekli FAO Girdi
Alici iilkenin ilgili y1l tarrmda isgiicii istihdami Stirekli FAO Girdi
Alict iilkenin ilgili yil para biriminin $ cinsinden degeri Strekli FAO Girdi
Ithalatc1 iilkenin ilgili {iriinden bir y1l sonraki ithalat1 Degeri ($) Stirekli UN COMTRADE Cikt1

9/
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Ozniteliklerin agiklamalar1 asagida sunulmaktadir:

1. Dénem: ithalatn gerceklestirildigi yili ifade etmektedir. 2012 yili itibariyle yas meyve
sebze iiriinlerine ait GTIP’lerde revizyon gerceklestirilmis olmasi nedeniyle veri seti
olusturulurken 2012-2018 yillar1 arasinda OECD iilkelerinin yas meyve sebze iiriinleri
agisindan, iirlin bazina verileri derlenerek olusturulmustur.

2. Ulke kodu: Her iilkenin dis ticaret islemlerinde kullanilan bir iilke kodu
bulunmaktadir. Calisgmada kullanilan iilke kodlart UN COMTRADE web sayfasindan
temin edilmistir.

3. Tlgili yas meyve sebze iiriiniinii ifade eden GTIP kodu: Yas meyve sebze ihracat1
dahilinde degerlendirilen altili GTIP bazinda 66 iiriin grubu bulunmaktadir.

4. Aha iilkenin enflasyon orami: Tiiketici fiyat endeksi olarak Olgiilen enflasyon,
tiiketicilerin satin aldiklar1 {irlin ve hizmetlerden olusan bir iriin-hizmet sepetinin
ortalama fiyatlarimin yillik degisim oranidir. Alic1 lilkenin enflasyon orani1 alim giiciinii
dogrudan etkileyen bir faktor oldugu icin olusturulacak veri setinden enflasyon orani
degiskenine de yer verilmistir. 2012-2018 yillarinin her biri i¢in ilgili alic1 tilkenin
(OECD tiilkesinin) enflasyon oram verileri ikincil veri kaynagi olan Diinya Bankasmin
web sayfasindan temin edilmistir®.

5. Tlgili iilke niifusu: Ilgili iilkenin tiiketim kapasitesini dogrudan etkileyen 6nemli bir
degiskendir. 2012-2018 yillarinin her biri i¢in ilgili alic1 iilkenin (OECD {ilkesinin)
nifusu 1000 kisi olarak ikincil veri kaynagi olarak Birlesmis Milletlerin web
sayfasimdan temin edilmistir™®.

6. Tlgili iilkenin Gayri Safi Yurt ici Hasilas1 degeri: Ulke geliri de niifus gibi ithalat
hacmini etkileyen onemli degiskenler arasindadir. 2012-2018 yillarinin her biri i¢in
ilgili alic1 iilkenin (OECD iilkesinin) Gayri Safi Yurt i¢i Hasilas1 cari fiyatlar {izerinden
milyar dolar olarak ikincil veri kaynagi olarak IMF (International Monetary Fund-
Uluslararasi Para Fonu) web sayfasindan temin edilmistir™.

7. llgili iilkenin 5 Yil sonraki tahmini Gayri Safi Yurt ici Hasilasi degeri: 2017-2023
yillarmin her biri i¢in ilgili alici iilkenin (OECD iilkesinin) Gayri Safi Yurt I¢i Hasilasi

tahminleri cari fiyatlar {izerinden Milyar dolar olarak ikincil veri kaynagi olarak IMF

® https://data.worldbank.org/indicator/FP.CPL.TOTL.ZG (erisim tarihi: 17.10.2019).

1% https://population.un.org/wpp/Download/Standard/Population/ (erisim tarihi: 17.10.2019).
Yhttps://www.imf.org/external/datamapper/NGDPD@WEO/OEMDC/ADVEC/WEOWORLD/CHN (erisim
tarihi: 19.10.2019).



https://data.worldbank.org/indicator/FP.CPI.TOTL.ZG
https://population.un.org/wpp/Download/Standard/Population/
https://www.imf.org/external/datamapper/NGDPD@WEO/OEMDC/ADVEC/WEOWORLD/CHN
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(International Monetary Fund- Uluslararasi Para Fonu) web sayfasindan temin
edilmistir*?.

8. Ilgili iilkede Is Yapma Kolayhig Endeksi: S6z konusu endeks is yapma ortami i¢in
yasal diizenlemelerin, farkli is adamlar1 tarafindan algilanisini 6lgmektedir. Veriler,
Diinya Bankas1 tarafindan yillik olarak yayinlanmaktadir. 2012-2018 yillarmin her biri
icin ilgili alic1 iilkede (OECD iilkesinin) Is Yapma Kolaylig1 Endeksi degeri ikincil veri
kaynagi olarak Diinya Bankasinin web sayfasindan temin edilmistir'®.

9. Ilgili iilkenin Ac¢ik Pazar Endeksi (OMI): Uluslararasi Ticaret Odasi (ICC)
tarafindan olusturulan s6z konusu endeks, hiikiimetlerin agik ekonomiler yaratmak
amaciyla verdikleri taahhiitlerin ne kadarmi yerine getirdiklerini ifade eder. 75 iilke
degerlendirilmekte olup, ilk yayimi 2011, ikincisi 2013, {i¢iinciisii 2015 ve dordiinciisii
2017 yilinda yaymlanmustir. 2011 yili verileri 2012 yili i¢in, sonraki veriler ise iki yil
icin gegerli oldugu dngoriilerek kullaniimigtir™.

10. Al iilkenin ilgili yildaki s6z konusu iiriinden iiretimi: lgili ithalatc1 iilkenin
incelemeye alman yildaki ilgili {irlinden gerceklestirdigi iiretim miktaridir. Ton
biriminden ifade edilmis olan veriler ikincil veri kaynagi olan FAO’nun (Food and
Agriculture Organization of the United Nations: Birlesmis Milletler Gida ve Tarim
Organizasyonu) web sayfasindan temin edilmistir™.

11. Ahcr iilkenin ilgili y1l tarimda isgiicii istthdam: Ilgili ithalat¢1 iilkenin degerlendirme
yapilan yilda tarim sektoriinde calistirdigi isgiicii sayisidir. 2012-2018 yillarinin her biri
icin ilgili alic1 lilkenin (OECD iilkesinin) niifusu 1000 kisi olarak ikincil veri kaynagi
olan FAO’nun web sayfasindan temin edilmistir®®.

12. Alcr iilkenin ilgili y1l para biriminin $ (USD) cinsinden degeri: Alic1 iilkenin USD
karsisindaki degeri s6z konusu iilkenin alim giiciinii etkileyen 6nemli bir degisken
oldugu i¢in s6z konusu degisken alic1 (OECD) iilkelerin 2012-2018 yillarinin her biri
icin para birimlerinin USD karsilig1 degeri ikincil veri kaynagi FAO’nun web
sayfasindan temin edilmistir’’.

Hedef Ozniteligi (Cikt1 degiskeni)
Ithalatc iilkenin ilgili iiriinden bir yil sonraki ithalat degeri ($): Bu degisken hedef

iilkenin ithalat kapasitesinin belirlenmesi agisindan dnemlidir. Ithalatcr iilkenin 2013-

https://www.imf.org/external/datamapper/NGDPD@WEO/OEMDC/ADVEC/WEOWORLD/CHN (erigim
tarihi: 19.10.2019).

Bhttps://www.doingbusiness.org/en/custom-query (erisim tarihi: 19.10.2019).
Yhttps://iccwbo.org/publication/icc-open-markets-index-2017/ (erisim tarihi: 19.10.2019).
Bhttp://www.fao.org/statistics/en/ (erisim tarihi: 19.10.2019).

Lhttp://www.fao.org/statistics/en/ (erisim tarihi: 22.10.2019).

Yhttp://www.fao.org/statistics/en/, erisim tarihi: 22.10.2019.



https://www.imf.org/external/datamapper/NGDPD@WEO/OEMDC/ADVEC/WEOWORLD/CHN
https://www.doingbusiness.org/en/custom-query
https://iccwbo.org/publication/icc-open-markets-index-2017/
http://www.fao.org/statistics/en/
http://www.fao.org/statistics/en/
http://www.fao.org/statistics/en/
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2019 yillarinin her biri i¢in ilgili tirtinden gerceklestirdigi ithalatinin dolar olarak
degerini ifade etmektedir. S6z konusu degisken tahmin edilecek ¢ikt1 niteligindeki
degiskendir. S6z konusu degisken ikincil veri kaynagt UN COMTRADE web

sayfasindan temin edilmistir.

4.2.2. Cahismanin Kisitlar: ve Risklerinin Belirlenmesi

Veri setinin olusturulmasi siirecinde karsilasilan kisitlar agagida sunulmaktadir:

1. Yas meyve sebze iiriinleri GTIP’lerinde 2012 yilinda revizyon gergeklestirilmis ve
baz1 iiriinlerin sadece GTIP kodu degismis iken bazi iiriinlere ise ayr1 GTIP’ler
olusturulmustur. Bu nedenle, veri seti olusturulurken 2012-2019 yillar1 arasinda
OECD iilkelerinin yas meyve sebze {riinleri agisindan, iirlin bazma verileri
derlenerek olusturulmus, 2012 yili 6ncesi degerlendirilmeye almamamistir. 35
OECD iiyesi iilke ve 66 GTIP bazinda veri seti 14.499 satirdan olusmustur.

2. FAO’dan alinan verilerde en giincel degerler 2018 yilina aittir. Bu nedenle, her
period yilindaki girdi degiskenlerine karsilik bir sonraki yila ait ithalat degerleri
cikt1 degeri olarak esas alinmustir. “Ithalatci iilkenin ilgili {iriinden bir y1l sonraki
ithalat1 Deger ($)” kriteri tahmini yapilacak ¢ikt1 konumundadir. Boylece ilgili yil
verileri kullanilarak bir sonraki yilin ithalat verileri tahmin edilmeye c¢alisilmistir.

3. Cikt1 olan, ithalat degerinde “0” olan degerler oldugu i¢cin Ortalama Mutlak Yiizde
Hata (MAPE) degerleri hesaplanamamaktadir. Bu nedenle, MAE degerleri veri

setindeki ¢iktinin ortalama ve standart sapmalari ile birlikte yorulanmaktadir.

4.2.3. Calismada Kullamlacak Yazilimin ve Donanimn Belirlenmesi

Calismadaki tiim uygulamalar Python dili ile yazilmis olup biitiin algoritmalar sekiz
cekirdekli iglemciye sahip onaltt GB RAM’i olan bir bilgisayarda ¢aligilmistir.

Python programlama dili, Hollandal1 bir programci olan Guido Van Rossum tarafindan
1990’11 yillarin basinda olusturulmustur. Python, yorumlayici, interaktif, nesnel (object-
oriented) bir programlama dilidir. Modiilleri, istisnalari, dinamik yazimi, ¢ok yiiksek diizeyde
veri tiirlerini ve smiflar1 icerir. Python ¢ok net s6z dizimi ile dikkat ¢ekici giiciinii birlestirir.
Cesitli windows sisteminin yani sira pek ¢ok sistem ¢agrisi ve kiitiiphaneyle ara yiizii vardir ve
C veya C++’da da genisletilebilir. Unix varyasyonlar1 ile Mac ve Windows 2000°de de
caligabilmektedir. *®

BWhat is Pyhton?, https:/docs.python.org/3/fag/general.ntml#what-is-python (erisim tarihi: 04.08.2019).



https://docs.python.org/3/faq/general.html#what-is-python
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Python, daha hizli ve entegre olarak caligabilen, 6grenmesi kolay ve gilicli bir
programlama dilidir. Python programinin net s6z dizimi, dinamik yazimi ve yorumlanabilme
ozelligi, bu programi komut olusturma ve hizli uygulama gelistirme islemleri icin ideal bir
programlama dili olarak degerlendirilmesini saglamaktadir.™

Python; C ve C++ gibi programlama dillerine kiyasla asagidaki iistiinliiklere sahiptir:

¢ Daha kolay 6grenilebilmektedir.
¢ Daha basit ve daha okunakli bir s6z dizimine sahiptir.
e Net ve basit sozdizimi sayesinde program gelistirme siiresi kisalir ve hizlanir.

Pyhton’un bu 6zellikleri dolayisiyla diinya ¢apindaki biiyiik kuruluslar (Google, Yahoo
ve Dropbox vb) Python dilini bilen programcilari da biinyelerinde bulundurmay: tercih

etmektedirler.?°

4.3. Verinin Hazirlanmasi
4.3.1. Verinin Toplanmasi, Degerlendirilmesi ve Biitiinlestirilmesi

Veri 0n analizi asamasinda, her degiskene ait veri farkli kaynaklardan veya ayni1 veri
kaynagmin farkli boliimlerinden temin edildigi i¢in oncelikle veri toplama ve veri birlestirme
adimlarindan gecirilmistir. S6z konusu degiskenlerin igslenmesi neticesinde 14.499 satir ve 13
Oznitelikli bir veri seti olusmustur. Bir bagka ifadeyle, veri seti 14.499 satir ve 13 siitundan (12
girdi, bir ¢ikt1 (ithalat degeri)) olusmaktadir. Veri setindeki 6zniteliklere ait tanimlayici
istatistikler ise Tablo 4.4’de yer almaktadir.

OECD iilkelerine ait verilerde hem girdi degiskenleri hem de ¢ikt1 degiskenleri

acisindan herhangi bir kayip veri bulunmamaktadir.

“The Python Tutorial, https:/docs.python.org/3/tutorial/index.html#the-python-tutorial ~ (erigim tarihi:
04.08.2019).
20 What is Pyhton?, https://docs.python.org/3/fag/general.html#what-is-python (erigim tarihi: 04.08.2019).



https://docs.python.org/3/tutorial/index.html#the-python-tutorial
https://docs.python.org/3/faq/general.html#what-is-python

Tablo 4.4 Veri Setindeki Degiskenlere Ait Tammlayici Istatistikler

. Alic1
Igili Alict .
. A . Al iilkenin Ithalatc1
Ahcr . . iilkenin5 | Tlgili Ngili iilkenin
Tlgili Tlgili o iilkenin | ilgiliyil | iilkenin ilgili
. . iilkenin ] yil iilkede is | iilkenin ilgili
Ulke | Uriin iilkenin iilkenin . ilgili y1l para iiriinden bir
Dénem ilgili y1l . sonraki yapma acik | yildaki soz o
kodu | kodu niifusu GSYIH o tarimda | biriminin| yil sonraki
enflasyon ) tahmini | kolayhg: | pazar konusu )
(1.000 Kisi) | (milyar $) . ] ) isgiicii $ ithalat degeri
orani GSYIH | endeksi | endeksi | iiriinden o
] istihdamu | cinsinden %)
(milyar $) iiretimi ]
degeri
Gozlem sayis1| 14.499| 14.499| 14.499 14.499 14.499 14.499 14.499 14.499| 14.499 14.499 14.499 14.499 14.499
Ortalama - - - 1,351| 34.91590| 1.417,08| 1.614,502 76,54 4,09| 230.380,40 613,40 58,98 42.411.690
Standart
- - - 1,291 | 60.224,17| 3.204,92| 3.878,319 5,42 0,42| 1.039.973| 1.192,80 199,98 | 140.450.800
sapma
Minimum
2012 - - -1,736 325.642 14,72 23,918 60,50 2,80 0,00 2,00 0,60 0,00
deger
%25 - - - 0,346 5.296,32 186,98 214,012 72,24 3,80 0,00 73,00 0,77 916.620
%050 - - - 1,301| 10.325,54 417,72| 456,166 76,62 4,10 1.762 166,76 0,90 5.717.191
%75 - - - 2,126 46.671,91| 1.379,10| 1.508,48 80,54 4,40 67.943 698,00 6,60 28.026.070
Maksimum
de 2018 - - 6,041 | 327.096,26 | 20.580,25| 24.881,41 89,29 5,00| 21.090.680| 6.826,48| 1.160,43|2.864.125.000
eger

18
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4.3.2. Veri Doniistiirme

Veri setindeki 6zniteliklerde “Uriin kodu (GTiP)” ile “Ulke kodu” &znitelikleri
kategorik yapidadir. Makine Ogrenmesi algoritmalarinda herhangi bir veri doniisiimii
yapilmaz ise kullanilan gozlemleri siirekli bir deger gibi diisiinecek ve dolayisiyla biiyiik
deger daha Onemlidir yaklagimi ile veriyi modelleyecektir. Bu yaklasim kategorik
gozlemlerde hatali yorumlara yol agabilmektedir. Veri setinde yer alan Uriin Kodu ve Ulke
Kodu degiskenlerinin birbirlerine gére herhangi bir iistiinliikleri yoktur. Ilgili 6zniteliklerde
sadece “Var” veya “Yok” bilgisi ile ilgili iirlin veya {iilke bilgisi modele dogru bir sekilde
aktarilmalidir. Bu doniisiim ikili degiskenler yardimiyla yapilmistir.

Ikili doniisiimde, her bir kategorik degiskende yer alan farkli gdzlem sayis1 kadar
yapay dznitelik olusturulur ve bu bilgi 1 veya 0 seklinde ifade edilir. Ulke ve iiriin kodlar1 igin

doniisiim siireci 6rnegi ve bazi 6rnek degerler Tablo 4.5 ve Tablo 4.6’da yer almaktadir.

Tablo 4.5 Veri Setinde Ulke Kodlarinda Gergeklestirilen Doniisiim Ornegi

Eski
) Yeni Veri
Gozlem | Veri
No Ulke Ulke Ulke Ulke Ulke Ulke Ulke
kodu kodu_36 kodu_40 kodu 56 kodu_124 kodu_152 kodu_842
1 36 1 0 0 0 0 0
2 40 0 1 0 0 0 0
3 56 0 0 1 0 0 0
4 124 0 0 0 1 0 0
5 152 0 0 0 0 1 0
14499 842 0 0 0 0 0 1
Tablo 4.6 Veri Setinde Uriin Kodlarinda Gerceklestirilen Déniisiim Ornegi
Eski Veri Yeni Veri
Gozlem . - - - -
N GTIP Uriin kodu | Uriin kodu Uriin kodu Uriin kodu
0
_070110 _070190 _070511 080520
1 070110 1 0 0 0 0 0
33 070190 0 1 0 0 0|0 0
310 070511 0 0 0 1 0|0 0
14499 | 080520 0 0 0 0 00 1
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Déniisiimden sonra 66 adet Uriin Kodu ve 35 adet iilke degisken sayis1 dahil toplam
101 yeni 6znitelik elde edilmistir. Diger 6znitelikler ile birlestirildiginde 111 girdi ve 1 ¢ikt1
olmak tizere toplam 112 06znitelik ve 14.499 gbzlemden olusan bir veri seti elde edilmistir.
Olusan yeni veri setine iliskin girdi-¢ikt1 6znitelikleri Tablo 4.7°de ve 6rnek gorsel Tablo 4.8

yer almaktadir.

Tablo 4.7 Veri Seti Oznitelikleri
Girdiler

Doénem

Ulke kodu_36
Ulke kodu_40
Ulke kodu_56

agrwhPE

36. Ulke kodu_842

37. Uriin kodu_070110

38. Uriin kodu_070190

39. ...

102.Uriin Kodu_081090

103. Alict iilkenin ilgili y1l enflasyon orani

104.11gili iilkenin niifusu (1.000 kisi)

105.01gili  iilkenin  Gayri Safi Yurt Ici
Hasilasi(milyar $)

106.11gili iilkenin 5 y1l sonraki tahmini Gayri Safi
Yurt I¢i Hasilasi (milyar $)

107.11gili iilkede is yapma kolaylig1 endeksi

108.11gili iilkenin acik pazar endeksi

109.Alict  ilkenin ilgili yildaki s6z konusu
iiriinden iiretimi

110.Alict  iilkenin ilgili yil tarimda isgiicii
istihdami

111.Alict ilkenin ilgili yil para biriminin $
cinsinden deger

Cikti Ithalatgi iilkenin ilgili iiriinden bir yil sonraki ithalati
deger ($)




Tablo 4.8 Veri Setinde Ulke ve Uriin Kodlarinda Gergeklestirilen Doniisiim Sonras1 Veri Setinin Durumuna iliskin Ornek

Al
ithalatci ileili Mlgili Al iilkeni
iilkenin o B Ulkenin ilgili - iilkenin Alict n ilgili
ilgili " " " " " Aha llgili | Ulkeni | o070 jeqe | M8 1105 iilkenin | y1l
iiriinden Ulke |Ulke |Ulke |Ulke Uriin iilkenin | iilkenin | N so)r;raki | Ulkenin Jdaki sz | ileili val yara

Dénem | Kodu | Kodu | Kodu | Kodu kodu_ ilgiliyil | niifusu | GSYI S Ak | Yraaxisoz|Tghiyil para
bir y1l tahmini | yapma konusu tarimda | birimi
- 36 | 40 |_ 56 |_124 070110 enflasyon | (1.000 |H . . |Pazar |.". Co :
sonraki cant Kisi) (milya GSYIH | Kolayhig Endeksi iriinden |isgiicii | nin$
ithalati ora 3 r $)y (milyar | Endeksi iiretimi ist. cinsind
Deger ($) $) (Ton) en
deger
2012 2.470 1 0 0 0 1 1,763| 22904 | 1.569| 1.387 81 3,8| 1.288.186 317 0,97
2012| 5.078.410 0 1 0 0 1 2,486 8502 410 418 76 4,2| 665.416 191 0,78
2012|68.116.226 0 0 1 0 1 2,840 11085 498 496 72 4,7| 2.929.800 53 0,78
2012| 3.509.833 0 0 0 1 1 1,516| 34922| 1.828| 1.650 81 3,8] 4.579.136 306 1,00

¥8
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XGBoost ile Rastgele Orman Algoritmalar1 normalizasyona ihtiya¢ duymamakla
birlikte, YSA’larda normalizayon islemi onemlidir. Degiskenlerin birimlerinin birbirinden
oldukca farkli (heterojen yapida) olmasi nedeniyle sadece YSA’da kullanilmak {izere girdi
Ozniteliklerine normalizasyon uygulanmistir. Normalizasyon islemleri agisindan literatiirde en
stk bagvurulan yontem ise standardizasyondur. Standardizasyon formiilii ise,

xu (4.5)

g

seklindedir.
Formiilasyon (4.5)’te;
z: normalize edilmis degeri,
x: girdi degerini,
u: girdi degiskeninin ortalamasini,
o: girdi degiskeni setinin standart sapmasini

ifade etmektedir.

4.3.3. Veri Setinin Egitim ve Test Verisi olarak Ayrilmasi

Veri setinde 2012-2016 donemine iliskin veriler egitim; 2017 ve 2018 yilina iliskin
veriler ise test veri seti olarak ayrilmistir. Bu durumda egitim veri seti 10.428 adet gbzlemden;
test veri seti ise 4.071 adet gézlemden olusmustur. Dolayisiyla, veri setinin %72’si egitim,

%281 test verisi olarak kullanilmistir.

4.4. Model Olusturma

Makine Ogrenmesi modelinin kararliliginin dogrulanmasma her zaman ihtiyag
bulunmaktadir. Modelin verideki Oriintiileri dogru bir sekilde kapsamasmi ve verideki
degisimlere kars1 duyarli olmasini garanti edecek bir sistem kurulmalidir.

Genel olarak egitim asamasinin ardindan modelin tahminleme hatasi belirlenir. Bu
stirecte, tahmin edilen ile gercek cikti arasindaki sayisal farklar, bir diger ifade ile egitim
hatas1 tahmin edilir. Ancak bu degerlendirme bize sadece modelin egitim verisi tizerinde ne
kadar 1yi ¢alistigin1 gosterir. Bu degerlendirme teknigi ile ilgili sorun, heniiz sunulmamais veri
seti lizerinde modelin ne kadar iyi bir genelleme yapabilecegine iliskin bir yanit elde
edemememizdir. Modelin bu konudaki yeterliligi hakkinda ¢apraz dogrulama ile bilgi

edinilebilmektedir.
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4.4.1. K-Kat Capraz Dogrulama

Modelinizi egitmek i¢in her zaman yeterli veri olmadigindan, verinin bir kismini
dogrulama i¢in aymrmak eksik O6grenme sorunlarma neden olmaktadir. Egitim verisini
azaltmak ise veri setindeki 6nemli trendler ve Oriintiilerin kaybedilmesi/gdzden kagirilmasi
riski alimmis olur ki bu durum da sapmalar nedeniyle hatalarin olusumunu artirir. Bu nedenle,
egitim i¢in genis bir veri saglayan ve dogrulama icin genis miktarda veri birakan bir metoda
ihtiyag bulunmaktadir. K-kat c¢apraz dogrulama iste bu sorunun ¢oOziimiine imkan
saglamaktadir (Raschka ve Mirjalili, 2019: 195, Miiller ve Guido, 2017: 252.)

Capraz dogrulama makine 6grenmesi modelinin performansmi test etmek igin
kullanilan istatistiksel bir tekniktir. Iyi bir ¢apraz sorgulama metodu ile tiim veri setinin
tizerinde modelin performansi kapsamli bir sekilde 6l¢giilebilmektedir.

K-kat ¢apraz dogrulama ile veri k adet alt kiimeye boliinmektedir. Sonrasinda ise
yukarida belirtilen ¢apraz dogrulama adimlar1 k defa tekrarlanmaktadir. Her defasinda k adet
alt veri setinden biri test veri seti digerleri ise egitim veri seti olarak kullanilmaktadir.
Modelin genel etkinligini elde etmek i¢in k adet denemeden elde edilen tahminleme
hatalarinin ortalamasi alinir. S6z konusu metotta her bir veri noktasi bir dogrulama veri
setinde bir defa ve bir egitim kiimesinde k — 1 defa bulunur. Bu durum, verinin ¢gogunlugunu
uyum i¢in kullandigimiz i¢in sapmalar1 azaltir ve verinin ¢ogunlugu dogrulama veri setinde
de kullanilmis oldugu i¢in varyansi dnemli miktarda azaltir (Raschka ve Mirjalili, 2019: 195,
Miiller ve Guido, 2017: 252).

Genel kural olarak k = 5 veya k = 10 olarak uygulanmasi tercih edilir. Ancak, k'nin
degeri sabit degildir ve herhangi bir degeri de alabilir.

Analiz siirecinde 10-kat capraz dogrulama uygulanmis olmakla birlikte,
k = 5i¢in 6rnek alindiginda veri seti boliimlendirmesi Tablo 4.9’da sunulmaktadir. Burada,
veri seti bes esit pargaya boliiniir ve asagidaki islemler test veri seti her defasinda

degistirilerek bes defa uygulanir.

Tablo 4.9 “5-Kat” Capraz Dogrulama Ornek Gosterim Tablosu

Iterasyon 1 Test Egitim |Egitim | Egitim | Egitim
Iterasyon 2 Egitim | Test Egitim | Egitim | Egitim
Iterasyon 3 Egitim | Egitim | Test Egitim | Egitim
Iterasyon 4 Egitim | Egitim | Egitim | Test Egitim
Iterasyon 5 Egitim | Egitim | Egitim | Egitim | Test

1. Grup bir test veri ve dort (k-1) adet egitim veri seti olarak ayrilir.

2. Egitim seti iizerinde model uygulanir ve test veri seti lizerinde degerlendirilir.
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3. Tahmin hatas1 hesaplanir ve test veri seti degistirilip 2-3 adimlar1 tekrarlanir.

4. Ortalama tahmin hatas1 modelin uyum basarisini verir.

4.4.2 Parametre Degerlerinin Belirlenmesi

Her makine Ogrenmesi modeli farkli sayida kontrol parametrelerine sahiptir ve
bunlarm es zamanl olarak en iyilerinin belirlenmesi gerekmektedir. Herhangi bir makine
6grenmesi modelinin performansmin dogrudan dogruya segilen kontrol parametrelerine (hiper
parametre) bagli olmasi nedeniyle dncelikle dogru parametrenin se¢ilmesine yonelik calisma
gerceklestirilmistir. Modellerde Oncelikle parametre optimizasyonu yapilmistir. Parametre
optimizasyonu yapmak amaciyla egitim veri seti {izerinde 10-kat capraz dogrulama
yapilmistir. Daha sonra bulunan en iyi parametre degerleri icin modellerin genelleme giicii

test veri seti ile Ol¢iilmiistiir.

Tablo 4.10 Analiz Asamasinda Kullamlan Modellerin Parametrelerinin Optimizasyonu icin Gelistirilen

Deney Tasarim

Model Parametre Degerler
XGBoost Maksimum Agag¢ Derinligi (Max_depth) 57,9 11, 13, 15
0,05; 0,08; 0,1; 0,15;

Ogrenme Katsayisi (Learning_rate
g yi ( g_rate) 0.25; 0,50; 0,75

Tahminleyici (Agag) Sayis1 (n_estimator) 150, 200, 250, 300, 350

Karar diigiimiinde kullanilacak gézlem sayisi 1357
(min_child_weight) T

Rastgele Orman Tahminleyici (Agag) Sayis1 (n_estimator) 150, 200, 250, 300, 350

Maksimum Agag¢ Derinligi (Max_depth) 57,9 11,13, 15
Bir yaprak diigiimiinde olmasi gereken
”yp £ . s 3,57,9 11
minimum o6rnek sayis1 (min_sample_leaf)
Bir i¢ yaprak diigiimiinii bélmek i¢in gereken
v ¢ . e . 5,7,10, 12,15
minimum 6rnek sayisi (min_samples_split)
Yapay Sinir Aglart Gizli Katman Sayisi 2
Gizli Katmandaki Néron Sayist 5, 10, 15, 20, 25
Aktivasyon Fonksiyonu ReLu

Analiz ¢alismasinda kullanilacak XGBoost, Rastgele Orman ve YSA igin iizerinde
calisilacak parametre degerlerinden olusan deney tasarimi Tablo 4.10°da sunulmaktadir.
Ozellikle YSA igin yapilan denemelerde tek katmanli ag mimarilerinde siirekli eksik dgrenme
sorunu ile karsilasilmistir. Bu sebepten dolayr ¢aligmada iki gizli katman igeren ag

mimarisinin kullanilmasma karar verilmistir. Ayrica aktivasyon fonksiyonu igin yapilan
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denemelerde “logistic” ve “Tanh” fonkSiyonlar1 kullanildiginda islem siiresi oldukca
uzamistir. “Relu” aktivasyon fonksiyonu ile yapilan denemelerde tespit edilen en uzun islem
stiresi 1570 saniye olmasina ragmen gerek “logistic” gerekse de “tanh” ile yapilan denemeler
sekiz saati asmasina ragmen Ogrenme siireci tamamlanamamigtir. Bu sebepten dolayi
calismada sadece “Relu” aktivasyon fonksiyonu tercih edilmistir. Yine yapilan ilk denemeler
sonucunda modellerin basar1 diizeyine katki sunmayan “donem” degiskeni uygulamada
kullanilmamustir.

Bu durum neticesinde 110 girdi ve 1 ¢ikt1 olmak {izere toplam 111 6znitelik ve 14.499

gbzlem lizerinden analizler gergeklestirilmistir.

4.5. Modellerin Degerlendirilmesi
4.5.1. XGBoost Algoritmasi ile Modelleme

Belirlenmeye calisilan parametreler i¢in,

e Her agacin bir 6nceki agacin hatalarmi diizeltme derecesini kontrol eden 6grenme

orani parametresi i¢in: 0,05; 0,08; 0,1; 0,15; 0,25 0,50; 0,75

e Maksimum agag derinligi parametresi i¢in: 5, 7, 9, 11, 13, 15
e Degerlendirmeye almacak agag sayisi parametresi i¢in: 150, 200, 250, 300, 350
e Her bir karar diigiimiinde kullanilacak minimum goézlem sayis1 degiskeni i¢in: 1, 3, 5,

7

degerleri analiz edilmistir.

S6z konusu degerler goz Oniinde bulunduruldugunda olusabilecek 840 farkh
kombinasyonun 10-kat ¢apraz dogrulama ile test edilebilmesi i¢in toplam 8400 deney
yapilmistir. Elde edilen en iyi parametre degerleri ise;

e Her agacin bir 6nceki agac hatalarini diizeltme derecesini kontrol eden 6grenme

orani parametresi i¢in: 0,5

e Maksimum agag¢ derinligi parametresi i¢in: 7

e Degerlendirmeye almacak agag sayis1 parametresi i¢in: 250

e Her bir karar diigiimiinde kullanilacak minimum gdézlem sayis1 degiskeni i¢in: 1
seklindedir.

Elde edilen en iyi parametreler ile XGBoost algoritmasmin performansina yonelik

olarak elde edilen sonuglar Tablo 4.11’de sunulmaktadir.
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Tablo 4.11 XGBoost Algoritmasi Performans Degerleri

R? RMSE MAE
Egitim Veri Seti 0,99 920.046,74 1.371.282,62
Test Veri Seti 0,89 | 52.375.909,39 | 15.700.976,44
Siire (sn.) 7,09

Agac¢ artirmada Olgeklendirilebilir bir makine 6grenme algoritmasi olan XGBoost
(Extreme Gradient Boosting) 0Ozniteliklerin  6nem diizeyleri degerlendirebilmektedir.
XGBoost Algoritmasi, modelin performansini artirmak ve orijinal verinin boyutunu azaltmak
amaciyla Oznitelikleri onemlerine gore filtreleyebilmektedir. Bir Ozniteligin 6nemi bir
ozelligin rastgele bir giriiltii verisi ile degistirilmesi durumunda tahminleme performansinda
onemli bir degisiklik meydana getirip getirmeyecegine baghdir. “weight” kriterine gore 6nem
diizeyi bir Ozniteligin agacta ka¢ defa yer aldigini ifade etmektedir (Ji ve Lin, 2019: 148,
Zheng vd., 2017: 5).

XGBoost Algoritmasi kullanilarak bir 6zniteligin agagta yer alma sayisi olan “weight”

kriterine gore 6nem diizeyleri Sekil 4.2°de gosterilmistir.

XGBoost ile Oznitelik Onemi

Alici dlkenin ilgili yil enflasyon orani

ilgili Ulkenin ntfusu (1.000 Kisi)

Alici Ulkenin ilgili yildaki s6z konusu Urtinden Gretimi

ilgili Ulkenin Gayri Safi Yurt Ici Hasilasi (milyar $)

ilgili Ulkede is yapma Kolayhgi Endeksi
Alicr tlkenin ilgili yil para biriminin $ cinsinden deger |

ilgili Ulkenin 5 yil sonraki tahmini Gayri Safi Yurt igi Hasilasi (milyar $)

Alici tlkenin ilgili yil tarimda isglc ist. {
ilgili Ulkenin Agik Pazar Endeksi
Ulke Kodu_5281

Uriin kodu_80390

Uriin kodu_80510

Ulke Kodu_276

Uriin kodu_70960

Uriin kodu_70110

Ulke Kodu_124

Uriin kodu_80810

Uriin kodu_70190

Uriin kodu_80930

Uriin kodu_70490

500 1000 1500 2000

o

Sekil 4.2 “Weight” Kriterine Gore XGBoost Algoritmasinda Ozniteliklerin Onem Diizeyleri

Sekil 4.2°nin incelenmesinden, ithalat degerini etkileyen en 6nemli degiskenin “Alic1
iilkenin ilgili y1l enflasyon oran1” oldugu anlasilmaktadir. Daha sonraki 6nemli degiskenler

ise strastyla “Ilgili iilkenin niifusu”, “Alic1 iilkenin ilgili yilda s6z konusu iiriinden iiretimi”,
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“Ilgili {ilkenin GSYIH”si, “Ilgili iilkede is yapma kolaylig1 endeksi” ve “Ilgili iilkenin 5 yil
sonraki tahmini GSYIH” olmustur.

Calismanm Ozniteliklerin  belirlenmesi asamasinda ithalat1 degerini etkiledigi
ongoriillen  Ozniteliklerin - XGBoost tarafindan da Onemli bulunmasi, s6z konusu
Ozniteliklerinin se¢iminin ne denli isabetli oldugunun da bir gostergesidir. Bu 6zniteliklerin
XGBoost tarafindan da dnemli bulunmasmin nedenleri su sekilde agiklanabilmektedir:

e Ulkedeki enflasyon orani dogrudan o iilkede olusan fiyat artiglarmin yansimasi
oldugu i¢in doéviz kuru ve GSYIH degerleri ile birlikte alm giiciinii
etkilemekte ve dolayisiyla tiiketimi etkilemektedir.

e Ulkedeki is yapma kolaylig1 ilgili iilke ile ticaret yapabilirligin bir gdstergesi
olmas1 nedeniyle s6z konusu endeks degeri yiiksek olan tilkelerin daha fazla
ithalat1 ve dis ticaret hacmi olmasi beklenen bir durumdur.

e Ulkedeki niifusun artmasi tiikketim ihtiyacini ve ithalati artirirken, iiretim
miktarindaki artig ise tiiketimin i¢ piyasadan saglanabilmesi dolayisiyla ithalat
miktarin1 diistirmektedir.

e Ulke ekonomisinin taahhiitlerini ne kadarmi yerine getirebildigini ifade eden
acik pazar endeksi iilkenin giivenilirligi ile ilgili olup, yiiksek olmasmin ticaret
hacmine olumlu etkisi bulunmaktadir.

e Ulkeler acisindan ©nemli &znitelikler degerlendirilecek olursa, “528”
(Hollanda), “276”(Almanya) ve “124”(Kanada) iilkeleri modelin veri setini
aciklama giiciine daha fazla katki sagladigi seklinde yorulanabilmektedir.
OECD iilkeleri icinde en fazla yas meyve sebze ithalati ABD, Almanya,
Hollanda, Birlesik Krallik, Kanada ve Fransa tarafindan gergeklestirilmektedir.
2013-2019 yillar1 ithalat verilerinden olusturulan veri setinde ise Hollanda ile
Kanada en fazla gézlem sayisina sahip iilkelerdendir. Ithalat degerini etkileyen
onemli Oznitelikler arasinda s6z konusu iilkelerin 6nemli bulunmasinda bu
durumlarin da etkisi oldugu diistiniilmektedir.

e Uriinler acisindan ise “080390-Muz”, “080510-Portakal”, “070960-Biber”,
“070110-Patates tohumluk”, “080810-Elma”, “070190-Patates”, “080930-
Seftali-nektarin” ve “070490-Lahana (kirmizi, beyaz, alabaglar)’in diger
tirinlere kiyasla modele daha fazla katki sagladigi anlagilmaktadir. OECD
tilkelerinin 2019 yilinda en fazla ithal ettigi ilk bes yas meyve sebze iirlinii
sirasiyla muz (plantainler hari¢), domates, avokado, taze {iziim ve biberdir.

Yedi yillik doneme ait veri seti genelinde ise en fazla ithalat degerine sahip
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olan iriinler muz, domates, taze iizlim, incir ve biberdir. XGBoost’ta ¢ikti
degerini etkileyen onemli iirlin gruplart olarak belirtilen Ozniteliklerin ayni
zamanda veri setinde en fazla ticarete konu riinler arasinda olmasi 6nemli
bulunmalarmin nedenlerindendir.

Modelin performansini artirmak ve orijinal verinin boyutunu azaltmak amaciyla
sadece XGBoost tarafindan onemli bulunan 6znitelikler ile analiz yapilmasi miimkiindiir.
Ancak, tezin analiz ¢calismasinda sonuca hi¢ bir etkisi olmayan “dénem” 6zniteligi diginda
higbir Oznitelik i¢in eleme islemi yapilmamis, mevcut Oznitelikler tiizerinden analiz
gergeklestirilmesi tercih edilmistir.

RMSE, MAE ve R? degerleri agisindan algoritmalarin test veri seti lizerinde gosterdigi
performanlar Ek-4, Ek-5 ve Ek-6’da yer almaktadir. RMSE ve MAE kriterleri agisindan
minimum degerler en iyi tahminleme olarak yorumlanmaktadir. Ek-5 ve Ek-6’da yer alan
tablolarda minimum RMSE ve MAE degerlerinin, iiriin bazinda ortalama ithalat degerine
oranlanmas: sonucunda en diisiik degeri veren iiriin, algoritmalarin performanslarini deger
olarak sergileyebilmek agisindan segilmistir. Bu itibarla, RMSE ve MAE sonucunun ortalama
ithalata oraninda en diisiik degeri “080520- Mandarin, tangerin” verdigi ve s6z konusu tiriine
iliskin kriterleri agisindan en diisiik R? degerleri de tatmin edici diizeyde oldugu icin bu
iirtinle ilgili XGBoost Algoritmasinin tahminleme Sonuglar1 Tablo 4.12°de sunulmaktadir.

Mandarin iiriinii i¢in gercek degere en yakin tahminleme 2019 yilinda Isvigre nin
gerceklestirdigi ithalat i¢in yapilmstir. 2019 yilinda Isvigre nin mandarin ithalat1 64.209.000

USD iken %0,12’lik bir sapma ile XGBoost Algoritmasi 64.132.964 USD tahmin etmistir.
Tablo 4.12 XGBoost Algoritmasi ile OECD Ulkelerinin Mandarin ithalati Tahminleri

.. P Gercek
Gozlem Igcl)léi Ulke E;gllj deger Tahmin

No Doénem (USD) degeri (USD) % fark

14435 2018 36 | Avustralya 080520 8.927.412 909.364 -89,81%
14467 2019 36 | Avustralya 080520 7.706.000 0 -100,00%
14436 2018 40 | Avusturya 080520 | 49.588.066 56.743.880 14,43%
14468 2019 40 | Avusturya 080520 | 51.039.000 56.328.344 10,36%
14437 2018 56 | Belgika 080520 | 96.941.885 109.797.704 13,26%
14469 2019 56 | Belgika 080520 | 89.734.000 106.190.580 18,34%
14438 2018 124 | Kanada 080520 | 221.983.819| 202.611.650 -8,73%
14470 2019 124 | Kanada 080520 | 223.383.000| 202.938.560 -9,15%
14439 2018 152 | Sili 080520 1.810.113 1.083.749 -40,13%
14471 2019 152 | Sili 080520 1.713.000 1.333.648 -22,15%
14440 2018 203 | Cekya 080520 | 46.985.481 46.402.428 -1,24%
14472 2019 203 | Cekya 080520 | 45.129.000 45.609.750 1,07%
14441 2018 208 | Danimarka 080520 | 27.126.349 30.116.274 11,02%
14473 2019 208 | Danimarka 080520 | 22.588.000 27.227.530 20,54%
14442 2018 233 | Estonya 080520 9.573.491 13.579.758 41,85%
14474 2019 233 | Estonya 080520 8.698.000 13.098.096 50,59%




Tablo 4.12 XGBoost Algoritmasi ile OECD Ulkelerinin Mandarin ithalati Tahminleri (...devami)

Gozlem Ulke Ulke Uriin Gergek Tahmin

No Doénem | Kodu kodu deger degeri % fark
14443 2018| 246 Finlandiya 080520 | 45.980.469 43.872.812 -4,58%
14475 2019| 246 Finlandiya 080520 | 43.036.000 39.829.090 -7,45%
14444 2018| 251 | Fransa 080520 | 427.329.000| 370.943.200 -13,19%
14476 2019| 251 | Fransa 080520 | 417.071.000|  398.550.430 -4,44%
14445 2018|  276| Almanya 080520 | 439.411.424|  438.207.100 -0,27%
14477 2019|  276| Almanya 080520 | 392.490.000| 426.427.780 8,65%
14446 2018| 348 | Macaristan 080520 | 13.482.455 17.953.094 33,16%
14478 2019| 348 | Macaristan 080520 | 14.970.000 22.563.814 50,73%
14447 2018| 352|izlanda 080520 | 2.062.297 2.559.887 24,13%
14479 2019|  352]izlanda 080520 |  1.802.000 2.945.772 63,47%
14448 2018| 372|irlanda 080520 | 31.643.189 34.430.604 8,81%
14480 2019|  372]irlanda 080520 | 29.949.000 42.301.290 41,24%
14481 2019| 376/ israil 080520 8.000 18.731.660 | 234045,75%
14449 2018| 381 italya 080520 | 95.371.752 95.506.136 0,14%
14482 2019| 381 italya 080520 | 89.480.000 98.873.430 10,50%
14450 2018|  392] Japonya 080520 | 33.395.241| 114.861.480 243,95%
14483 2019|  392]Japonya 080520 | 31.576.000 29.632.920 -6,15%
14451 2018|  428] Letonya 080520 | 12.831.300 10.886.722 -15,15%
14484 2019|  428] Letonya 080520 | 13.742.000 10.776.316 -21,58%
14452 2018|  440] Litvanya 080520 | 24.121.574 36.721.984 52,24%
14485 2019|  440] Litvanya 080520 | 25.345.000 37.078.450 46,29%
14453 2018| 442 | Liiksemburg 080520 | 4.170.578 6.198.177 48,62%
14486 2019| 442 | Liiksemburg 080520 | 5.110.000 7.240.631 41,70%
13620 2019| 484 | Meksika 080520 | 3.211.000 1.898.332 -40,88%
14454 2018| 484 | Meksika 080520 | 3.801.898 473.756 -87,54%
14487 2019| 484 | Meksika 080520 | 3.211.000 1.898.332 -40,88%
14455 2018| 528] Hollanda 080520 | 217.230.085| 244.870.370 12,72%
14488 2019| 528 Hollanda 080520 | 209.359.000|  231.710.660 10,68%
14456 2018| 554 Yeni Zelanda 080520 | 11.751.453 16.753.324 42,56%
14489 2019| 554 Yeni Zelanda 080520 | 12.097.000 15.005.424 24,04%
14457 2018| 579 | Norveg 080520 | 49.857.128 51.913.970 4,13%
14490 2019| 579 | Norveg 080520 | 51.583.000 51.410.240 -0,33%
14458 2018| 616 | Polonya 080520 | 113.628.615| 102.357.740 -9,92%
14491 2019| 616 Polonya 080520 0| 101.665.900

14459 2018| 620 | Portekiz 080520 | 27.413.441 17.322.086 -36,81%
14492 2019| 620 | Portekiz 080520 | 27.312.000 21.949.160 -19,64%
14460 2018|  410| Giiney Kore 080520 20.000 56.182.076 | 280810,38%
14493 2019|  410| Giiney Kore 080520 452,000 55.641.996 | 12210,18%
14461 2018|  703] Slovakya 080520 | 24.902.420 27.373.836 9,92%
14494 2019|  703] Slovakya 080520 | 26.208.000 26.784.132 2,20%
14462 2018| 724 |ispanya 080520 | 30.430.142 23.517.852 -22,72%
14495 2019| 724 |ispanya 080520 | 26.548.000 21.212.154 -20,10%
14463 2018| 752 isveg 080520 | 53.602.317 50.080.788 -6,57%
14496 2019|  752]isveg 080520 | 54.273.000 51.205.756 -5,65%
14464 2018| 757 | isvigre 080520 | 64.525.578 69.083.570 7,06%
14497 2019| 757 |lsvicre 080520 | 64.209.000 64.132.964 -0,12%
14465 2018| 826 Birlesik Krallik | 080520 | 379.305.137| 385.280.770 1,58%
14498 2019| 826/ Birlesik Krallik | 080520 | 372.879.000| 398.014.700 6,74%
14466 2018| 842| ABD 080520 | 555.970.191| 392.743.500 -29,36%
14499 2019| 842|ABD 080520 | 488.391.000| 418.458.940 -14,32%

92
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4.5.2. Rastgele Orman Algoritmasi ile Modelleme

Calismada incelenen ikinci makine Ogrenmesi algoritmasi olan Rastgele Orman
Algoritmasinda, optimum degeri belirlenmeye c¢alisilan parametreler ve iizerinde g¢alisilan
degerleri asagidaki gibidir:

e Maksimum agag derinligi parametresi i¢in: 5, 7, 9, 11, 13, 15

e Bir yaprak diigiimiinde olmas1 gereken minimum 6rnek sayis1 parametresi i¢in: 3, 5, 7,
911

e Degerlendirmeye alinacak agag sayist parametresi i¢in: 150, 200, 250, 300, 350

e Bir i¢ yaprak diiglimiinii bolmek i¢in gereken minimum 6rnek sayis1 parametresi i¢in:

5,7,10,12, 15

degerleri dikkate alinmistir.

S6z konusu degerler géz Oniinde bulunduruldugunda olusabilecek 750 farkl
kombinasyonun 10-kat ¢apraz dogrulama ile test edilebilmesi igin toplam 7500 deney
yapilmistir. Elde edilen en 1yi parametreler asagida gosterilmistir.

e Maksimum agac¢ derinligi parametresi i¢in: 15

e Bir yaprak diiglimiinde olmas1 gereken minimum 6rnek sayis1 parametresi i¢in: 3

e Degerlendirmeye almacak agag sayisi parametresi igin: 250

e Bir i¢ yaprak diiglimiinii bolmek i¢in gereken minimum 6rnek sayisi parametresi igin:
5
Elde edilen en iyi parametre degerleri ile Rastgele Orman algoritmasinin

performansina yonelik olarak elde edilen performans degerleri Tablo 4.13’de yer almaktadir.

Tablo 4.13 Rastgele Orman Algoritmasi Performans Degerleri

R? RMSE MAE
Egitim Veri Seti 0,92 38.547.372,05 | 16.274.259,76
Test Veri Seti 0,82 67.676.987,28 | 25.802.798,63
Siire (sn.) 10,75

Rastgele Orman Algoritmast da XGBoost algoritmast gibi Oznitelikleri 6nem
diizeylerine gore siralamaktadir. Tiim diger 6znitelikler sabitken degerlendirilen 6znitelik i¢in
test verisinin degistirilmesi durumunda tahminleme hatasindaki degisikligin biiytiklig,
degerlendirilen 6zniteligin 6nemini ifade etmektedir (Liaw ve Wiener, 2002: 18). Rastgele
Orman Algoritmasinda zniteliklerin ithalat degerini etkileme konusundaki onem diizeyleri

izerine gerceklestirilen incelemenin sonuglar1 Sekil 4.3’de sunulmaktadir.
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0.175 A

0150 A

0125

0100

Dznitelik Onem Derecesi

0075

0,050

0.025 4

0.000 -

Uriin kedu_B0390
Urin keodu_70200
Uriin kedu_B0440
Uriin kodu_B0&10
Uriin kodu_70960
Ulke Kodu_56
Ulke Kodu 842
Ulke Kodu 528
Uriin kodu_81040
Uriin kodu_80810
Uriin kodu_B0S10
Uriin kodu_80520
Uriin kodu_B0430

ilgili Ulkenin Gayri Safi Yurt ici Hasilasi {milyar §)
ilgili Glkenin nifusu (1.000 kisi)

Al dlkenin ilgili yil tanmda isguicu ist.

ilgili Ulkenin Acik Pazar Endeksi

ilgili Nkede Is yapma Kolayhd Endeksi

Al dlkenin ilgili yildaki soz kenusu Grunden aretimi

ilgili Ulkenin 5 yil sonraki tahmini Gayri Safi Yurt ici Hasilas {milyar §)

Sekil 4.3 Rastgele Orman Algoritmasinda Ozniteliklerin Onem Diizeyleri

Sekil 4.3’lin incelenmesinden, ithalat degerini etkileyen en 6nemli 6zniteligin “080390
GTIP’li iiriin” yani muz iiriinii oldugu tespit edilmektedir. Muzu “070200 GTIP’li {iriin” yani
domates iiriinii takip etmekte olup, diger onemli dznitelikler ise “Ilgili iilkenin GSYIH”,
“Alic1 iilkenin séz konusu iiriinden iiretimi” ve “[lgili {ilkenin 5 yil sonraki GSYIH” olarak
siralanmaktadir. Hem XGBoost Algoritmasinda hem de Rastgele Orman Algoritmasinda da
GSYIH degerleri ile iiretim miktarmin ithalati etkileyen 6znitelikler olarak belirlenmesi bu

Ozniteligin caligmada kesinlikle bulunmasi gerektigini ifade etmektedir.
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Rastgele Orman Algoritmasi tarafindan 6nemli bulunan 6zniteliklerin gerekgeleri su
sekilde aciklanabilmektedir:

e Ulkeler agisindan “56” (Belgika), “842” (ABD) ve “528” (Hollanda)
iilkelerinin modelin veri setini agiklama giicline daha fazla katki saglamaktadir.
Boliim 4.5.1°de belirtildigi tizere OECD iilkeleri i¢cinde en fazla yas meyve
sebze ithalat1 gergeklestiren iilkeler siralamasinda ABD birinci, Hollanda
iclincii ve Belgika yedinci sirada yer almaktadir. Ancak, olusturulan veri
setinde Belcika , Hollanda ve ABD en fazla gbzlem sayismma sahip
iilkelerdendir. Hollanda, XGBoost algoritmasi tarafindan da Onemli bir
oznitelik olarak belirlenmektedir. ithalat degerini etkileyen énemli 6znitelikler
arasinda s6z konusu iilkelerin 6nemli bulunmasinda bu durumlarin da etkisi
oldugu diisiiniilmektedir.

e Uriinler acisindan ise  “080390-Muz”, “070200-Domates”, “080440-
Avokado”, “080610-Taze tiziim.”, “070960-Biber”, “081040-Yaban mersini”,
“080810-Elma”, “080510-Portakal”, “080520-Mandarin, tangerin” ve
“080430-Ananas” diger liriinlere kiyasla modele daha fazla katki sagladigi
anlasilmaktadir. OECD iilkelerinin 2019 yilinda yas meyve sebze ithalatinda
muz (plantainler hari¢) birinci, domates ikinci, avokado tiglincii, taze iiziim
dordiincii ve biber besinci siradadir. S6z konusu iiriinlerin en fazla ithal edilen
iirlinler olmasi dolayisiyla Rastgele Orman Algoritmasi tarafindan da c¢ikti
degerini etkileyen onemli tirlin 6znitelikleri olarak belirtilmektedir.

Rastgele Orman Algoritmasinin 6nemli buldugu 6znitelikleri ile modelin c¢alistirilmasi
miimkiin olmakla birlikte, 6znitelik elemesi yapilmamis mevcut Ozniteliklerle siirece devam
edilmistir.

Tezin analiz siirecinde her bir algoritmanin sonuglarinin bir 6rnek iirlin {izerinden
kiyaslanabilmesi icin Boliim 4.5.1’de “080520- Mandarin, tangerin” {iriinii se¢ilmisti. S6z
konusu Triin i¢in Rastgele Orman Algoritmasinin tahminleme sonuglari Tablo 4.14’de
sunulmaktadir.

Tablo 4.14’de goriilecegi lizere, Rastgele Orman Algoritmasi mandarin liriinii i¢in
gercek degere en yakin tahminlemeyi 2018 yilinda Irlanda’nin gergeklestirdigi ithalat igin
yapmistir. 2018 yilinda irlanda’nin mandarin ithalat: 31.643.189 USD iken %0,14’lik bir
sapma ile Rastgele Orman Algoritmasi 31.687.189 USD olarak tahmin etmistir.
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Tablo 4.14 Rastgele OrmanAlgoritmasi ile OECD Ulkelerinin Mandarin ithalati Tahminleri

Gozlem Ulke Ulke Uriin | Gergek Deger Tahmin

No Dénem | Kodu kodu (USD) Degeri (USD) | % Fark
14435 2018 36 | Avustralya 080520 8.927.412 13.234.561 48,25%
14467 2019 36 | Avustralya 080520 7.706.000 13.150.804 70,66%
14436 2018 40 | Avusturya 080520 49.588.066 35.254.619 -28,91%
14468 2019 40 | Avusturya 080520 51.039.000 35.336.558 -30,77%
14437 2018 56 | Belgika 080520 96.941.885 71.835.713 -25,90%
14469 2019 56 | Belgika 080520 89.734.000 71.835.713 -19,95%
14438 2018 124 | Kanada 080520 |  221.983.819| 206.194.492 -7,11%
14470 2019 124 | Kanada 080520 |  223.383.000| 210.176.699 -5,91%
14439 2018 152 | Sili 080520 1.810.113 3.619.833 99,98%
14471 2019 152 | Sili 080520 1.713.000 3.640.646 112,53%
14440 2018 203 | Cekya 080520 46.985.481 37.566.021 -20,05%
14472 2019 203 | Cekya 080520 45.129.000 36.497.171 -19,13%
14441 2018 208 | Danimarka 080520 27.126.349 32.669.226 20,43%
14473 2019 208 | Danimarka 080520 22.588.000 32.841.396 45,39%
14442 2018 233 | Estonya 080520 9.573.491 7.989.129 -16,55%
14474 2019 233 | Estonya 080520 8.698.000 8.970.384 3,13%
14443 2018 246 | Finlandiya 080520 45.980.469 36.864.711 -19,83%
14475 2019 246 | Finlandiya 080520 43.036.000 36.483.890 -15,22%
14444 2018 251 | Fransa 080520 |  427.329.000|  285.803.007 -33,12%
14476 2019 251 | Fransa 080520 |  417.071.000|  286.387.145 -31,33%
14445 2018 276 | Almanya 080520 |  439.411.424|  424.661.258 -3,36%
14477 2019 276 | Almanya 080520 |  392.490.000|  406.795.410 3,64%
14446 2018 348 | Macaristan 080520 13.482.455 18.654.443 38,36%
14478 2019 348 | Macaristan 080520 14.970.000 19.111.717 27,67%
14447 2018 352 | izlanda 080520 2.062.297 3.869.402 87,63%
14479 2019 352 | izlanda 080520 1.802.000 3.925.618 117,85%
14448 2018 372 | irlanda 080520 31.643.189 31.687.189 0,14%
14480 2019 372 | irlanda 080520 29.949.000 36.005.748 20,22%
14481 2019 376 | israil 080520 8.000 35.126.183 | 438.977,28%
14449 2018 381 | italya 080520 95.371.752 59.296.072 -37,83%
14482 2019 381 | italya 080520 89.480.000 60.240.762 -32,68%
14450 2018 392 | Japonya 080520 33.395.241 44.707.717 33,87%
14483 2019 392 | Japonya 080520 31.576.000 43.040.288 36,31%
14451 2018 428 | Letonya 080520 12.831.300 12.102.196 -5,68%
14484 2019 428 | Letonya 080520 13.742.000 12.157.344 -11,53%
14452 2018 440 | Litvanya 080520 24.121.574 32.255.523 33,72%
14485 2019 440 | Litvanya 080520 25.345.000 31.973.989 26,16%
14453 2018 442 | Liiksemburg | 080520 4.170.578 5.519.456 32,34%
14486 2019 442 | Liiksemburg | 080520 5.110.000 5.501.278 7,66%
13620 2019 484 | Meksika 080520 3.211.000 12.010.577 274,04%
14454 2018 484 | Meksika 080520 3.801.898 12.025.252 216,30%
14487 2019 484 | Meksika 080520 3.211.000 12.010.577 274,04%
14455 2018 528 | Hollanda 080520 |  217.230.085| 176.772.164 -18,62%
14488 2019 528 | Hollanda 080520 |  209.359.000|  176.985.408 -15,46%
14456 2018 554 | Yeni Zelanda | 080520 11.751.453 17.141.184 45,86%
14489 2019 554 | Yeni Zelanda | 080520 12.097.000 20.576.778 70,10%
14457 2018 579 | Norveg 080520 49.857.128 40.962.056 -17,84%
14490 2019 579 | Norveg 080520 51.583.000 41.227.501 -20,08%
14458 2018 616 | Polonya 080520 113.628.615 63.141.173 -44,43%
14491 2019 616 | Polonya 080520 0 62.791.976
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Tablo 4.14 Rastgele OrmanAlgoritmasi ile OECD Ulkelerinin Mandarin ithalatt Tahminleri (...devami)

Gozlem ] Ulke ke Uriin | Gergek Deger Tahmin

No Dénem | Kodu kodu (USD) Degeri (USD) % Fark

14459 2018 620 | Portekiz 080520 27.413.441 17.541.383 -36,01%
14492 2019 620 | Portekiz 080520 27.312.000 16.746.465 -38,68%
14460 2018 410 | Giiney Kore 080520 20.000 38.225.570 | 191.027,85%
14493 2019 410 | Giiney Kore 080520 452.000 40.009.282 8751,61%
14461 2018 703 | Slovakya 080520 24.902.420 28.003.709 12,45%
14494 2019 703 | Slovakya 080520 26.208.000 29.228.989 11,53%
14462 2018| 724 ispanya 080520 30.430.142 22.188.039 -27,09%
14495 2019 724 | Ispanya 080520 26.548.000 22.188.039 -16,42%
14463 2018 752 | Isvec 080520 53.602.317 41.561.105 -22,46%
14496 2019 752 | Isveg 080520 54.273.000 41.395.356 -23,73%
14464 2018 757 | Isvigre 080520 64.525.578 43.016.710 -33,33%
14497 2019 757 | Isvigre 080520 64.209.000 42.643.620 -33,59%
14465 2018 826 | Birlesik Krallik | 080520 379.305.137 388.952.872 2,54%
14498 2019 826 | Birlesik Krallik | 080520 372.879.000 389.768.277 4,53%
14466 2018 842 | ABD 080520 555.970.191 197.678.191 -64,44%
14499 2019 842 | ABD 080520 488.391.000 317.834.454 -34,92%

4.5.3. Yapay Sinir Aglan ile Modelleme

Olusturulan veri seti tizerinde kullanilan bir diger yontem ise Yapay Sinir Aglaridir
(YSA). OECD iilkelerinin meyve sebze iriinleri ithalatini tahmin ederken daha Once
belirlenen 110 bagimsiz degisken YSA modelinin girdi néronlarini olustururken tahmini
yapilacak degisken olan ithalat degerleri ¢ikt1 ndronunu olusturmaktadir.

Tang ve Chi (2005: 248) YSA’lar ile ilgili literatiirdeki daha 6nceki ¢alismalarda tek
gizli katmanli aglarin kompleks sistemleri istenen dogrulukta modellemek i¢in yeterli
oldugunu belirtmislerdir. Ne kadar ¢ok gizli ndron varsa egitim asamasinda o kadar fazla
iterasyona ihtiya¢ vardir. Ancak, agm veriyi ezberlemesi miimkiin olabileceginden aga
gereginden fazla gizli birim yiiklenmemesi 6nemlidir.

Ileri beslemeli geri yayilimli ReLu Aktivasyon fonksiyonu kullanilarak YSA iizerinde
calisilmis ve normalizasyon isleminin sonrasinda 6ncelikle tek gizli katmanli YSA modeli
tizerinde ¢alisilmigtir. Ancak, Python programinda Sekiz saatin iizerinde ¢aligmasia ragmen
model veriyi 0grenememistir.

Bu nedenle, gizli katman sayis1 iki olarak ele alinarak modelin performansi
degerlendirilmistir. Gizli katmandaki néron sayilarmin belirlenmesi i¢in [5, 10, 15, 20, 25]
noron sayilar1 sirasiyla denenmistir. Her bir noron sayist icin 10 farkli deneme
gerceklestirilmis olup, denemelere iliskin egitim ve test veri setlerinin tahmin hatalar1 Ek-3’te
yer almaktadir. Yapilan deneyler sonucu her bir olasilik i¢in elde edilen en iyi degerler ise

Tablo 4.15°de gosterilmektedir.
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Ag R? RMSE MAE Siire
Yapist | Egitim | Test Egitim Test Egitim Test (sn.)
(5,5) 0,925 | 0,883 | 36.473.732,13 | 53.959.908,83 | 14.383.338,13 | 20.888.083,99 | 1.371,12
(5, 10) 0,922 | 0,884 | 37.214.441,89 | 53.933.178,54 | 14.716.412,36 | 21.343.475,22 | 1.220,14
(5, 15) 0,922 | 0,882 | 37.044.563,43 | 54.248.175,72 | 14.775.576,19 | 21.851.903,46 | 1.552,78
(5, 20) 0,927 | 0,884 | 35.929.843,34 | 53.881.827,65 | 14.557.593,26 | 21.664.902,06 | 1.317,56
(5, 25) 0,924 | 0,884 | 36.693.575,89 | 53.956.105,65 | 14.864.820,09 | 21.400.697,65 | 1.107,56
(10, 5) 0,939 | 0,897 | 32.880.734,80 | 50.736.846,50 | 11.916.249,26 | 18.689.883,40 | 1.307,41
(10, 10) 0,944 | 0,902 | 31.448.699,55 | 49.554.035,26 | 11.625.098,18 | 18.878.873,14 | 1.049,13
(10, 15) 0,939 | 0,899 | 32.827.722,89 | 50.288.586,16 | 11.920.920,29 | 18.620.067,78 967,72
(10, 20) 0,940 | 0,904 | 32.438.661,54 | 48.979.886,16 | 12.285.014,03 | 18.864.688,68 | 1.005,40
(10, 25) 0,940 | 0,899 | 32.473.195,83 | 50.113.623,86 | 11.609.383,33 | 18.139.023,42 942,54
(15, 5) 0,946 | 0,907 | 30.995.158,11 | 48.351.939,27 | 10.414.524,97 | 17.177.519.70 | 1.294,36
(15, 10) 0,949 | 0,911 | 29.967.918,87 | 47.044.806,51 | 10.458.626,75 | 17.350.498,61 999,19
(15, 15) 0,948 | 0,906 | 30.353.393,21 | 48.412.840,19 | 10.412.128,18 | 17.853.791,22 998,30
(15, 20) 0,949 | 0,906 | 30.156.936,10 | 48.354.748,63 | 10.495.907,48 | 17.583.327,51 942,28
(15, 25) 0,948 | 0,908 | 30.336.842,76 | 48.076.061,82 | 10.479.476,64 | 17.509.758,19 983,54
(20, 5) 0,950 | 0,909 | 29.578.672,85 | 47.593.581,17 | 9.799.251,93 | 17.037.151,90 | 1.055,91
(20, 10) 0,952 | 0.908 | 28.991.626,21 | 47.937.497,00 | 9.463.332,20 | 17.105.801,58 969,04
(20, 15) 0,952 | 0,909 | 29.263.863,52 | 47.686.480,66 | 9.666.152,49 | 17.126.390,22 956,13
(20, 20) 0,955 | 0,910 | 28.338.161,41 | 47.570.384,28 | 9.125.835,86 | 16.881.626,21 | 1.010.22
(20, 25) 0,953 | 0,912 | 28.879.994,85 | 47.015.626,95 | 9.376.638,21 | 16.557.976,19 832,99
(25, 5) 0,952 | 0,911 | 29.183.770,42 | 47.299.820,08 | 9.143.168,83 | 16.413.344,14 | 1.073,23
(25, 10) 0,953 | 0,911 | 28.760.218,02 | 47.060.100,13 | 8.764.828,47 | 16.235.689,72 | 1.163,14
(25, 15) 0,953 | 0,909 | 28.787.735,17 | 47.803.596,02 | 8.828.467,78 | 16.618.389,34 954,92
(25, 20) 0,956 | 0,912 | 27.832.919,97 | 46.903.288,15 | 8.501.121,04 | 16.261.904,61 | 1.003,89
(25, 25) 0,958 | 0,912 | 27.204.982,63 | 46.942.779,21 | 8.455.818,39 | 16.593.889,61 929,04
Egitim ve test verileri iizerindeki R? degerinin yiiksek olmasi, RMSE ve MAE

performans kriterleri acisindan da goreceli olarak diisiik sonuglar vermesi nedeniyle her iki

katmanda da 25 noron sayisma sahip Yapay Sinir Ag1 ile calisilmasma karar verilmistir.

Secilen ag topolojisinin (her iki katmanda da 25 ndron sayisina sahip Yapay Sinir Ag1) gorsel

ifadesi Sekil 4.4°de yer almaktadir.

Girdi Katmam
(110 néron-girdi)

Girdi_1

Girdi_110

Sekil 4.4 iki Katmanh (25,25) YSA Topografisi

1. Gizli 2. Gizli

Katman Katman

(25 néron) (25 néron)
Hi 4 H1

H1.25

Cikti
(1 noron)

Ithalat
degeri
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Iki gizli katmanli YSA (25,25) ile elde edilen tahminleme performansi sonuglar: Tablo

4.16°de sunulmaktadir.

Tablo 4.16 Secilen Yapay Sinir Aginin Performans Degerleri

R? RMSE MAE
Egitim Veri Seti 0,958 | 27.204.982,63 8.455.818,39
Test Veri Seti 0,912 | 46.942.779,21 16.593.889,61
Siire (sn.) 929,04

YSA’nin (25,25) “080520- Mandarin, tangerin” iriinii ithalat1 agisindan tahminleme
sonuclart Tablo 4.17°de sunulmaktadwr. Tablo 4.17°de goriilecegi lizere YSA (25,25)

Algoritmast mandarin irliini i¢in gercek degere en yakin tahminlemeyi 2019 yilinda

Cekya'nin gerceklestirdigi ithalat i¢in yapmustir. 2019 yilinda irlanda’nmn mandarin ithalati
45.129.000 USD iken %0,11’1ik bir sapma ile YSA 45.179.668 USD olarak tahmin etmistir.

Tablo 4.17 YSA (25, 25) ile OECD Ulkelerinin Mandarin ithalati Tahminleri

Gozlem Ulke ke Uriin Gercek Tahmin
No Donem | Kodu kodu Deger Degeri % Fark
14435 2018 36 | Avustralya 80520 8.927.412 3.563.407 | -60,08%
14467 2019 36 | Avustralya 80520 7.706.000 3.715.901| -51,78%
14436 2018 40 | Avusturya 80520 49.588.066 68.380.346 | 37,90%
14468 2019 40 | Avusturya 80520 51.039.000 67.718.446| 32,68%
14437 2018 56 | Belgika 80520 96.941.885| 143.843.784| 48,38%
14469 2019 56 | Belgika 80520 89.734.000| 141.554.720| 57,75%
14438 2018 124 | Kanada 80520 | 221.983.819| 200.000.025| -9,90%
14470 2019 124 | Kanada 80520 | 223.383.000| 215.147.158| -3,69%
14439 2018 152 | Sili 80520 1.810.113 676.930 | -62,60%
14471 2019 152 Sili 80520 1.713.000 676.930| -60,48%
14440 2018 203 | Cekya 80520 46.985.481 47.364.710 0,81%
14472 2019 203 | Cekya 80520 45.129.000 45.179.668 0,11%
14441 2018 208 | Danimarka 80520 27.126.349 42.680.398 | 57,34%
14473 2019 208 | Danimarka 80520 22.588.000 40.169.721| 77,84%
14442 2018 233 | Estonya 80520 9.573.491 1.582.348| -83,47%
14474 2019 233 | Estonya 80520 8.698.000 1.562.676 | -82,03%
14443 2018 246 | Finlandiya 80520 45.980.469 24.431.012| -46,87%
14475 2019 246 | Finlandiya 80520 43.036.000 24.479.480| -43,12%
14444 2018 251 | Fransa 80520 | 427.329.000| 438.134.363 2,53%
14476 2019 251 | Fransa 80520 | 417.071.000 457.113.100 9,60%
14445 2018 276 | Almanya 80520 | 439.411.424 441.024.790 0,37%
14477 2019 276 | Almanya 80520 | 392.490.000| 448.285.572| 14,22%
14446 2018 348 | Macaristan 80520 13.482.455 5.986.569 | -55,60%
14478 2019 348 | Macaristan 80520 14.970.000 5.322.911| -64,44%
14447 2018 352 | izlanda 80520 2.062.297 676.930| -67,18%
14479 2019 352 | izlanda 80520 1.802.000 676.930 | -62,43%
14448 2018 372 | irlanda 80520 31.643.189 22.387.695 | -29,25%
14480 2019 372 | irlanda 80520 29.949.000 22.405.835| -25,19%




Tablo 4.17 YSA (25, 25) ile OECD Ulkelerinin Mandarin ithalati Tahminleri (...devami)

Gozlem . Ulke Dlke Uriin Gergek Tahmin

No Dénem | Kodu kodu Deger Degeri % Fark

14481 2019 376 | Israil 80520 8.000 582.741| 7184,26%
14449 2018 381 | italya 80520 95.371.752 120.094.172 25,92%
14482 2019 381 | italya 80520 89.480.000 121.062.374| 35,30%
14450 2018 392 | Japonya 80520 33.395.241 23.079.656 | -30,89%
14483 2019 392 | Japonya 80520 31.576.000 28.453.311 -9,89%
14451 2018 428 | Letonya 80520 12.831.300 11.923.071 -7,08%
14484 2019 428 | Letonya 80520 13.742.000 8.309.841| -39,53%
14452 2018 440 | Litvanya 80520 24.121.574 64.288.430 | 166,52%
14485 2019 440 | Litvanya 80520 25.345.000 56.741.402 | 123,88%
14453 2018 442 | Likksemburg 80520 4.170.578 3.129.556 | -24,96%
14486 2019 442 | Likksemburg 80520 5.110.000 3.308.779 | -35,25%
13620 2019 484 | Meksika 80520 3.211.000 31.179.479| 871,02%
14454 2018 484 | Meksika 80520 3.801.898 41.814.811| 999,84%
14487 2019 484 | Meksika 80520 3.211.000 31.179.479| 871,02%
14455 2018 528 | Hollanda 80520 | 217.230.085 236.518.890 8,88%
14488 2019 528 | Hollanda 80520 | 209.359.000 243.221.358 16,17%
14456 2018 554 | Yeni Zelanda 80520 11.751.453 676.930 | -94,24%
14489 2019 554 | Yeni Zelanda 80520 12.097.000 676.930 | -94,40%
14457 2018 579 | Norveg 80520 49.857.128 31.850.021| -36,12%
14490 2019 579 | Norveg 80520 51.583.000 41.127.473| -20,27%
14458 2018 616 | Polonya 80520 | 113.628.615 99.154.408 | -12,74%
14491 2019 616 | Polonya 80520 0 97.489.450 | #DIV/0!

14459 2018 620 | Portekiz 80520 27.413.441 21.756.054 | -20,64%
14492 2019 620 | Portekiz 80520 27.312.000 18.509.875| -32,23%
14460 2018 410 | Giiney Kore 80520 20.000 676.930 | 3284,65%
14493 2019 410 | Giiney Kore 80520 452.000 676.930 49,76%
14461 2018 703 | Slovakya 80520 24.902.420 16.914.957| -32,08%
14494 2019 703 | Slovakya 80520 26.208.000 15.519.443| -40,78%
14462 2018 724 | ispanya 80520 30.430.142 33.907.584 11,43%
14495 2019 724 | ispanya 80520 26.548.000 31.416.416 18,34%
14463 2018 752 | Isveg 80520 53.602.317 72.068.760 34,45%
14496 2019 752 | Isveg 80520 54.273.000 73.656.720 35,72%
14464 2018 757 | Isvigre 80520 64.525.578 80.196.133 24,29%
14497 2019 757 | Isvigre 80520 64.209.000 83.617.083 30,23%
14465 2018 826 | Birlesik Krallik 80520 | 379.305.137 384.724.744 1,43%
14498 2019 826 | Birlesik Krallik 80520 | 372.879.000 383.875.848 2,95%
14466 2018 842 | ABD 80520 | 555.970.191 520.901.440 -6,31%
14499 2019 842 | ABD 80520 | 488.391.000 585.320.258 19,85%

4.6. Yontemlerin Kiyaslanmasi

Yontemlerin performans Olgiimleri degerleri Tablo 4.18 ve Tablo 4.19°de

almaktadir.

100

yer

Tablo 4.18°de goriilecegi tizere, R®> degerleri agisindan XGBoost Algoritmasinin

egitim verisi sonuglar1 diger algoritmalara gore daha iyi sonuglar vermis, test verisi sonuglari

ise YSA’ya kiyasla daha diislik, Rastgele Orman Algoritmasina gore daha yiiksek bir

performans gostermisti. RMSE kriteri agisindan degerlendirilecek olursa egitim verisi
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iizerinde XGBoost algoritmast YSA ile Rastgele Orman Algoritmasina gore daha iyi sonug
gosterirken, test verisi lizerinde Rastgele Orman Algoritmasimdan daha iyi, YSA’ya kiyasla

daha kot sonuglar vermistir.

Tablo 4.18 Algoritmalarin Performanslarmin Kiyaslanmasi (1)

Algoritma R? RMSE Siire
Egitim | Test Egitim Test (sn.)
XGBoost 0,99 | 0,89 920.046,74 | 52.375.909,39 7,09
Rastgele Orman 0,92 | 0,82 | 38.547.372,05 | 67.676.987,28 | 10,75
YSA (25, 25) 0,958 | 0,912 | 27.204.982,63 | 46.942.779,21 | 929,04

Diger taraftan, ayn1 anda bir ¢ok ¢aligmanin gerceklestirilmesi gereken durumlarda ve
biiyiik 6lcekli verilerde algoritmanin ¢aligma siiresi de diger kriterlere ilave olarak oldukca
onemli bir degerlendirme kriteri olarak karsimiza ¢ikabilmektedir. S6z konusu durum goéz
oniinde bulunduracak olursa Tablo 4.18’de yer alan ¢alisma siireleri a¢isindan en hizli ¢alisan

algoritma XGBoost un en 1yi performansi verdigini ifade edilebilmektedir.

Tablo 4.19 Algoritmalarin Performanslarimin Kiyaslanmasi (2)

Algoritma MAE MAE’nin ithalat degerleri
ortalamasina oram (%)
Egitim Test Egitim Test
XGBoost 1.371.282,62 | 15.700.976,44 % 3,23 % 37,02
Rastgele Orman | 16.274.259,76 | 25.802.798,63 % 38,37 % 60,84
YSA (25, 25) 8.455.818,39 | 16.593.889,61 % 19,94 % 39,13

Cikt1 olan, ithalat degerleri arasinda “0” olan degerler oldugu i¢in Ortalama Mutlak
Yiizde Hata (MAPE) degerleri hesaplanamamaktadir. Bu nedenle, MAE degerleri veri
setindeki ¢iktinin ortalama ve standart sapmalari ile birlikte yorumlanmaktadir.

Olusturulan veri setinin tanimlayici istatisiklerinin sunuldugu Tablo 4.4’de veri setinde
“Ithalate1 iilkenin ilgili iiriinden bir y1l sonraki ithalat degeri ($)” ortalamasinmn “42.411.690”
ve standart sapmasinmn “140.450.800” oldugu goriilmektedir. Tablo 4.19°da MAE degerinin
oransal biytikligiinii gozlemleyebilmek adina MAE’nin ortalama ithalat degerine orani
yiizdesel olarak hesaplanarak kiyaslanmistir. S6z konusu degerler agisindan hem egitim hem
de test veri seti tizerinde MAE performans kriteri agisindan XGBoost Algoritmasi olduk¢a iyi
sonuglar sergilemistir.

Analizde kullanilan her ii¢ teknigin test veri setinde en iyi gergeklestirdigi tahminler
ornek olmasi agisindan Tablo 4.20°da yer almaktadir.

XGBoost algoritmasmin en yaki tahminde bulundugu deger veri setinin 13.613

numarali satirinda yer alan gdzleme aittir. S6z konusu gozlem 2019 yilinda Portekiz’in ithal
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ettigi “portakal” iiriinii degerine iliskin olup, gergek degeri 21.227.000 USD iken XG Boost
algoritmasi 21.227.310 USD olarak tahmin etmistir.

Tablo 4.20 Algoritmalarin En Iyi Performans Gésterdigi Tahminleme Degerleri

. Gozlem - P Gergek Tahmin Degeri |

Yontem No Yil Ulke Uriin Deger (USD) (USD) % Fark
XGBoost 13613 | 2019 | Portekiz | Portakal 21.227.000 21.227.310| 0,0015%
Rastgele Orman |11.228 | 2018 |izlanda | Ispanak 1114325 1.114.98528| 0,0593%
YSA 13.045 [2019 |Estonya lgfgslkz 677.000,00 676.929,88 | -0,0104%

Rastgele Orman Algoritmasmin en yakm tahminde bulundugu deger ise veri setinin
11.228 numarali satirinda yer alan gézleme ait olan 2018 yilinda izlanda’nmn “ispanak” ithalat
degerine karsilik gelmektedir. Izlanda’nin 2018 yilinda 1spanak ithalatmin gercek degeri
1.114.325,00 USD iken Rastgele Orman Algoritmas: 1.114.985,28 USD olarak tahmin
etmistir.

Her iki gizli katmaninda 25 noron kullanilan YSA modelinin en yakin tahminde
bulundugu deger ise veri setinin 13.045 numarali satirinda yer alan goézleme ait olan
Estonya’nin 2019 yilinda ithal ettigi “yaprak kerevizler - taze / sogutulmus (kok kerevizleri
hari¢)” triinliniin ithalat degeri ile ilgili gézleme karsilik gelmektedir. Estonya’nin 2019
yilindaki yaprak kereviz ithalatinin ger¢ek degeri 677.000,00 USD iken YSA modeli s6z
konusu iirtine iliskin ithalat degerini 676.929,88 USD olarak tahmin etmistir.

Tiim test verisi i¢in tahminleme sonuglar1 cok fazla alan kapladigi i¢in en fazla ithalat
yapilan triinler agisindan 6rnek degerler i¢in sonuglar 6zetlenmistir. OECD iilkelerinin 2019
yilinda en fazla ithal ettigi ilk bes yas meyve sebze iiriinii sirasiyla muz (plantainler haric),
domates, avokado, taze tiziim ve biber olmustur. S6z konusu bu bes {iriin i¢in test veri seti
iizerinde (2018 ve 2019 yillar ithalat1 i¢in) XGBoost, Rastgele Orman Alogirtmalar: ile
YSA’nin ger¢eklestirmis oldugu tahmin degerleri Ek-7’de sunulmaktadir.
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SONUC

Bu calismada makine Ogrenmesi algoritmalarindan XGBoost ve Rastgele Orman
Algoritmast ile Yapay Sinir Aglar1 {lizerinde durulmus, iilkelerin ithalat potansiyelini
tahminlemek amaciyla olusturulan bir veri seti lizerinde s6z konusu algoritmalar ¢alistirilarak
performanslari karsilagtirilmstir.

Antalya ilinin Tiirkiye yas meyve sebze iiretim ve ihracatinda en fazla paya sahip olan
illerden olmasi nedeniyle, yas meyve sebze ihracatinin gelistirilmesine yonelik bir analiz
calismasina odaklanilmstir.

Tirkiye yas meyve sebze liretiminde ve ihracatinda diinya genelinde 6nemli bir
konumdadir. Uretim miktar1 agisindan iistiinliigiimiiz bulunan birkac iiriin disinda, iilkemiz
iretimde gosterdigi performansi diinya ihracat siralamasinda sergileyememektedir.

Ulkemiz iiretim potansiyelinin ihracata da yansitilabilmesi igin dogru pazara
yonelebilmek ve bu amagla kapsamli bir hedef pazar ¢alismasinin gergeklestirilmesi olduk¢a
onemlidir. Pazara iligkin talep tahmini ¢aligmalari, gelecek donemde iiretilmesi planlanan
iirlinlerin tiir ve ¢esitlerinin, ayrica bu iiretim plani i¢in gerekli olan hammadde, isgiicii,
sermaye gibi kaynaklarin belirlenmesine yonelik stratejik kararlar alinabilmesi i¢in gereklidir.

Ulkemizin yas meyve sebze ihracatini artrmak ve diinya ihracatindan daha fazla pay
alabilmek amaciyla vyiiriitiilen talep tahmini calismasinda incelenecek pazar olarak, GSYIH
degerlerinin yliksek olmasi ve toplamda diinya yas meyve sebze ithalatinin %68’ini tedarik
etmesi nedeniyle OECD iilkeleri se¢ilmistir.

D1s ticaret verilerinin tahmin edilmesine yonelik literatiir calismalarinin incelenmesi
neticesinde c¢ok kriterli karar verme yontemleri ile regresyon, zaman serisi analizleri gibi
ekonometrik yontemlerin yogun bir sekilde kullanildig1 tespit edilmistir. Veri madenciligi
yontemleri acisindan ise dis ticaret verilerine yonelik ¢alismalarda Yapay Sinir Aglari ile
kiimeleme analizlerine siklikla bagvuruldugu goriilmektedir.

Diger taraftan, XGBoost Algoritmalar1 ile Rastgele Orman Algoritmalarinin son
donemlerde veri madenciligi alaninda tahminleme calismalarinda daha fazla tercih edilmeye
baslandig1 gézlenmistir.

Bu nedenle, bu tez caligmasi ile Tiirkiye’nin yas meyve sebze ihracatinda 6nemli bir
potansiyele sahip olan OECD iilkelerinin iirlin ve iilke bazinda gergeklestirecegi yas meyve
sebze ithalatinin tahmin edilmesi i¢in makine Ogrenmesi algoritmalarndan XGBoost,

Rastgele Orman Algoritmas: ile Yapay Sinir Aglar1 kullanilmistir. En iyi performansi
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sergileyen algoritma kullanilarak iilkelerin ithalat degerlerinin 6ngdriilmesi ve bu dogrultuda
yiuriitillecek pazarlama ¢aligmalarina katki saglanmasi hedeflenmistir.

Ayrica, dis ticaret verilerinin tahminlenmesi ¢alismalarinda daha 6nce kullanilmayan
XGBoost ile Rastgele Orman Algoritmalar1 ile analiz siirecini gergeklestirip hem bu
yontemlerin tahminleme alanindaki basarisini dig ticaret alanmna da yansitmak hem de
akademik anlamda bir farklilik yaratmak amag¢lanmustir.

Bunun i¢in oncelikle, yas meyve sebze sektoriinde dis ticarete konu olan 66 iiriin
grubu agisindan Tiirkiye disinda kalan 35 OECD {ilkesinin 2012-2019 yillar1 arasindaki ithalat
verileri, ikincil veri kaynagi olan Birlesmis Milletler veri kaynagi “UN COMTRADE DATA
BASE”den  (https://comtrade.un.org/data, erisim tarihi:  20.05.2020)  derlenmistir.

Degerlendirmeye alinan “Dénem”, “Alict iilke kodu”, “Uriin kodu”, “Alic1 iilkenin ilgili y1l
enflasyon oran1”, “Ilgili iilkenin niifusu (1.000 kisi)”, “Ilgili {ilkenin GSYIH (milyar $)”,
“Iigili iilkenin 5 yil sonraki tahmini GSYIH (milyar $)”, “Ilgili iilkede is yapma kolaylig
endeksi”, “Ilgili iilkenin agik pazar endeksi”, “Alici iilkenin ilgili yildaki s6z konusu iiriinden
dretimi”, “Alict tilkenin ilgili y1l tarimda isgiicli istatistigi”, “Alic1 tilkenin 1ilgili yil para
biriminin $ cinsinden degeri” ile “Ithalatci iilkenin ilgili iiriinden ithalat1 deger ($)” kriterleri
acisindan 14.499 gozlem elde edilmistir. “Ithalatc1 iilkenin ilgili iiriinden ithalat1 deger ($)”
¢ikt1 degerinin, girdi olarak alinan diger degiskenler ile tahmin edilmesi amag¢lanmistir.

Yas meyve sebze iiriinleri GTIP’lerinde 2012 yilinda uluslararas1 bir revizyon
gergeklestirilmis ve bazi iiriinlerin sadece GTIP kodu degismis iken bazi iiriinlere ise ayri
GTIiP’ler olusturulmustur. Bu durum, analiz i¢in temin edilen verilerde 2012 yili dncesinin
incelenmesine bir engel olusturmus ve daha fazla gézlem ile analiz yapilabilmesi konusunda
calismanin kisitini olusturmustur. Bu dogrultuda, veri seti olusturulurken 2012-2019 yillar1
arasinda OECD iilkelerinin yas meyve sebze tiriinleri ithalat1 verileri temin edilmis, 2012 yili
oncesi degerlendirilmeye alinamamastir.

Calismanin bir diger kisit1 ise FAO’nun web sayfasindan temin edilen iiretim ile ilgili
verilerin en gilincel degerlerinin 2018 yilina ait olmasi durumudur. Bu durum nedeniyle, her
period yilindaki girdi Ozniteliklerine karsilik bir sonraki yila ait ithalat degerleri ¢ikti
ozniteligi olarak esas alinmistir. “Ithalatci {ilkenin ilgili {iriinden bir y1l sonraki ithalat1 Deger
($)”tahmini yapilacak ¢ikt1 olmustur. Boylece ilgili yil verileri kullanilarak bir sonraki yilin
ithalat verilerinin tahmin edilmesi amaglanmustir.

Veri seti 14.499 satir ve 13 siitundan (12 girdi, bir ¢ikt1 (ithalat degeri)) olugmaktadir.

Kategorik 6zellige sahip Oznitelikler “0-1 ikili deger alabilen Ozniteliklere doniistiiriilmiis
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boylece, 111 girdi ve 1 ¢ikt1 olmak iizere toplam 112 6znitelik ve 14.499 gozlemden olusan
bir veri seti elde edilmistir.

Tezin analiz siirecinde Python programlama dili kullanilmigtir. Calisilan yontemlerden
XGBoost ile Rastgele Orman Algoritmalar1 normalizasyona ihtiyagc duymamakla birlikte,
YSA’larda normalizayon islemi Onemlidir. YSA analizi i¢in girdi Ozniteliklerine
standardizasyon islemi uygulanmistir.

Analiz asamasinda ilk denemeler sonucunda modellerin basar1 diizeyine katk1
sunmayan “donem” degiskeni 6zniteliklerden ¢ikarilmis, bu durum neticesinde 110 girdi ve 1
cikt1 olmak iizere toplam 111 Oznitelik ve 14.499 go6zlem {izerinden analizler
gerceklestirilmistir. Veri setinde 2012-2016 donemine iliskin veriler egitim; 2017 ve 2018
yilina iliskin veriler ise test veri seti olarak ayrilmistir. Bu durumda egitim veri seti 10.428
adet gozlemden; test veri seti ise 4.071 adet gozlemden olusmustur.

Makine 6grenmesi modelinin performansinin dogrudan dogruya secilen kontrol
parametrelerine bagli olmasi nedeniyle Oncelikle dogru parametrenin sec¢ilmesine yonelik
calisma gerceklestirilmistir. XGBoost ve Rastgele Orman Algoritmalar1 i¢in 10-Kat Capraz
Dogrulama teknigi kullanilmis en iyi performansi veren parametreler lizerinden algoritmalar
calistirilmistir. Benzer sekilde Yapay Sinir Aglar1 da her ag yapisi i¢in 10 defa ¢alistirilmus,
s0z konusu 10 deneme igerisinden en iyi performansi veren degerler agisindan kiyaslama
tablosu olusturulmus ve en iyi sonucu veren ndron sayilar1 agisindan c¢alisilacak Yapay Sinir
Ag1 topolojisi olusturulmustur.

S6z konusu ii¢ makine dgrenmesi yonteminin degerlendirilme Slgiitleri olarak igin R?
(determinasyon katsayis1), RMSE (Root Mean Squared Error-Hata Kareleri Ortalamasi Kokii)
ve MAE (Mean Absolute Error-Ortalama Mutlak Hata) ile tahmin degerlerinin ortalamasi ve
standart sapmas1 performans kriterleri olarak kullanilmistir.

R? degerleri agisindan XGBoost Algoritmasmin egitim Verisi sonuglar1 diger
algoritmalara gore daha iyi sonuglar vermis, test verisi sonuglar1 ise YSA’ya kiyasla daha
diistik, Rastgele Orman Algoritmasina gore daha ytiksek bir performans gostermistir. RMSE
kriteri agisindan degerlendirilecek olursa egitim verisi tizerinde XGBoost algoritmas1 YSA ile
Rastgele Orman Algoritmasma gore daha iyi sonug gosterirken, test verisi tizerinde Rastgele
Orman Algoritmasindan daha iyi, YSA’ya kiyasla daha kotli sonuglar vermistir. MAE
degerinin oransal biiylikliiglinii gézlemleyebilmek adina MAE’nin ortalama ithalat degerine
orani yiizdesel olarak hesaplanarak kiyaslanmistir. S6z konusu degerler agisindan hem egitim
hem de test veri seti ilizerinde MAE performans kriteri acisindan XGBoost Algoritmasi

oldukga 1yi sonuglar sergilemistir.
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Ozellikle biiyiik dlcekli verilerde calisma siiresi oldukga &nemli bir degerlendirme
performanst niteligindedir. Yontemlerin ¢aligma siireleri Olgiitiine gore kiyaslamasinda
XGBoost en kisa siirede sonug veren algoritma olmustur.

Bdylece, en iyi performansi sergileyen yontem olarak XGBoost algoritmasi secilmis
olup, girdi 6zniteliklerinin 2019 yili degerleri kullanilarak OECD iilkelerinin 2020 yilinda
hangi yas meyve sebze irliniinden ne kadarlik bir ithalat yapacaginin tahmin edilmesi
miimkiin bulunmaktadir.

Tez calisgmasina katki saglamak amaciyla bundan sonraki siirgelerde
gergeklestirilebilecek ¢alismalar ile ilgili Oneriler ise asagida sunulmaktadir:

e XGBoost ile Rastgele Orman Algoritmalar1 Oznitelikleri onem diizeylerine
gore siralayabilmektedir. Bu ¢alismada “donem” Ozniteligi digindaki tiim
Oznitelikler degerlendirilmeye almmustir. Sonraki c¢alismalarda sadece
XGBoost ve Rastgele Orman Algoritmalarmin 6nemli buldugu 6znitelikler ile
analiz yapilarak ¢aligma yiirtitiilebilir.

e Farkli 6znitelikler eklenerek ¢alisma yinelenebilir.

e Bu calismay takip eden siiregte hedef iilkelerin tercih ettigi liriinlerde aradigi
tat ve lezzet ile pazarda en fazla talep goren iiriin gesitlerine yonelik gerekli
aragtirmalar yapilarak, pazardaki rakip tilke firmalar1 ve {iriin fiyatlar1 yakindan
incelenerek, tiretim plani ve iiriin deseni olusturabilir ve pazarlama programi
bu dogrultuda yapilabilir.

e OECD iilkelerinin ithal etmis oldugu yas meyve sebze {iriinlerini hangi
iilkelerden ve ne kadar ithal ettigi ile ilgili gegmis donem verileri kullanilarak
gelecek donemdeki olasi rakipler iizerinde durulabilir, bu siiregte iiriin tedarik
edilen iilke ile ithalat¢i iilke arasindaki kiiltiirel etkilesim, cografi mesafe,
giimriik vergi oranlar1 gibi 6znitelikler de analiz siirecine dahil edilebilir.

e T.C. Ticaret Bakanligi tarafindan iki yilda bir hedef ve oOncelikli iilkeler
belirlenmekte ve bu iilkelere yonelik faaliyetlerde devlet destekleri oranlarina
ilave olarak %10 destek saglanmaktadir. Tez c¢alismasinda gelistirilen
tahminleme mekanizmasi ile iilkelerin gelecekte olusabilecek talepleri tahmin
edilebilir ve belirlenecek hedef pazarlardan iilkemizin miimkiin oldugunca
fazla pay alabilmesi i¢in devlet destegi sitemi de bu dogrultuda diizenlenebilir.

Thracat, iilkemiz ekonomisin gelisimine katki saglayan en énemli yapi taslarindandir.
Ihracatin gelisimi i¢in hedef pazarlarm gelecek dénem ithalat potansiyellerinin yakindan

izlenmesi ve ona uygun bir sekilde gerekli tedbirlerin alinmasi gerekmektedir. Bu ¢alisma ile
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hedef pazarlarin talep tahmini ¢alismalarinda bir farklilik yaratilmasi amaglanmistir. Bu
calismalar farkli 6zniteliklerin veri setine eklenmesi ve farkli algoritmalarin kullanilmasi ile
gelistirilebilecek olup 6nemli olan iilkemiz ihracatinin gelisimine yonelik alinacak stratejik
kararlara bilimsel veriler sunulabilmesidir.

Bu dogrultuda, bu ¢alismanin dis ticarete iligkin politikalarin belirlenmesi siirecinde
veri madenciligi yontemlerinin kullanimina yo6nelik bir 6rnek teskil etmesi sonraki

calismalara 151k tutmasi beklenmektedir.
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Ek 1-OECD Ulkeleri ve Ulke Kodlar: Listesi

EKLER

. Ulke . Ulke
Ulke Ad1 | Kodu Ulke Ad1 Kodu
ABD 842 Italya 381
Almanya 276 Izlanda 352
Avustralya 36 Japonya 392
Avusturya 40 Kanada 124
Belgika 56 Letonya 428
Cekya 203 Litvanya 440
Danimarka 208 Liikksemburg 442
Estonya 233 Macaristan 348
Finlandiya 246 Meksika 484
Fransa 251 Norveg 579
Gliney

Kore 410 Polonya 616
Hollanda 528 Portekiz 620
Ingiltere 826 Sili 152
Irlanda 372 Slovakya 703
Ispanya 724 Slovenya 705
. Yeni

Israil 376 Zelanda 554
Isveg 752 Yunanistan 300
Isvicre 757
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GTiP

ACIKLAMALARI

070110

Patates-tohumluk

070190

Patates - taze / sogutulmus

070200

Domates

070310

Sogan-salotlar

070320

Sarimsak

070390

Pirasa

070410

Karnabahar- brokoli

070420

Briiksel lahanasi

070490

Beyaz lahana-kirmizi lahana- alabaglar

070511

Bas marul

070519

Diger marullar

070521

Basli hindiba

070529

Diger hindiba

070610

Havug-salgam

070690

Diger turp. kirmizi pancar. teke sakali. vb yenilen kokler - taze / sogutulmus

070700

Hiyarlar ve kornigonlar

070810

Bezelye

070820

Fasulye -barbunya

070890

Kabuklu/ kabuksuz baklagiller

070920

Kuskonmazlar - taze / sogutulmus

070930

Patlicanlar - taze / sogutulmus

070940

Yaprak kerevizler - taze / sogutulmus.(kok kerevizleri harig)

070951

Agaricus cinsi mantarlar - taze / sogutulmus

070959

Ciice kiz mantarlar1 -Kuzu mantarlar -diger mantarlar

070960

Biber

070970

Ispanak

070991

Enginar

070993

Kabak

070999

Salatalik sebzeler (marul (lactuca sativa) ve hindiba (cichorium spp.)/paz1 ve yaban enginar1/

kebere rezene/ tatli misir/ bamya/ semizotu/ maydanoz/ asma yapragi ve digerleri

080241

Kabuklu-kestane

080242

Kabuksuz-kestane

080310

Plantain

080390

Muz (plantainler haric)

080410

Hurma

080420

incir

080430

Ananas

080440

Avokado

080450

Guavo, mango, mangosten

080510

Portakal

080520

Mandarin, tangerin
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GTiP

ACIKLAMALARI

080521

Mandarin, tangerin (klemantinler hari¢) : satsuma, yerli mandarin, okitsu,
mandarin ve vilking, tanjerin, mineola mandarin

080522

Klemantinler, monreale, king, freumont, nova, marisol mandarin

080529

Mandalina digerleri

080540

Greyfurt

080550

Limon

080590

Diger narenciye iiriinleri

080610

Taze lizim

080711

Karpuzlar

080719

Kavunlar

080720

Papaya

080810

Elma

080830

Armut

080840

Ayva

080910

Kayis1 (zerdali dahil)

080921

Visne

080929

Kiraz

080930

Seftali-nektarin

080940

Erik

081010

Cilek

081020

Ahududu

081030

Frenk tizimu

081040

Yaban mersini

081050

Kivi

081060

Durian

081070

Trabzon hurmasi

081090

Demirhindi, mahun elmasi, ekmek agaci meyvesi, sapodillo meyvesi/ ¢arkifelek meyvesi.
karambola ve pitahaya /nar/ musmula/ kusburnu ve diger meyveler
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(5.5)

Deneme R? RMSE MAE Siire

Egitim | Test Egitim Test Egitim Test (sn.)

1 0,872 | 0,853 | 47.445.810,78 | 60.624.973,07 | 17.373.932,55 | 22.970.837,25 | 1.148

2 0,907 | 0,871 | 40.358.877,20 | 56.733.519,59 | 16.318.675,67 | 22.778.387,34 | 1.497

3 0,898 | 0,861 | 42.421.112,21 | 58.917.565,45 | 16.671.149,67 | 23.109.267,99 | 1.300

4 0,916 | 0,873 | 38.624.102,17 | 56.244.918,55 | 14.969.832,64 | 21.626.734,94 | 1.270

5 0.887 | 0.851 | 44.692.819,10 | 60.961.200,67 | 17.069.977,52 | 23.121.568,57 | 1.170

6 0,907 | 0,869 | 40.497.069,40 | 57.261.827,73 | 16.139.139,44 | 22.624.187,86 | 1.320

7 0,925 | 0,883 | 36.473.732,13 | 53.959.908,83 | 14.383.338,13 | 20.888.083,99 | 1.371

8 0,914 | 0,876 | 39.013.221,98 | 55.628.869,31 | 15.153.257,74 | 21.908.730,64 | 1.310

9 0,914 | 0,877 | 38.804.797,55 | 55.419.724,18 | 15.406.428,86 | 22.014.806,31 | 1.411

10 0,890 | 0,854 | 44.142.787,55 | 60.358.081,21 | 17.499.427,50 | 23.945.377,59 | 1.299

Ortalama | 0,905 | 0,869 | 41.247.433,01 | 57.611.058,86 | 16.098.515,97 | 22.498.798,25 | 1.310
(5, 10)

Deneme R? RMSE MAE Siire

Egitim | Test Egitim Test Egitim Test (sn.)

1 0,895 | 0,863 | 43.021.820,52 | 58.485.891,49 | 16.542.887,19 | 22.875.293,60 | 1.004

2 0,880 | 0,849 | 45.987.379,84 | 61.458.113,02 | 17.339.820,43 | 23.411.005,82 | 1.028

3 0,922 | 0,884 | 37.214.441,89 | 53.933.178,54 | 14.716.412,36 | 21.343.475,22 | 1.220

4 0,888 | 0,854 | 44.545.068,31 | 60.404.545,40 | 16.887.119,85 | 23.006.029,25 | 1.207

5 0,920 | 0,879 | 37.509.485,59 | 54.884.936,90 | 15.117.123,55 | 21.607.189,55 | 1.280

6 0,878 | 0,844 | 46.358.167,79 | 62.469.016,07 | 17.709.458,09 | 23.682.787,39 | 1.394

7 0,809 | 0,782 | 58.117.119,93 | 73.862.930,78 | 20.543.485,38 | 26.388.019,72 | 890

8 0,915 | 0,874 | 38.836.447,32 | 56.218.806,94 | 15.853.469,12 | 22.886.408,04 | 1.333

9 0,908 | 0,877 | 40.379.686,38 | 55.355.705,73 | 16.527.772,17 | 22.297.870,67 | 1.424

10 0,919 | 0,881 | 37.781.299,02 | 54.634.966,29 | 14.897.609,26 | 21.314.944,36 | 1.270

Ortalama | 0,893 | 0,859 | 42.975.091,66 | 59.170.809,12 | 16.613.515,74 | 22.881.302,36 | 1.205
(5, 15)

Deneme R? RMSE MAE Siire

Egitim | Test Egitim Test Egitim Test (sn.)

1 0,921 | 0,881 | 37.365.778,91 | 54.502.951,97 | 14.673.054,05 | 21.302.499,11 | 1.108

2 0,904 | 0,863 | 41.415.822,31 | 58.573.655,05 | 16.863.149,04 | 23.481.799,78 | 1.108

3 0,907 | 0,869 | 40.592.838,77 | 57.262.404,24 | 16.243.666,23 | 22.551.151,18 | 1.155

4 0,911 | 0,868 | 39.578.794,05 | 57.486.941,04 | 15.572.078,62 | 22.714.475,77 | 1.070

5 0,917 | 0,873 | 38.175.435,64 | 56.254.039,88 | 14.962.317,27 | 21.896.708,39 | 1.113

6 0,907 | 0,871 | 40.436.375,24 | 56.882.349,05 | 15.172.788,99 | 21.685.583,15 | 1.072

7 0,915 | 0,876 | 38.696.641,77 | 55.780.659,59 | 15.680.631,21 | 22.388.248,89 | 1.355

8 0,891 | 0,858 | 43.970.056,32 | 59.559.123,23 | 17.221.406,19 | 23.695.263,49 | 1.174

9 0,922 | 0,882 | 37.044.563,43 | 54.248.175,72 | 14.775.576,19 | 21.851.903,46 | 1.552

10 0,871 | 0,834 | 47.724.599,52 | 64.474.508,27 | 17.247.240,59 | 23.780.096,89 | 1.001

Ortalama | 0,907 | 0,868 | 40.500.090,60 | 57.502.480,80 | 15.841.190,84 | 22.534.773,01 | 1.178
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(5, 20)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,888 | 0,859 | 44.533.826,41 | 59.358.385,77 | 17.330.822,62 | 23.139.243,07 | 1.047
2 0,910 | 0,876 | 39.899.816,88 | 55.737.004,02 | 15.965.444,83 | 22.311.153,23 900
3 0,908 | 0,869 | 40.317.601,86 | 57.195.592,10 | 15.545.958,18 | 22.105.753,99 | 1.011
4 0,905 | 0,868 | 40.972.341,88 | 57.530.854,63 | 15.829.713,62 | 22.644.463,31 | 1.019
5 0,917 | 0,883 | 38.292.257,24 | 54.097.273,75 | 15.722.081,75 | 22.099.495,41 | 1.132
6 0,883 | 0,843 | 45.499.500,25 | 62.646.596,21 | 16.577.926,40 | 23.487.803,55 | 1.064
7 0,915 | 0,881 | 38.722.036,01 | 54.554.934,83 | 15.407.126,97 | 22.189.423,58 | 1.134
8 0,879 | 0,842 | 46.247.412,27 | 62.749.842,31 | 16.822.090,75 | 23.113.127,76 | 1.192
9 0,918 | 0,870 | 37.962.655,77 | 56.902.352,88 | 14.762.037,84 | 22.052.808,76 | 1.267
10 0,927 | 0,884 | 35.929.843,34 | 53.881.827,65 | 14.557.593,26 | 21.664.902,06 | 1.317
Ortalama 0,905 | 0,868 | 40.837.729,19 | 57.465.466,42 | 15.852.079,62 | 22.480.817,47 | 1.108
(5, 25)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,920 | 0,879 | 37.655.419,86 | 54.860.306,91 | 14.699.392,17 | 21.220.181,57 960
2 0,904 | 0,868 | 41.139.985,75 | 57.369.447,28 | 16.427.589,74 | 23.128.085,02 | 1.078
3 0,908 | 0,870 | 40.291.201,42 | 57.118.165,21 | 15.689.600,86 | 21.831.687,67 853
4 0,915 | 0,878 | 38.711.088,95 | 55.331.007,50 | 15.525.957,02 | 21.901.797,41 | 1.240
5 0,919 | 0,882 | 37.846.331,71 | 54.303.063,59 | 15.632.978,92 | 21.795.162,95 977
6 0,920 | 0,881 | 37.602.462,40 | 54.508.966,60 | 14.548.734,92 | 21.342.762,79 | 1.013
7 0,924 | 0,881 | 36.677.847,66 | 54.490.028,47 | 14.963.608,32 | 21.552.262,69 900
8 0,888 | 0,852 | 44.475.099,63 | 60.819.476,68 | 16.953.567,72 | 23.085.367,66 | 1.017
9 0,924 | 0,884 | 36.693.575,89 | 53.956.105,65 | 14.864.820,09 | 21.400.697,65 | 1.107
10 0,924 | 0,881 | 36.601.238,95 | 54.445.607,76 | 14.630.545,55 | 21.215.710,06 | 1.003
Ortalama 0,905 | 0,868 | 40.837.729,19 | 57.465.466,42 | 15.852.079,62 | 22.480.817,47 | 1.108
(10, 5)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,930 | 0,894 | 35.210.488,52 | 51.430.048,19 | 13.136.847,46 | 19.497.223,18 | 1.391
2 0,930 | 0,891 | 35.220.434,53 | 52.239.038,43 | 13.503.283,96 | 20.238.699,73 | 1.286
3 0,936 | 0,901 | 33.445.967,07 | 49.821.763,75 | 12.429.610,81 | 18.807.955,32 | 1.177
4 0,936 | 0,894 | 33.681.400,03 | 51.528.764,71 | 12.174.095,50 | 18.967.934,44 | 1.372
5 0,939 | 0,897 | 32.880.734,80 | 50.736.846,50 | 11.916.249,26 | 18.689.883,40 | 1.307
6 0,934 | 0,893 | 34.199.754,68 | 51.764.078,97 | 12.800.462,20 | 19.856.739,27 | 1.214
7 0,937 | 0,896 | 33.317.089,11 | 51.110.844,49 | 12.380.646,17 | 19.314.043,31 | 1.240
8 0,931 | 0,891 | 34.991.482,59 | 52.191.853,76 | 12.805.990,61 | 19.557.984,92 | 1.183
9 0,899 | 0,859 | 42.234.069,18 | 59.337.511,99 | 14.544.252,04 | 21.454.201,09 | 1.330
10 0,935 | 0,891 | 33.811.258,40 | 52.283.815,41 | 12.205.294,12 | 19.522.497,58 | 1.373
Ortalama 0,931 | 0,891 | 34.899.267,89 | 52.244.456,62 | 12.789.673,21 | 19.590.716,22 | 1.287
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(10, 10)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,936 | 0,890 | 33.580.015,09 | 52.420.270,39 | 12.485.450,82 | 19.902.482,38 | 1.140
2 0,944 | 0,902 | 31.448.699,55 | 49.554.035,26 | 11.625.098,18 | 18.878.873,14 | 1.049
3 0,936 | 0,896 | 33.623.422,16 | 50.900.757,71 | 12.236.518,21 | 19.203.674,23 | 1.079
4 0,930 | 0,892 | 35.099.374,19 | 51.871.740,56 | 13.462.554,19 | 19.897.578,88 | 1.164
5 0,936 | 0,892 | 33.529.010,07 | 52.019.698,77 | 12.713.033,67 | 19.650.894,97 910
6 0,940 | 0,898 | 32.564.001,85 | 50.408.858,44 | 12.317.162,60 | 19.332.413,89 | 1.231
7 0,940 | 0,897 | 32.588.250,89 | 50.649.794,51 | 12.326.941,66 | 19.611.485,65 | 1.298
8 0,931 | 0,892 | 34.846.686,12 | 52.028.233,95 | 13.066.481,83 | 19.938.505,27 | 1.059
9 0,938 | 0,893 | 33.111.326,59 | 51.828.175,59 | 12.460.239,21 | 19.769.189,31 | 1.313
10 0,937 | 0,896 | 33.483.317,60 | 50.978.410,16 | 12.328.766,70 | 19.111.278,26 | 1.119
Ortalama | 0,937 | 0,895 | 33.387.410,41 | 51.265.997,53 | 12.502.224,71 | 19.529.637,60 | 1.136
(10, 15)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,937 | 0,896 | 33.266.504,80 | 50.866.153,67 | 12.018.205,48 | 18.855.850,42 | 1.257
2 0,939 | 0,899 | 32.726.380,59 | 50.186.603,59 | 12.198.534,18 | 19.027.767,71 | 1.152
3 0,935 | 0,891 | 33.826.940,10 | 52.134.909,99 | 12.611.792,07 | 19.388.760,32 962
4 0,936 | 0,896 | 33.505.626,14 | 50.982.980,81 | 12.253.495,35 | 18.797.733,77 | 1.069
5 0,939 | 0,899 | 32.827.722,89 | 50.288.586,16 | 11.920.920,29 | 18.620.067,78 967
6 0,936 | 0,897 | 33.755.645,19 | 50.813.397,18 | 12.513.792,47 | 18.786.490,84 | 1.087
7 0,937 | 0,899 | 33.369.112,46 | 50.253.935,86 | 11.979.390,12 | 18.746.345,88 | 1.011
8 0,932 | 0,889 | 34.642.032,79 | 52.610.058,68 | 12.978.643,24 | 19.752.680,09 | 1.006
9 0,939 | 0,898 | 32.763.008,51 | 50.602.905,85 | 11.417.660,44 | 18.440.197,80 | 1.061
10 0,938 | 0,895 | 33.064.736,31 | 51.265.951,43 | 12.515.308,99 | 19.716.030,26 | 1.072
Ortalama | 0,937 | 0,895 | 33.387.410,41 | 51.265.997,53 | 12.502.224,71 | 19.529.637,60 | 1.136
(10, 20)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,934 | 0,891 | 34.171.798,44 | 52.233.104,86 | 12.683.208,72 | 19.460.745,93 990
2 0,938 | 0,895 | 33.056.484,45 | 51.152.351,99 | 12.164.038,78 | 18.982.090,92 934
3 0,939 | 0,895 | 32.866.763,75 | 51.289.255,76 | 12.215.171,36 | 19.278.218,23 966
4 0,934 | 0,896 | 34.115.243,83 | 50.916.652,96 | 12.607.390,38 | 19.176.004,25 842
5 0,942 | 0,898 | 32.057.944,95 | 50.538.938,78 | 11.677.392,89 | 18.918.734,49 | 1.033
6 0,942 | 0,898 | 31.906.554,59 | 50.537.629,27 | 11.387.457,15 | 18.677.648,14 | 1.060
7 0,940 | 0,904 | 32.438.661,54 | 48.979.886,16 | 12.285.014,03 | 18.864.688,68 | 1.005
8 0,940 | 0,896 | 32.566.440,53 | 50.874.413,72 | 11.753.878,32 | 18.642.013,15 932
9 0,939 | 0,897 | 32.810.142,66 | 50.763.042,19 | 11.852.803,38 | 19.023.047,91 887
10 0,936 | 0,892 | 33.605.983,45 | 51.879.178,12 | 11.935.291,03 | 18.882.521,44 896
Ortalama | 0,938 | 0,896 | 32.959.601,82 | 50.916.445,38 | 12.056.164,60 | 18.990.571,31 955
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(10, 25)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,929 | 0,890 | 35.432.953,02 | 52.518.985,74 | 13.378.261,39 | 19.929.569,55 907
2 0,924 | 0,887 | 36.572.890,59 | 53.238.179,37 | 13.150.172,15 19.312.124,35 884
3 0,931 | 0,897 | 35.011.787,17 | 50.867.031,97 | 13.341.848,24 19.772.466,63 1.018
4 0,941 | 0,897 | 32.193.684,84 | 50.676.598,50 | 11.765.197,22 19.107.228,67 929
5 0,931 | 0,894 | 34.976.465,28 | 51.524.918,89 | 12.594.897,69 | 18.816.759,10 834
6 0,938 | 0,898 | 33.172.548,06 | 50.588.077,49 | 12.236.031,33 | 18.840.228,89 925
7 0,936 | 0,895 | 33.610.644,85 | 51.208.725,85 | 11.966.497,54 | 18.792.633,86 931
8 0,935 | 0,898 | 33.995.238,85 | 50.614.195,44 | 12.630.881,03 | 19.382.407,94 835
9 0,940 | 0,899 | 32.473.195,83 | 50.113.623,86 | 11.609.383,33 | 18.139.023,42 942
10 0,941 | 0,901 | 32.397.286,83 | 49.633.365,85 | 11.967.800,97 | 18.842.12544 | 1.020
Ortalama | 0,935 | 0,896 | 33.983.669,53 | 51.098.370,30 | 12.464.097,09 | 19.093.456,79 923
(15, 5)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,943 | 0,899 | 31.730.797,98 | 50.266.521,80 | 10.874.298,14 | 18.195.608,77 | 1.128
2 0,945 | 0,904 | 30.738.089,15 | 49.067.096,93 | 10.554.157,88 | 17.676.188,21 | 1.064
3 0,941 | 0,902 | 32.166.141,67 | 49.538.440,24 | 10.945.352,11 | 17.668.671,17 | 1.090
4 0,942 | 0,898 | 32.092.416,36 | 50.433.901,10 | 11.080.656,35 | 18.077.400,82 | 1.464
5 0,941 | 0,900 | 32.173.807,71 | 49.937,414,24 | 11.200.717,65 | 18.094.442,61 | 1.277
6 0,942 | 0,901 | 31.947.782,16 | 49.814.791,85 | 11.058.710,05 | 18.026.647,53 | 1.084
7 0,944 | 0,903 | 31.458.632,43 | 49.185.102,59 | 10.920.271,53 | 17.871.381,21 | 1.681
8 0,946 | 0,903 | 30.770.800,13 | 49.274.819,82 | 10.463.388,72 | 17.736.080,03 | 1.410
9 0,946 | 0,907 | 30.995.158,11 | 48.351.939,27 | 10.414.524,97 | 17.177.519.70 | 1.294
10 0,945 | 0,901 | 31.210.126,74 | 49.681.535,36 | 11.182.805,74 | 18.198.595,11 | 1.195
Ortalama | 0,944 | 0,902 | 31.528.375,24 | 49.512.683,22 | 10.869.488,31 | 17.949.446,16 | 1.269
(15, 10)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,945 | 0,906 | 31.234.866,14 | 48.532.682,36 | 11.239.666,35 | 18.071.183,29 | 1.085
2 0,948 | 0,908 | 30.302.102,95 | 48.088.207,99 | 10.549.193,76 | 17.501.192,11 | 1.201
3 0,940 | 0,898 | 32.461.627,24 | 50.525.448,97 | 10.944.688,09 | 18.044.605,34 917
4 0,946 | 0,905 | 30.769.996,70 | 48.687.764,36 | 10.490.603,18 | 17.686.538,77 | 1.073
5 0.944 | 0.902 | 31.411.689,44 | 49.448.658,53 | 11.035.711,24 | 18.262.504,67 923
6 0,949 | 0,911 | 29.967.918,87 | 47.044.806,51 | 10.458.626,75 | 17.350.498,61 999
7 0,942 | 0,901 | 32.076.791,57 | 49.761.660,33 | 11.274.654,51 | 18.182.787,60 963
8 0,945 | 0,901 | 31.255.382,37 | 49.786.051,48 | 10.828.974,14 | 18.268.107,88 | 1.020
9 0,949 | 0,907 | 29.994.210,81 | 48.172.261,76 | 10.261.537,53 | 17.645.372,59 952
10 0,945 | 0,901 | 31.238.901,97 | 49.799.299,24 | 10.819.538,72 | 18.164.748,24 839
Ortalama | 0,945 | 0,904 | 31.071.348,81 | 48.984.684,15 | 10.790.319,43 | 17.917.753,91 997
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(15, 15)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,945 | 0,902 | 31.093.341,83 | 49.549.469,17 | 10.870.444,46 | 18.122.496,95 | 1.085
2 0,946 | 0,904 | 30.857.904,09 | 48.887.296,51 | 10.538.786,32 | 17.476.398.16 988
3 0,940 | 0,901 | 32.514.337,71 | 49.746.603,57 | 11.251.139,86 | 18.028.824,32 948
4 0,946 | 0,903 | 30.804.777,72 | 49.131.256,92 | 10.326.486,14 | 17.735.508,62 1.082
5 0,946 | 0,901 | 30.960.686,63 | 49.789.868,67 | 10.697.817,09 | 18.099.733,95 968
6 0,945 | 0,902 | 31.040.185,42 | 49.592.481,12 | 10.415.414,89 | 17.469.508,75 968
7 0,947 | 0,905 | 30.667.434,28 | 48.715.951,52 | 10.290.834,68 | 17.340.414,32 967
8 0,944 | 0,905 | 31.334.602,96 | 48.837.300,79 | 10.944.082,89 | 18.065.834,64 | 1.005
9 0,946 | 0,903 | 30.927.990,44 | 49.303.845,14 | 10.912.534,10 | 17.889.182,56 972
10 0,948 | 0,906 | 30.353.393,21 | 48.412.840,19 | 10.412.128,18 | 17.853.791,22 998
Ortalama | 0,945 | 0,903 | 31.055.465,43 | 49.196.691,36 | 10.665.966,86 | 17.845.032,81 998
(15, 20)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,945 | 0,904 | 31.252.620,37 | 48.958.166,48 | 11.025.380,59 | 17.827.058,01 927
2 0,945 | 0,905 | 31.144.558,55 | 48.815.623,82 | 10.840.917,69 | 17.810.117,16 857
3 0,944 | 0,903 | 31.490.196,85 | 49.356.020,78 | 10.607.397,20 | 17.700.100,96 936
4 0,946 | 0,903 | 30.910.838,23 | 49.214.674,85 | 11.063.177,70 | 18.092.340,18 848
5 0,947 | 0,903 | 30.517.566,08 | 49.178.014,37 | 10.197.510,09 | 17.326.710,21 | 1.012
6 0,948 | 0,903 | 30.348.320,75 | 49.130.001,72 | 10.244.519,74 | 17.771.037,68 956
7 0,946 | 0,902 | 31.011.310,92 | 49.542.659,00 | 10.490.275,15 | 18.224.576,44 963
8 0,945 | 0,898 | 31.170.529,90 | 50.515.781,58 | 10.518.192,88 | 17.860.322,41 820
9 0,949 | 0,906 | 30.156.936,10 | 48.354.748,63 | 10.495.907,48 | 17.583.327,51 942
10 0,947 | 0,902 | 30.654.074,52 | 49.432.617,56 | 10.470.477,22 | 18.204.503,26 938
Ortalama | 0,946 | 0,903 | 30.865.695,23 | 49.249.830,88 | 10.595.375,57 | 17.840.009,38 920
(15, 25)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,945 | 0,901 | 31.258.308,41 | 49.693.500,55 | 11.345.016,27 | 18.394.203,66 | 955
2 0,948 | 0,903 | 30.332.508,02 | 49.142.223,59 | 10.205.543,59 | 17.802.489,70 | 848
3 0,949 | 0,907 | 29.914.427,43 | 48.217.632,02 | 10.291.796,56 | 17.578.871,41 | 960
4 0,939 | 0,901 | 32.889.108,67 | 49.711.086,99 | 10.970.155,63 | 17.625.161,38 | 702
5 0,943 | 0,901 | 31.738.456,64 | 49.634.065,42 | 11.095.441,49 18.405.154,44 902
6 0,946 | 0,907 | 30.938.488,72 | 48.157.757,18 | 10.496.726,02 | 17.464.169,69 | 880
7 0,948 | 0,908 | 30.336.842,76 | 48.076.061,82 | 10.479.476,64 | 17.509.758,19 | 983
8 0,943 | 0,902 | 31.863.754,78 | 49.607.328,22 | 10.840.799,78 | 17.696.622,70 | 809
9 0,948 | 0,906 | 30.307.111,37 | 48.377.948,34 | 10.116.331,20 | 17.024.649,49 | 827
10 0,941 | 0,897 | 32.181.035,64 | 50.650.731,94 | 10.730.969,02 | 17.870.032,77 | 837
Ortalama | 0,945 | 0,903 | 31.176.004,24 | 49.126.833,61 | 10.657.225,62 | 17.737.111,34 | 870
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(20, 5)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,941 | 0,902 | 32.392.243,59 | 49.380.069,97 | 10.710.992,17 17.207.724,41 | 1.208
2 0,948 | 0,908 | 30.225.619,02 | 48.055.971,95 9.867.309,91 16.871.511,99 | 1.449
3 0,946 | 0,903 | 30.848.312,98 | 49.209.120,48 9.976.775,68 17.308.285,38 | 1.171
4 0,949 | 0,905 | 30.099.857,83 | 48.776.667,15 9.842.601,60 17.073.375,71 938
5 0,948 | 0,908 | 30.259.594,92 | 47.852.356,60 | 10.060.278,40 17.065.100.46 | 1.106
6 0,950 | 0,909 | 29.578.672,85 | 47.593.581,17 9.799.251,93 17.037.151,90 | 1.055
7 0,951 | 0,908 | 29.408.469,33 | 47.995.033,15 9.831.413,25 17.174.454,38 | 1.214
8 0,950 | 0,909 | 29.664.632,89 | 47.707.518,09 9.863.390,16 17.217.380,94 | 1.186
9 0,950 | 0,907 | 29.710.690,75 | 48.232.127,53 9.746.281,43 17.377.735,70 | 1.005
10 0,954 | 0,914 | 28.537.223,05 | 46.358.606,64 9.405.720,95 16.629.530,04 | 1.566
Ortalama | 0,949 | 0,907 | 30.072.531,72 | 48.116.105,27 9.910.401,55 17.099.683,38 | 1.190
(20, 10)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,946 | 0,904 | 30.973.928,44 | 48.935.549,67 | 10.195.814,58 | 17.277.901,17 979
2 0,949 | 0,908 | 29.927.723,24 | 48.015.226,89 | 9.858.951,56 | 16.892.008,66 | 1.026
3 0,950 | 0,908 | 29.586.921,49 | 48.067.523,49 | 9.477.923,18 | 16.686.061,96 | 1.022
4 0,945 | 0,903 | 31.158.200,36 | 49.174.129,68 | 10.386.893,30 | 17.498.868,11 991
5 0,947 | 0,905 | 30.640.352,49 | 48.740.481,15 | 9.909.593,54 | 17.085.849,64 | 1.109
6 0,952 | 0,905 | 29.237.720,58 | 48.746.993,63 | 9.489.588,20 | 17.332.763,80 | 1.054
7 0,952 | 0,908 | 29.122.097,46 | 47.960.348,47 | 9.691.324,03 | 17.635.182,99 | 1.152
8 0,948 | 0,906 | 30.186.034,38 | 48.453.896,62 | 9.824.086,54 | 17.091.796,46 | 1.115
9 0,951 | 0,908 | 29.388.185,74 | 47.984.969,62 | 9.569.625,20 | 17.410.552,42 | 1.074
10 0,952 | 0.908 | 28.991.626,21 | 47.937.497,00 | 9.463.332,20 | 17.105.801,58 969
Ortalama | 0,949 | 0,906 | 29.921.279,04 | 48.401.661,62 | 9.786.713,23 | 17.201.678,68 | 1.049
(20, 15)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,947 | 0,901 | 30.579.437,50 | 49.733.529,95 | 10.079.366,30 | 17.511.214,47 884
2 0,945 | 0,899 | 31.225.384,09 | 50.239.880,59 | 10.194.207,82 | 17.743.275,37 856
3 0,948 | 0,908 | 30.177.982,85 | 48.048.343,01 | 9.575.088,98 | 16.627.204,56 928
4 0,951 | 0,905 | 29.526.002,85 | 48.717.896,67 | 9.543.318,24 | 17.108.374,93 961
5 0,951 | 0,908 | 29.505.229,07 | 48.053.811,92 | 9.426.835,70 | 16.552.877,53 | 1.120
6 0,949 | 0,907 | 30.038.099,42 | 48.321.639,16 | 9.649.810,25 | 16.896.312,48 784
7 0,949 | 0,907 | 29.907.461,51 | 48.350.074,40 | 9.717.089,48 | 17.162.707,15 849
8 0,951 | 0,909 | 29.444.738,06 | 47.620.639,51 | 9.693.883,04 | 17.064.024,61 947
9 0,952 | 0,909 | 29.263.863,52 | 47.686.480,66 | 9.666.152,49 | 17.126.390,22 956
10 0,946 | 0,903 | 30.927.725,26 | 49.313.384,12 | 10.056.655,09 | 17.313.883,43 915
Ortalama | 0,949 | 0,906 | 30.059.592,41 | 48.608.568,00 | 9.760.240,74 | 17.110.626,48 920
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(20, 20)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,950 | 0,906 | 29.583.320,56 | 48.379.944,77 | 9.665.217,84 | 17.067.478,38 | 948
2 0,951 | 0,906 | 29.417.117,01 | 48.450.747,55 9.907.898,35 17.799.567,81 932
3 0,945 | 0,905 | 31.092.275,22 | 48.621.974,22 | 10.093.103,01 17.102.718,95 802
4 0,948 | 0,906 | 30.336.339,65 | 48.427.900,31 | 9.860.253,94 | 16.972.429,27 | 815
5 0,955 | 0,910 | 28.338.161,41 | 47.570.384,28 | 9.125.835,86 | 16.881.626,21 | 1.010
6 0,952 | 0,907 | 29.033.987,43 | 48.208.579,95 | 9.167.332,68 | 16.679.613,47 | 940
7 0,951 | 0,908 | 29.313.434,63 | 48.066.622,88 | 9.595.052,57 | 16.941.239,03 | 941
8 0,952 | 0,909 | 29.096.743,85 | 47.780.195,74 | 9.352.262,87 | 17.036.726,28 | 993
9 0,951 | 0,908 | 29.563.944,54 | 48.054.321,47 | 9.632.200,45 | 17.121.280,04 | 861
10 0,950 | 0,908 | 29.838.008,15 | 47.849.722,30 | 9.449.498,76 | 16.453.895,66 | 827
Ortalama | 0,951 | 0,907 | 29.561.333,25 | 48.141.039,35 | 9.584.865,63 | 17.005.657,51 | 895
(20, 25)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,952 | 0,910 | 29.234.221,01 | 47.456.220,39 9.631.628,84 | 16.970.281,87 848
2 0,952 | 0,909 | 29.119.643,13 | 47.718.791,53 9.275.449,61 | 16.770.523,99 910
3 0,953 | 0,908 | 28.741.613,19 | 47.858.659,09 | 9.408.303,16 | 17.247.711,04 | 889
4 0,948 | 0,902 | 30.457.143,09 | 49.426.134,13 | 9.869.075,62 | 17.252.497,65 | 805
5 0,952 | 0,907 | 29.191.414,24 | 48.228.340,51 9.289.228,07 | 16.905.170,16 853
6 0,952 | 0,905 | 29.106.030,54 | 48.667.311,01 | 9.526.893,03 | 17.373.360,91 | 848
7 0,954 | 0,911 | 28.503.340,08 | 47.291.079,88 | 9.146.495,42 | 16.904.926,89 | 916
8 0,946 | 0,904 | 30.864.917,23 | 48.968.534,19 | 10.213.064,68 | 17.182.703,98 | 762
9 0,953 | 0,912 | 28.879.994,85 | 47.015.626,95 | 9.376.638,21 | 16.557.976,19 | 832
10 0,953 | 0,911 | 28.806.911,68 | 47.245.081,81 | 9.453.165,80 | 16.758.051,37 | 841
Ortalama | 0,952 | 0,908 | 29.290.522,90 | 47.987.577,95 | 9.518.994,24 | 16.992.320,41 | 850
(25, 5)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,952 | 0,906 | 29.242.695,53 | 48.423.534,90 | 9.573.817,82 | 17.409.519,75 | 1.301
2 0,945 | 0,906 | 31.094.751,53 | 48.597.039,01 | 10.157.323,29 | 17.073.652,50 928
3 0,952 | 0,911 | 29.183.770,42 | 47.299.820,08 | 9.143.168,83 | 16.413.344,14 | 1.073
4 0,950 | 0,907 | 29.581.681,29 | 48.162.371,22 | 9.560.282,91 | 16.856.273,58 | 1.125
5 0,950 | 0,908 | 29.840.704,21 | 48.019.941,66 | 9.381.458,22 | 16.571.987,38 979
6 0,952 | 0,909 | 29.264.247,61 | 47.812.122,83 | 9.345.523,80 | 16.903.277,66 976
7 0,951 | 0,907 | 29.416.542,06 | 48.167.161,41 | 9.258.064,29 | 16.546.318,91 | 1.031
8 0,950 | 0,909 | 29.803.771,09 | 47.791.450,14 | 9.509.779,41 | 16.561.351,55 | 1.259
9 0,953 | 0,909 | 28.743.517,95 | 47.696.611,46 | 9.194.861,69 | 16.846.870,93 | 1.114
10 0,950 | 0,907 | 29.723.534,29 | 48.180.855,98 | 9.254.634,65 | 16.730.045,29 904
Ortalama | 0,951 | 0,908 | 29.589.521,60 | 48.015.090,87 | 9.437.891,49 | 16.791.264,17 | 1.063
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(25, 10)
Deneme R? RMSE MAE Stire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,953 | 0,911 | 28.760.218,02 | 47.060.100,13 | 8.764.828,47 16.235.689,72 | 1.163
2 0,948 | 0,904 | 30.199.589,42 | 49.063.249,05 | 9.614.599,59 16.961.761,59 | 896
3 0,951 | 0,908 | 29.298.019,06 | 48.065.953,47 | 9.079.14584 16.332.801,15 | 982
4 0,951 | 0,908 | 29.417.325,53 | 47.948.981,51 | 9.334.153.65 16.657.744,46 | 955
5 0,954 | 0,910 | 28.659.14557 | 47.494.211,05| 8.957.529,37 16.441.586,52 | 994
6 0,948 | 0,904 | 30.191.707,11 | 48.950.023,73 | 9.596.275,01 16.891.544,00 | 978
7 0,955 | 0,910 | 28.181.147,72 | 47.514.922,41 | 8.968.590,40 16.885.604,00 | 959
8 0,952 | 0,909 | 29.134.234,71 | 47.750.086,39 | 9.303.943,32 16.673.944,73 | 1.002
9 0,954 | 0,910 | 28.619.234,53 | 47.360.820,22 | 8.875.579,59 16.590.273,22 | 915
10 0,953 | 0,910 | 28.891.892,81 | 47.435.253,25 | 9.149.981,93 16.596.483,91 | 957
Ortalama | 0,952 | 0,908 | 29.135.251,45 | 47.864.360,12 | 9.145.608,17 16.626.743,33 | 980
(25, 15)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,952 | 0,907 | 29.134.004,77 | 48.337.641,52 | 9.066.689,77 16.782.392,22 | 855
2 0,948 | 0,904 | 30.256.599,06 | 49.022.253,84 | 9.581.715,09 17.060.257,02 | 803
3 0,954 | 0,910 | 28.416.988,95 | 47.393.852,36 | 9.058.454,22 16.697.035,91 | 886
4 0,950 | 0,906 | 29.579.511,15 | 48.574.103,22 | 9.439.090,26 16.657.379,99 | 992
5 0,953 | 0,905 | 28.685.052,85 | 48.699.488,84 | 8.874.532,74 17.214.256,61 | 995
6 0,949 | 0,906 | 30.085.136,52 | 48.570.901,02 | 9.484.898,13 16.743.863,96 | 788
7 0,949 | 0,906 | 29.995.081,95 | 48.569.137,46 | 9.766.507,28 16.996.391,93 | 936
8 0,953 | 0,909 | 28.787.735,17 | 47.803.596,02 | 8.828.467,78 16.618.389,34 | 954
9 0,954 | 0,911 | 28.623.623.53 | 47.162.666,65 | 9.175.026.36 16.720.424,31 | 987
10 0,954 | 0,910 | 28.646.262,89 | 47.529.846,58 | 9.049.879,06 16.814.839,78 | 1.016
Ortalama | 0,952 | 0,907 | 29.287.374,81 | 48.166.348,75 | 9.238.914,93 16.830.523,11 | 921
(25, 20)
Deneme R? RMSE MAE Siire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,950 | 0,907 | 29.627.862,58 | 48.138.488,36 | 9.380.564,57 | 16.728.618,95 957
2 0,953 | 0,909 | 28.915.226,46 | 47.639.973,25 | 9.093.492,07 | 16.524.708,77 856
3 0,949 | 0,908 | 29.976.356,49 | 47.889.403,89 | 9.433.911,20 | 16.606.125,11 742
4 0,954 | 0,911 | 28.416.780,31 | 47.097.757,62 | 8.797.676,64 | 16.645.394,02 936
5 0,951 | 0,907 | 29.306.231,72 | 48.252.315,41 | 9.264.299,31 | 17.060.500,84 787
6 0,953 | 0,909 | 28.879.338,62 | 47.654.249,54 | 8.998.484,62 | 16.683.094,05 894
7 0,953 | 0,910 | 28.967.484,84 | 47.545.141,79 | 8.992.636,38 | 16.613.617,97 | 1.047
8 0,951 | 0,907 | 29.516.453,69 | 48.099.615,81 | 9.187.822,53 | 16.662.396,57 857
9 0,955 | 0,908 | 28.159.780,34 | 47.881.264,24 | 8.802.406,16 | 16.900.033,77 960
10 0,956 | 0,912 | 27.832.919,97 | 46.903.288,15 | 8.501.121,04 | 16.261.904,61 | 1.003
Ortalama | 0,953 | 0,909 | 28.959.843,50 | 47.710.149,81 | 9.045.241,45 | 16.668.639,47 904
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(25, 25)
Deneme R? RMSE MAE Stire
Egitim | Test Egitim Test Egitim Test (sn.)
1 0,955 | 0,911 | 28.143.376,79 | 47.302.358,61 | 8.739.936,24 | 16.839.024,59 883
2 0,952 | 0,910 | 29.122.184,88 | 47.326.122,78 | 8.953.511,07 | 16.233.394,25 898
3 0,948 | 0,905 | 30.257.670,43 | 48.709.933,97 | 9.402.387,77 | 16.670.333,74 779
4 0,953 | 0,913 | 28.728.400,15 | 46.528.752,51 | 9.099.449,51 | 16.178.717,91 | 1.027
5 0,951 | 0,909 | 29.562.222,75 | 47.599.517,76 | 9.319.291,28 | 16.334.684,53 864
6 0,954 | 0,909 | 28.578.983,67 | 47.684.095,39 | 9.028.066,05 | 16.956.087,41 793
7 0,953 | 0,911 | 28.666.995,69 | 47.242.506,69 | 9.008.939,21 | 16.630.281,46 875
8 0,958 | 0,912 | 27.204.982,63 | 46.942.779,21 | 8.455.818,39 | 16.593.889,61 929
9 0,952 | 0,911 | 29.134.052,45 | 47.211.330,44 | 9.227.703,31 | 16.424.720,37 802
10 0,953 | 0,913 | 28.674.463,51 | 46.713.446,34 | 8.781.878,49 | 16.066.051,18 831
Ortalama | 0,953 | 0,910 | 28.807.333,30 | 47.326.084,37 | 9.001.698,13 | 16.492.718,51 868
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Ek 4-Algoritmalarin Test Veri Seti Uzerinde Uriin Bazinda R? Kriteri Agisindan
Ortalama Performanslarn

Uriin Rastgele
kodu | Uriin XG _Boost | Orman | YSA | Maksimum R?
070110 | Patates-tohumluk 0,797 0,452 0,678 0,797
070190 | Patates - taze / sogutulmus 0,900 0,895 0,883 0,900
070200 | Domates 0,940 0,961 0,968 0,968
070310 | Sogan-salotlar 0,959 0,905 | 0,945 0,959
070320 | Sarimsak 0,918 0,846 | 0,942 0,942
070390 | Pirasa 0,843 0,354 0,624 0,843
070410 | Karnabahar- brokoli 0,923 0,792 | 0,940 0,940
070420 | Briiksel lahanasi 0,934 0,858 | 0,949 0,949
070490 | Beyaz lahana-kirmizi lahana- alabaslar 0,959 0,857 (0,963 0,963
070511 | Bas marul 0,797 0,791 0,847 0,847
070519 | Diger marullar 0,920 0,903 | 0,964 0,964
070521 | Basli hindiba 0,258 0,305 0,438 0,438
070529 | Diger hindiba 0,280 0,568 | 0,407 0,568
070610 | Havug-salgam 0,836 0,749 0,860 0,860

Diger turp. kirmizi pancar. teke sakali. vb yenilen
070690 | kokler - taze / sogutulmusg 0,678 0,647 | 0,754 0,754
070700 | Hiyarlar ve kornigonlar 0,914 0,937 (0,979 0,979
070810 | Bezelye 0,921 0,850 0,857 0,921
070820 | Fasulye -barbunya 0,917 0,737|0,872 0,917
070890 | Kabuklu/ kabuksuz baklagiller 0,710 0,514 0,630 0,710
070920 | Kugskonmazlar - taze / sogutulmus 0,995 0,986 | 0,997 0,997
070930 | Patlicanlar - taze / sogutulmus 0,844 0,776 | 0,866 0,866

Yaprak kerevizler - taze / sogutulmus.(kok
070940 | kerevizleri harig) 0,924 0,566 | 0,864 0,924
070951 | Agaricus cinsi mantarlar - taze / sogutulmus 0,944 0,801 | 0,986 0,986

Ciice kiz mantarlar1 -kKuzu mantarlar -diger
070959 | mantarlar 0,792 0,638 0,737 0,792
070960 | Biber 0,967 0,973 0,984 0,984
070970 | Ispanak 0,915 0,681 | 0,802 0,915
070991 | Enginar 0,662 0,371 0,296 0,662
070993 | Kabak 0,959 0,924 0,965 0,965

Salatalik sebzeler (marul (lactuca sativa) ve hindiba

(cichorium spp.)/paz1 ve yaban enginari/ kebere

rezene/ tatli misir/ bamya/ semizotu/ maydanoz/
070999 | asma yaprag ve digerleri 0,882 0,815 (0,902 0,902
080241 | Kabuklu-kestane 0,974 0,247 0,503 0,974
080242 | Kabuksuz-kestane 0,694 0,290 0,307 0,694
080310 | Plantain 0,989 0,92410,978 0,989
080390 | Muz (plantainler harig) 0,954 0,948 (0,970 0,970
080410 | Hurma 0,791 0,834 0,764 0,834
080420 | incir 0,745 0,715 0,728 0,745
080430 | Ananas 0,983 0,977 0,985 0,985
080440 | Avokado 0,967 0,979 0,979 0,979
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Kriteri Agisindan

Uriin | Rastgele
kodu | Uriin XG_Boost| Orman| YSA | Maksimum R?
080450 | Guavo, mango, mangosten 0,961 0,953 0,961 0,961
080510 | Portakal 0,809 0,845 | 0,855 0,855
080520 | Mandarin, tangerin 0,977 0,929 | 0,986 0,986

Mandarin, tangerin (klemantinler haric) : satsuma,

yerli mandarin, okitsu,mandarin ve vilking, tanjerin,
080521 | mineola mandarin 0,507 0,508 | 0,896 0,896

Klemantinler, monreale, king, freumont, nova,
080522 | marisol mandarin 0,423 0,667 | 0,546 0,667
080529 | Mandalina digerleri 0,703 0,617 | 0,646 0,703
080540 | Greyfurt 0,861 0,347 0,642 0,861
080550 | Limon 0,933 0,938 | 0,952 0,952
080590 | Diger narenciye iriinleri 0,211 0,463 | 0,106 0,463
080610 | Taze iliziim 0,968 0,980 | 0,984 0,984
080711 | Karpuzlar 0,889 0,827 0,914 0,914
080719 | Kavunlar 0,948 0,931 | 0,946 0,948
080720 | Papaya 0,978 0,868 | 0,962 0,978
080810 | Elma 0,949 0,937 0,927 0,949
080830 | Armut 0,822 0,701 | 0,905 0,905
080840 | Ayva 0,570 0,534 | 0,155 0,570
080910 | Kayisi (zerdali dahil) 0,773 0,335 0,635 0,773
080921 | Visne 0,197 0,242 10,276 0,276
080929 | Kiraz 0,743 0,640 | 0,734 0,743
080930 | Seftali-nektarin 0,752 0,597 | 0,859 0,859
080940 | Erik 0,889 0,817 0,849 0,889
081010 | Cilek 0,927 0,920 | 0,966 0,966
081020 | Ahududu 0,980 0,964 | 0,981 0,981
081030 | Frenk tiziimii 0,193 0,799 | 0,231 0,799
081040 | Yaban mersini 0,961 0,959 | 0,974 0,974
081050 | Kivi 0,941 0,873]0,819 0,941
081060 | Durian 0,332 0,177 0,891 0,891
081070 | Trabzon hurmasi 0,675 0,482 | 0,508 0,675

Demirhindi, mahun elmasi, ekmek agacit meyvesi,

sapodillo meyvesi/ ¢arkifelek meyvesi. karambola

ve pitahaya /nar/ musmula/ kusburnu ve diger
081090 | meyveler 0,954 0,876 | 0,910 0,954
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Ek 5-Algoritmalarin Test Veri Seti Uzerinde Uriin Bazinda RMSE Kriteri A¢isindan

Ortalama Performanslan

Uriin | Minimum
bazinda | RMSE'nin
Minimum | ortalama | ortalama
Uriin ) Rastgele RMSE ithalat ithalata
kodu Uriin XG_Boost Orman YSA degeri degeri orani
070110 | Patates-tohumluk | 12.278.995| 37.751.928 | 18.829.042| 12.278.995| 6.835.157 1,796
Patates - taze /
070190 | sogutulmus 60.631.804 | 74.483.389| 63.788.153| 60.631.804 | 31.564.154 1,921
070200 | Domates 167.035.996 | 164.910.165 | 128.494.448 | 128.494.448 | 54.556.047 2,355
070310 | Sogan-salotlar 29.102.034 | 57.031.281| 34.128.776| 29.102.034 | 14.805.942 1,966
070320 | Sarimsak 15.519.635| 18.750.876 | 29.032.606| 15.519.635| 7.469.740 2,078
070390 | Pirasa 9.115.704| 25.082.723| 18.818.384| 9.115.704| 4.522.779 2,016
Karnabahar-
070410 | brokoli 19.371.273| 29.629.720| 17.264.564 | 17.264.564| 9.010.175 1,916
070420 | Briiksel lahanasi 4.900.969| 28.922.884 | 12.209.946| 4.900.969| 2.567.817 1,909
Beyaz lahana-
kirmizi lahana-
070490 | alabaglar 23.433.268| 53.165.709 | 23.412.271| 23.412.271|10.163.670 2,304
070511 | Bas marul 23.596.753| 19.182.832| 26.751.233| 19.182.832|10.700.808 1,793
070519 | Diger marullar 34.627.943| 52.745.810| 23.767.546| 23.767.546 | 11.590.154 2,051
070521 | Basl1 hindiba 17.803.204 | 35.470.000| 11.467.563| 11.467.563| 4.851.913 2,364
070529 | Diger hindiba 18.955.692 | 32.506.891| 13.824.445| 13.824.445| 5.174.821 2,671
070610 | Havug-salgam 23.457.308 | 27.765.783| 23.321.205| 23.321.205|11.418.371 2,042
Diger turp. kirmizi
pancar. teke
sakali. vb yenilen
kokler - taze /
070690 | sogutulmus 13.878.247 | 24.985.628 | 18.675.652| 13.878.247 | 6.860.731 2,023
Hiyarlar ve
070700 | kornigonlar 78.225.259| 96.225.085| 39.057.802| 39.057.802 | 24.213.128 1,613
070810 | Bezelye 9.195.962| 23.101.265| 18.576.245| 9.195.962| 4.906.017 1,874
070820 | Fasulye -barbunya | 20.807.703| 36.050.106| 30.467.916| 20.807.703| 8.504.634 2,447
Kabuklu/
kabuksuz
070890 | baklagiller 2.348.863| 24.976.074| 13.382.908| 2.348.863| 1.472.939 1,595
Kuskonmazlar -
070920 | taze / sogutulmus | 19.980.276| 38.664.502 | 27.092.928| 19.980.276 | 8.769.881 2,278
Patlicanlar - taze /
070930 | sogutulmus 11.060.402 | 17.788.267 | 18.050.353| 11.060.402 | 3.880.240 2,850
Yaprak kerevizler
- taze/
sogutulmus.(kok
070940 | kerevizleri harig) 7.757.837| 17.782.513| 12.746.705| 7.757.837| 3.536.421 2,194
Agaricus cinsi
mantarlar - taze /
070951 | sogutulmus 27.659.613| 42.798.670| 13.539.870| 13.539.870 | 10.821.461 1,251
Ciice ki1z
mantarlar1 -kuzu
mantarlar -diger
070959 | mantarlar 16.270.998 | 22.279.768| 22.490.916| 16.270.998 | 8.524.032 1,909
070960 | Biber 87.543.392| 123.285.935 | 56.954.344 | 56.954.344 | 34.433.403 1,654
070970 | Ispanak 10.897.383 | 19.765.765| 16.735.493| 10.897.383 | 5.477.433 1,990




137

Ek 5-Algoritmalarin Test Veri Seti Uzerinde Uriin Bazinda RMSE Kriteri A¢isindan
Ortalama Performanslan (...devami)

Uriin | Minimum
bazinda | RMSE'nin
Minimum | ortalama | ortalama
Uriin i Rastgele RMSE ithalat ithalata
kodu Uriin XG_Boost Orman YSA degeri degeri orani
070991 | Enginar 3.678.614 | 17.902.370| 14.118.389| 3.678.614| 2.103.167 1,749
070993 | Kabak 22.224.879 | 41.772.554| 27.034.004| 22.224.879| 8.246.191 2,695
Salatalik sebzeler
(marul (lactuca
sativa) ve hindiba
(cichorium
spp.)/paz1 ve
yaban enginar1/
kebere rezene/ tath
misir/ bamya/
semizotu/
maydanoz/ asma
yapragi ve
070999 | digerleri 43.360.023 | 59.603.570| 39.028.422 | 39.028.422 | 20.815.703 1,875
080241 | Kabuklu-kestane 4.230.376 | 21.380.177| 19.159.387| 4.230.376| 2.447.609 1,728
080242 | Kabuksuz-kestane 4,239,180 | 17.882.219| 14.756.255| 4.239.180| 2.434.836 1,741
080310 | Plantain 6.204.069 | 20.864.853| 15.571.593| 6.204.069| 4.335.151 1,431
Muz (plantainler
080390 | harig) 155.983.538 | 172.102.692 | 127.656.668 | 127.656.668 | 74.198.610 1,720
080410 | Hurma 16.141.869 | 14.340.168| 20.653.141| 14.340.168| 7.841.458 1,829
080420 | Incir 10.365.650 | 13.664.796| 18.029.300| 10.365.650| 4.726.230 2,193
080430 | Ananas 24.013.792 | 40.308.106| 36.774.917| 24.013.792|11.431.366 2,101
080440 | Avokado 184.041.630 | 240.743.407 | 164.041.318 | 164.041.318 | 78.519.773 2,089
Guavo, mango,
080450 | mangosten 36.509.156 | 53.907.520| 38.063.874| 36.509.156 | 17.536.316 2,082
080510 | Portakal 69.007.381 | 61.361.263| 64.539.734| 61.361.263 | 30.528.819 2,010
Mandarin,
080520 | tangerin 31.203.633 | 57.180.893| 25.950.377 | 25.950.377|15.172.609 1,710
Mandarin,
tangerin
(klemantinler
harig) : satsuma,
yerli mandarin,
okitsu,mandarin
ve vilking,
tanjerin, mineola
080521 | mandarin 62.625.575| 63.357.782| 74.099.822| 62.625.575 | 28.220.206 2,219
Klemantinler,
monreale, king,
freumont, nova,
080522 | marisol mandarin | 73.702.505| 71.254.980|106.841.129 | 71.254.980 | 39.908.630 1,785
Mandalina
080529 | digerleri 13.893.453 | 14.733.959 | 122.216.634 | 13.893.453 | 10.472.260 1,327
080540 | Greyfurt 21.870.913 | 46.490.280| 32.933.065| 21.870.913| 9.418.388 2,322
080550 | Limon 57.418.397 | 72.495.230| 42.654.419| 42.654.419|28.106.913 1,518
Diger narenciye
080590 | iirtinleri 2.878.027 | 23.176.851| 13.301.950| 2.878.027| 1.930.320 1,491
080610 | Taze iiziim 92.868.962 | 118.290.571 | 65.758.433| 65.758.433 | 37.439.408 1,756
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Ek 5-Algoritmalarin Test Veri Seti Uzerinde Uriin Bazinda RMSE Kriteri Acisindan
Ortalama Performanslarn (...devami)

Uriin Minimum
bazinda | RMSE'nin
Minimum | ortalama | ortalama
Uriin i Rastgele RMSE ithalat ithalata
kodu Uriin XG_Boost Orman YSA degeri degeri orani
080711 | Karpuzlar 42.690.542 | 61.842.967| 37.049.072| 37.049.072| 16.652.030 2,225
080719 | Kavunlar 27.629.910| 38.344.828| 40.581.916| 27.629.910|11.610.318 2,380
080720 | Papaya 4,784,103 | 32.321.478| 18.850.373| 4.784.103| 2.281.931 2,097
080810 | EIma 46.286.472 | 51.120.247| 59.529.128| 46.286.472 | 27.641.150 1,675
080830 | Armut 29.918.207 | 38.507.604 | 33.347.758| 29.918.207 | 13.015.093 2,299
080840 | Ayva 2.198.756| 19.333.000| 15.331.842| 2.198.756| 1.067.967 2,059
Kayisi (zerdali
080910 | dahil) 12.425.770 | 25.900.408 | 19.384.668| 12.425.770| 5.354.752 2,321
080921 | Visne 10.743.300 | 37.549.970| 13.747.622| 10.743.300| 4.333.400 2,479
080929 | Kiraz 27.004.214| 30.464.816| 29.859.046 | 27.004.214 | 10.915.572 2,474
080930 | Seftali-nektarin 49.275.260| 60.241.177| 42.296.329| 42.296.329 | 20.526.712 2,061
080940 | Erik 9.110.508| 16.266.217 | 20.592.996| 9.110.508| 4.772.955 1,909
081010 | Cilek 66.855.970| 81.357.290| 38.233.189| 38.233.189 | 25.478.388 1,501
081020 | Ahududu 76.459.848 | 132.302.247 | 65.096.686 | 65.096.686 | 33.922.564 1,919
081030 | Frenk iiziimii 3.552.874| 25.355.393| 14.051.299| 3.552.874| 2.048.469 1,734
081040 | Yaban mersini 104.973.430| 144.385.292 | 81.933.944 | 81.933.944 | 45.058.411 1,818
081050 | Kivi 36.651.125| 57.985.277 | 54.990.337| 36.651.125| 18.785.096 1,951
081060 | Durian 2.425.972| 20.689.186| 13.982.539| 2.425.972| 1.471.744 1,648
081070 | Trabzon hurmasi 9.449.390| 15.303.688| 15.321.107| 9.449.390| 3.529.233 2,677
Demirhindi,
mahun elmasi,
ekmek agaci
meyvesi, sapodillo
meyvesi/
carkifelek
meyvesi.
karambola ve
pitahaya /nar/
musmula/
kusburnu ve diger
081090 | meyveler 22.780.836| 33.211.253| 26.485.172| 22.780.836| 11.296.643 2,017
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Ek 6-Algoritmalarin Test Veri Seti Uzerinde Uriin Bazinda MAE Kriteri Acisindan
Ortalama Performanslar

Uriin Minimum
- bazinda MAE'nin
Uriin P
kodu Uriin B o_rtalama o_rtalama
Rastgele Minimum ithalat ithalata
XG_Boost Orman YSA MAE degeri orani
Patates-
070110 | tohumluk 6.835.157 | 20.200.232| 9.425.223| 6.835.157| 13.648.496 0,501
Patates - taze /
070190 | sogutulmus 31.564.154 | 38.122.460| 31.465.908| 31.465.908| 81.078.577 0,388
070200 | Domates 54.556.047 | 76.175.321| 57.073.731| 54.556.047 | 219.419.471 0,249
070310 | Sogan-salotlar 14.805.942 | 32.499.839| 19.520.433| 14.805.942| 58.644.637 0,252
070320 | Sarimsak 7.469.740| 11.606.161| 12.902.188| 7.469.740| 22.167.079 0,337
070390 | Pirasa 4522779 | 15.084.829| 7.862.874| 4.522.779| 10.345.666 0,437
Karnabahar-
070410 | brokoli 9.010.175| 16.124.816| 12.333.322| 9.010.175| 29.177.739 0,309
070420 | Briiksel lahanasi 2.567.817 | 19.936.642| 3.309.643| 2.567.817| 6.059.295 0,424
Beyaz lahana-
kirmizi lahana-
070490 | alabaslar 10.163.670| 25.269.775| 14.481.579| 10.163.670| 39.283.633 0,259
070511 | Bas marul 10.700.808 | 12.222.804| 13.445.648| 10.700.808| 23.136.585 0,463
070519 | Diger marullar 11.590.154 | 25.256.132| 15.255.272| 11.590.154| 47.794.461 0,242
070521 | Basl hindiba 4.851.913| 21.912.390| 3.561.046| 3.561.046| 2.920.335 1,219
070529 | Diger hindiba 5.174.821| 19.881.023| 5.045.123| 5.045.123| 4.536.793 1,112
070610 | Havug-salgam 11.418.371| 15.080.245| 14.127.962| 11.418.371| 26.856.736 0,425
Diger turp.
kirmizi pancar.
teke sakali. vb
yenilen kokler -
taze/
070690 | sogutulmusg 6.860.731| 15.808.724| 9.374.622| 6.860.731| 13.846.658 0,495
Hiyarlar ve
070700 | kornisonlar 24.213.128 | 40.434.247| 16.828.972| 16.828.972| 75.738.840 0,222
070810 | Bezelye 4.906.017 | 13.866.763| 6.576.363| 4.906.017| 12.482.117 0,393
Fasulye -
070820 | barbunya 8.504.634 | 19.502.004| 12.855.717| 8.504.634| 28.700.180 0,296
Kabuklu/
kabuksuz
070890 | baklagiller 1.472.939| 16.734.733| 3.645.579| 1.472.939| 2.257.505 0,652
Kuskonmazlar -
taze/
070920 | sogutulmus 8.769.881| 16.350.216| 10.048.597| 8.769.881| 44.072.196 0,199
Patlicanlar - taze
070930 |/ sogutulmus 3.880.240| 10.760.707| 6.739.049| 3.880.240| 12.267.079 0,316
Yaprak
kerevizler - taze
/sogutulmus. (kok
070940 | kerevizleri hari¢) | 3.536.421| 12.351.165| 4.552.415| 3.536.421| 8.860.618 0,399
Agaricus cinsi
mantarlar - taze /
070951 | sogutulmus 10.821.461| 20.159.312| 8.095.331| 8.095.331| 28.429.014 0,285
Ciice kiz
mantarlar1 -kKuzu
mantarlar -diger
070959 | mantarlar 8.524.032| 14.132.089| 11.556.947| 8.524.032| 19.023.556 0,448
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Ek 6-Algoritmalarin Test Veri Seti Uzerinde Uriin Bazinda MAE Kriteri Acisindan
Ortalama Performanslan (...devami)

Uriin Minimum
P bazinda MAE'nin
Uriin P
kodu Uriin B o_rtalama o_rtalama
Rastgele Minimum ithalat ithalata
XG_Boost Orman YSA MAE degeri orani
070960 | Biber 34.433.403 | 48.801.474| 26.166.081 | 26.166.081 | 142.956.351 0,183
070970 | Ispanak 5.477.433 | 12.858.624| 6.506.342| 5.477.433| 10.805.587 0,507
070991 | Enginar 2.103.167 | 13.378.609| 3.826.789| 2.103.167| 1.776.197 1,184
070993 | Kabak 8.246.191 | 18.891.581| 11.138.535| 8.246.191| 34.913.241 0,236
Salatalik
sebzeler (marul
(lactuca sativa)
ve hindiba
(cichorium
spp.)/paz1 ve
yaban enginar1/
kebere rezene/
tatl musir/
bamya/
semizotu/
maydanoz/
asma yapragi ve
070999 | digerleri 20.815.703 | 32.228.928 | 18.566.276| 18.566.276 | 57.433.348 0,323
Kabuklu-
080241 | kestane 2.447.609 | 13.587.759| 7.302.515| 2.447.609| 6.632.700 0,369
Kabuksuz-
080242 | kestane 2.434.836 | 13.232.573| 3.844.241| 2.434.836| 1.834.495 1,327
080310 | Plantain 4.335.151| 12.004.993| 6.018.186| 4.335.151| 15.411.728 0,281
Muz
(plantainler
080390 | hari¢) 74.198.610| 85.312.332| 61.638.678| 61.638.678 | 314.051.687 0,196
080410 | Hurma 7.841.458 | 8.936.833| 10.185.436| 7.841.458| 16.915.261 0,464
080420 | Incir 4.726.230 | 8.849.497| 7.302.325| 4.726.230| 10.994.062 0,430
080430 | Ananas 11.431.366 | 23.513.458| 16.405.058 | 11.431.366 | 65.662.818 0,174
080440 | Avokado 78.519.773 | 97.598.736 | 65.843.634 | 65.843.634 | 182.088.647 0,362
Guavo, mango,
080450 | mangosten 17.536.316 | 30.125.104 | 19.890.921| 17.536.316 | 63.844.624 0,275
080510 | Portakal 30.528.819 | 33.031.413| 26.574.438| 26.574.438| 88.916.903 0,299
Mandarin,
080520 | tangerin 15.172.609 | 24.468.057 | 17.185.395| 15.172.609 | 90.598.126 0,167
Mandarin,
tangerin
(klemantinler
hari¢) : satsuma,
yerli mandarin,
okitsu,mandarin
ve vilking,
tanjerin,
mineola
080521 | mandarin 28.220.206 | 27.759.891| 23.709.232 | 23.709.232| 36.269.742 0,654
Klemantinler,
monreale, king,
freumont, nova,
marisol
080522 | mandarin 39.908.630 | 39.168.123 | 41.509.588 | 39.168.123 | 49.241.733 0,795
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Ek 6-Algoritmalarin Test Veri Seti Uzerinde Uriin Bazinda MAE Kriteri A¢isindan
Ortalama Performanslan (...devami)

Mandalina
080529 | digerleri 10.472.260 | 11.385.252| 39.730.732| 10.472.260| 7.779.129 1,346
080540 | Greyfurt 0.418.388| 18.919.735| 16.423.870| 9.418.388| 20.541.431 0,459
080550 |Limon 28.106.913| 38.132.121| 20.534.898| 20.534.898| 83.316.572 0,246

Diger narenciye
080590 | iirtinleri 1.930.320 | 15.507.424| 3.149.663| 1.930.320| 1.399.958 1,379
080610 | Taze liziim 37.439.408| 52.001.512| 32.919.559| 32.919.559 | 187.602.229 0,175
080711 | Karpuzlar 16.652.030 | 31.097.186| 19.497.980| 16.652.030| 48.328.042 0,345
080719 | Kavunlar 11.610.318| 22.951.887| 16.105.291| 11.610.318| 48.162.180 0,241
080720 | Papaya 2.281.931| 14.635.301| 5.666.977| 2.281.931| 9.328.561 0,245
080810 |Elma 27.641.150| 29.726.904 | 36.020.204 | 27.641.150| 94.331.102 0,293
080830 | Armut 13.015.093 | 21.348.634| 19.096.619| 13.015.093| 39.072.880 0,333
080840 | Ayva 1.067.967 | 14.627.236| 3.458.901| 1.067.967 495,719 2,154

Kayisi (zerdali
080910 | dahil) 5.354.752| 15.242.532| 9.822.605| 5.354.752| 9.573.912 0,559
080921 | Visne 4.333.400| 20.754.281| 3.252.590| 3.252.590| 1.267.881 2,565
080929 | Kiraz 10.915.572 | 15.723.093| 14.476.286| 10.915.572| 25.004.812 0,437
080930 | Seftali-nektarin | 20.526.712| 32.091.317| 24.128.631| 20.526.712| 48.229.675 0,426
080940 | Erik 4.772.955| 10.003.347| 8.722.687| 4.772.955| 13.352.041 0,357
081010 | Cilek 25.478.388| 37.666.570| 19.968.912| 19.968.912| 79.559.840 0,251
081020 | Ahududu 33.922.564| 55.731.368 | 32.061.284| 32.061.284| 89.498.214 0,358
081030 | Frenk iiziimii 2.048.469| 16.550.540| 3.810.086| 2.048.469| 2.015.107 1,017
081040 | Yaban mersini 45.058.411| 62.875.923| 41.506.751| 41.506.751| 100.443.401 0,413
081050 | Kivi 18.785.096 | 31.544.803| 28.434.009| 18.785.096| 60.620.958 0,310
081060 | Durian 1.471.744| 16.368.194| 3.256.621| 1.471.744 782.398 1,881

Trabzon
081070 | hurmasi 3.529.233| 10.811.985| 6.049.848| 3.529.233| 7.192.055 0,491

Demirhindi,

mahun elmasi,

ekmek agaci

meyvesi,

sapodillo

meyvesi/

carkifelek

meyvesi.

karambola ve

pitahaya /nar/

musmula/

kusburnu ve
081090 | diger meyveler 11.296.643 | 17.353.603| 14.640.435| 11.296.643| 35.830.693 0,315




Ek-7 OECD Ulkelerinin en fazla ithal ettigi iriinler (Muz, Domates, Avokado,

Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri

Uziim ve Biber) icin XGBoost, Rastgele Orman

XG_Boost Rastgele Orman YSA

Dénem II(J(l)l(;E Ulke E;(ljlllll Uriin ?)eergeel!( Tahmin Degeri | % Fark | Tahmin Degeri | % Fark | Tahmin Degeri | % Fark
2018 36 Avustralya | 080440 Avokado 56.438.973 81.838.824 45% 33.263.828 -41% 37.465.064 -34%
2019 36 Avustralya | 080440 Avokado 50.774.000 80.542.860 59% 32.664.347 -36% 38.172.376 -25%
2018 40 Avusturya | 080440 Avokado 37.716.187 19.335.490 -49% 30.160.946 -20% 31.555.643 -16%
2019 40 Avusturya | 080440 Avokado 40.903.000 22.103.090 -46% 30.499.450 -25% 32.130.294 -21%
2018 56 Belcika 080440 Avokado 78.452.822 60.748.372 -23% 32.595.705 -58% 163.833.696 109%
2019 56 Belcika 080440 Avokado 97.092.000 57.141.244 -41% 32.595.705 -66% 166.276.563 71%
2018 124 Kanada 080440 Avokado 223.249.331 202.954.660 -9% 142.197.161 -36% 212.225.217 -5%
2019 124 Kanada 080440 Avokado 237.830.000 203.787.970 -14% 137.867.323 -42% 212.157.291 -11%
2018 152 Sili 080440 Avokado 41.074.958 10.281.420 -75% 5.103.755 -88% 13.837.194 -66%
2019 152 Sili 080440 Avokado 28.127.000 34.255.504 22% 5.103.755 -82% 13.191.110 -53%
2018 203 Cekya 080440 Avokado 18.431.649 6.929.424 -62% 7.252.440 -61% 2.851.917 -85%
2019 203 Cekya 080440 Avokado 18.184.000 9.938.070 -45% 7.201.406 -60% 4.339.965 -76%
2018 208 Danimarka | 080440 Avokado 62.977.889 42.157.670 -33% 13.222.714 -79% 27.878.512 -56%
2019 208 Danimarka | 080440 Avokado 65.119.000 43.403.172 -33% 16.178.944 -75% 29.870.315 -54%
2018 233 Estonya 080440 Avokado 4.452.599 2.130.807 -52% 1.415.321 -68% 676.930 -85%
2019 233 Estonya 080440 Avokado 5.317.000 1.835.880 -65% 1.798.990 -66% 676.930 -87%
2018 246 Finlandiya | 080440 Avokado 28.855.717 24.754.838 -14% 7.769.070 -73% 19.657.818 -32%
2019 246 Finlandiya | 080440 Avokado 28.423.000 24.195.874 -15% 7.638.760 -73% 18.659.717 -34%
2018 251 Fransa 080440 Avokado 0 355.940.030 177.557.102 322.292.469
2019 251 Fransa 080440 Avokado 520.249.000 220.539.460 -58% 166.484.344 -68% 320.878.040 -38%
2018 276 Almanya 080440 Avokado 317.687.295 140.842.480 -56% 135.872.759 -57% 279.215.403 -12%
2019 276 Almanya 080440 Avokado 329.357.000 43.695.256 -87% 115.826.146 -65% 291.241.956 -12%
2018 348 Macaristan | 080440 Avokado 5.541.093 4.016.461 -28% 3.594.294 -35% 676.930 -88%
2019 348 Macaristan | 080440 Avokado 9.205.000 4.757.690 -48% 3.594.294 -61% 676.930 -93%

474"



Ek-7 OECD Ulkelerinin en fazla ithal ettigi iiriinler (Muz, Domates, Avokado, Uziim ve Biber) icin XGBoost, Rastgele Orman
Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri (...devami)

XG_Boost Random Forest YSA
Ulke ke Uriin {riin Gergek | Tahmin Tahmin
Dénem Kodu kodu Deger Degeri %Fark | Tahmin Degeri | %oFark | Degeri Y Fark
2018 352 izlanda 080440 | Avokado 4.823.134 3.562.858 -26% 1.291.858 -73% 610.362 -87%
2019 352 izlanda 080440 | Avokado 4.853.000 4.033.097 -17% 1.274.947 -74% 676.930 -86%
2018 372 Irlanda 080440 | Avokado 24.241.522 45.956.484 90% 14.840.339 -39% 16.677.523 -31%
2019 372 Irlanda 080440 | Avokado 22.609.000 55.051.460 143% 30.032.433 33% 16.160.910 -29%
2018 376 Israil 080440 Avokado 2.000 3.221.803 | 160990% 17.414.200| 870610% 5.494.346 | 274617%
2019 376 Israil 080440 | Avokado 0 11.764.976 26.574.957 3.354.630
2018 381 Italya 080440 | Avokado 54.128.102 15.563.814 -71% 47.630.594 -12% 85.058.023 57%
2019 381 Italya 080440 | Avokado 81.505.000 15.796.626 -81% 47.630.594 -42% 86.826.527 7%
2018 392 Japonya 080440 | Avokado 217.866.183 256.757.440 18% 161.614.566 -26% 187.945.836 -14%
2019 392 Japonya 080440 | Avokado 239.702.000 214.832.940 -10% 159.512.198 -33% 188.860.795 -21%
2018 428 Letonya 080440 | Avokado 8.340.215 2.463.528 -70% 1.849.042 -78% 676.930 -92%
2019 428 Letonya 080440 | Avokado 9.913.000 3.304.321 -67% 1.849.042 -81% 676.930 -93%
2018 440 Litvanya 080440 Avokado 12.279.457 10.014.810 -18% 6.049.917 -51% 7.199.244 -41%
2019 440 Litvanya 080440 | Avokado 14.376.000 8.576.512 -40% 6.080.741 -58% 6.237.658 -57%
2018 442 Liiksemburg | 080440 | Avokado 4.709.253 3.361.835 -29% 1.808.817 -62% 3.653.140 -22%
2019 442 Liiksemburg | 080440 | Avokado 0 3.812.752 1.808.817 4.628.392
2019 484 Meksika 080440 | Avokado 0 15.437.760 17.196.659 2.520.964
2018 528 Hollanda 080440 Avokado 540.225.597 354.157.100 -34% 296.435.158 -45% 394.311.970 -27%
2019 528 Hollanda 080440 | Avokado 1.043.851.000 342.319.040 -67% 296.564.811 -12% 392.591.194 -62%
Yeni

2019 554 Zelanda 080440 | Avokado 62.000 0 -100% 7.781.430| 12451% 676.930 992%
2018 579 Norveg 080440 | Avokado 59.472.386 45.544.028 -23% 31.828.592 -46% 36.577.153 -38%
2019 579 Norveg 080440 | Avokado 64.982.000 42.412.304 -35% 31.731.256 -51% 33.844.828 -48%
2018 616 Polonya 080440 | Avokado 52.384.220 21.074.950 -60% 23.233.104 -56% 19.746.987 -62%

evt



Ek-7 OECD Ulkelerinin en fazla ithal ettigi iiriinler (Muz, Domates, Avokado, Uziim ve Biber) icin XGBoost, Rastgele Orman
Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri (...devami)

XG_Boost Random Forest YSA
Ulke Ulke Uriin Uriin Gergek | Tahmin Tahmin
Donem | Kodu kodu Deger Degeri %Fark | Tahmin Degeri | %Fark | Degeri %Fark
2019 616 Polonya 080440 Avokado 72.045.000 21.758.560 -70% 23.386.427 -68% 20.904.288 -71%
2018 620 Portekiz 080440 Avokado 11.209.286 7.731.445 -31% 7.212.870 -36% 16.747.522 49%
2019 620 Portekiz 080440 Avokado 18.048.000 7.143.756 -60% 7.174.697 -60% 18.681.707 4%
2018 410 Giiney Kore | 080440 Avokado 0 25.152.732 69.558.198 38.330.992
2019 410 Giiney Kore | 080440 Avokado 31.785.000 29.709.340 -7% 71.556.026 125% 40.902.376 29%
2018 703 Slovakya 080440 Avokado 5.839.164 5.650.103 -3% 5.461.084 -6% 642.022 -89%
2019 703 Slovakya 080440 Avokado 7.565.000 0 -100% 5.490.393 -27% 676.930 -91%
2018 724 Ispanya 080440 Avokado 280.256.209 81.446.270 -71% 86.888.758 -69% 148.078.142 -47%
2019 724 Ispanya 080440 Avokado 347.039.000 74.843.990 -78% 86.888.758 -75% 151.181.053 -56%
2018 752 Isveg 080440 Avokado 71.501.906 59.259.892 -17% 31.820.710 -55% 36.520.563 -49%
2019 752 Isveg 080440 Avokado 0 60.220.944 31.820.710 36.570.772
2018 757 Isvicre 080440 Avokado 57.409.077 53.177.256 -7% 32.108.958 -44% 47.778.248 -17%
2019 757 Isvicre 080440 Avokado 62.526.000 42.015.988 -33% 32.011.126 -49% 46.042.452 -26%
Birlesik
2018 826 Krall?k 080440 Avokado 267.404.441 247.453.040 -7% 145.975.858 -45% 205.398.978 -23%
Birlesik

2019 826 Krall?k 080440 Avokado 342.698.000 121.513.200 -65% 134.810.432 -61% 211.154.161 -38%
2018 842 ABD 080440 Avokado 2.448.438.747| 1.937.459.200 -21% 1.506.543.934 -38% | 1.923.900.581 -21%
2019 842 ABD 080440 Avokado 2.864.125.000| 1.936.515.000 -32% 1.542.837.774 -46% | 2.000.546.989 -30%
2018 36 Avustralya | 070960 Biber 3.073.158 0 -100% 12.144.484 295% 2.043.254 -34%
2019 36 Avustralya | 070960 Biber 1.720.000 0 -100% 11.304.215 557% 2.481.332 44%
2018 40 Avusturya | 070960 Biber 73.934.644 87.788.570 19% 59.561.219 -19% 52.446.439 -29%
2019 40 Avusturya | 070960 Biber 115.686.000 92.025.016 -20% 59.844.148 -48% 52.999.391 -54%
2018 56 Belgika 070960 Biber 83.874.875 85.327.800 2% 50.011.104 -40% 136.035.048 62%
2019 56 Belgika 070960 Biber 86.140.000 84.130.360 -2% 50.585.876 -41% 134.775.912 56%
2018 124 Kanada 070960 Biber 266.165.923 238.505.310 -10% 266.288.069 0% 251.944.114 -5%

124"



Ek-7 OECD Ulkelerinin en fazla ithal ettigi iiriinler (Muz, Domates, Avokado, Uziim ve Biber) icin XGBoost, Rastgele Orman
Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri (...devami)

XG_Boost Random Forest YSA
Ulke Ulke Uriin Uriin Gergek | Tahmin Tahmin
Donem | Kodu kodu Deger Degeri %Fark | Tahmin Degeri | %Fark | Degeri %Fark

2019 124 Kanada 070960 Biber 286.488.000 253.616.080 -11% 272.000.755 -5% 260.594.866 -9%
2018 152 Sili 070960 Biber 19.171 3.101.585| 16079% 3.148.893| 16325% 1.092.990| 5601%
2019 152 Sili 070960 Biber 13.000 1.496.183| 11409% 3.826.741| 29336% 1.766.272 | 13487%
2018 203 Cekya 070960 Biber 79.793.162 59.779.736 -25% 57.323.268 -28% 75.654.707 -5%
2019 203 Cekya 070960 Biber 76.874.000 63.302.036 -18% 56.352.291 -27% 75.023.877 -2%
2018 208 Danimarka | 070960 Biber 60.741.913 50.035.800 -18% 50.568.369 -17% 49.716.163 -18%
2019 208 Danimarka | 070960 Biber 53.684.000 52.441.070 -2% 51.081.157 -5% 49.972.031 -7%
2018 233 Estonya 070960 Biber 7.222.403 13.084.164 81% 6.833.290 -5% 8.085.316 12%
2019 233 Estonya 070960 Biber 7.317.000 13.807.608 89% 7.017.828 -4% 8.141.511 11%
2018 246 Finlandiya | 070960 Biber 42.537.752 43.027.456 1% 27.816.113 -35% 38.894.388 -9%
2019 246 Finlandiya | 070960 Biber 42.077.000 39.233.356 -7% 27.675.572 -34% 40.076.754 -5%
2018 251 Fransa 070960 Biber 0 236.968.700 210.674.211 331.129.509

2019 251 Fransa 070960 Biber 252.542.000 241.620.300 -4% 230.381.365 -9% 353.458.332 40%
2018 276 Almanya 070960 Biber 831.781.097 892.065.900 7% 590.353.082 -29% 648.562.625 -22%
2019 276 Almanya 070960 Biber 800.075.000 242.718.750 -70% 454.000.504 -43% 662.734.301 -17%
2018 348 Macaristan | 070960 Biber 16.460.244 13.141.426 -20% 9.699.760 -41% 14.865.485 -10%
2019 348 Macaristan | 070960 Biber 18.730.000 12.991.004 -31% 8.938.515 -52% 15.120.299 -19%
2018 352 izlanda 070960 Biber 3.951.313 5.407.582 37% 4.396.834 11% 2.633.422 -33%
2019 352 izlanda 070960 Biber 4.146.000 8.952.896 116% 4.354.002 5% 3.564.151 -14%
2018 372 Irlanda 070960 Biber 42.893.413 44.485.850 4% 47.649.244 11% 34.406.020 -20%
2019 372 Irlanda 070960 Biber 41.247.000 56.806.536 38% 58.772.267 42% 34.654.718 -16%
2018 376 Israil 070960 Biber 444,000 10.656.222| 2300% 25.622.414 5671% 2.165.607 388%
2019 376 Israil 070960 Biber 2.204.000 21.379.972 870% 41.555.986 1785% 3.222.712 46%
2018 381 Italya 070960 Biber 114.641.291 132.215.520 15% 97.076.275 -15% 90.143.164 -21%
2019 381 Italya 070960 Biber 126.386.000 109.136.170 -14% 101.255.620 -20% 91.143.641 -28%
2018 392 Japonya 070960 Biber 135.540.459 130.782.940 -4% 144.311.717 6% 118.070.694 -13%
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Ek-7 OECD Ulkelerinin en fazla ithal ettigi iiriinler (Muz, Domates, Avokado, Uziim ve Biber) icin XGBoost, Rastgele Orman
Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri (...devami)

XG_Boost Random Forest YSA
Ulke Ulke Uriin Uriin Gergek | Tahmin Tahmin
Donem | Kodu kodu Deger Degeri %Fark | Tahmin Degeri | %Fark | Degeri %Fark
2019 392 Japonya 070960 Biber 128.712.000 134.834.420 5% 148.129.635 15% 122.376.629 -5%
2018 428 Letonya 070960 Biber 9.184.372 22.721.074 147% 9.623.725 5% 10.847.260 18%
2019 428 Letonya 070960 Biber 10.015.000 26.249.420 162% 9.373.344 -6% 10.495.307 5%
2018 440 Litvanya 070960 Biber 21.821.407 77.159.864 254% 48.233.037 121% 79.594.003 265%
2019 440 Litvanya 070960 Biber 16.748.000 74.402.090 344% 47.439.090 183% 66.102.308 295%
2018 442 Litksemburg | 070960 Biber 4.964.490 5.050.090 2% 4.838.136 -3% 7.071.455 42%
2019 442 Litksemburg | 070960 Biber 0 4.961.204 4.980.620 7.063.182
2018 484 Meksika 070960 Biber 891.512 1.686.546 89% 11.695.391 1212% 36.099.863 | 3949%
2019 484 Meksika 070960 Biber 1.549.000 1.169.730 -24% 10.384.612 570% 33.671.535 2074%
2018 528 Hollanda 070960 Biber 196.885.284 214.942.450 9% 170.204.120 -14% 200.600.630 2%
2019 528 Hollanda 070960 Biber 187.427.000 205.102.660 9% 171.858.504 -8% 203.769.352 9%
Yeni
2018 554 Zelanda 070960 Biber 2.160.400 18.503.350 756% 13.956.542 546% 6.362.764 195%
Yeni

2019 554 Zelanda 070960 Biber 1.403.000 14.156.860 909% 16.089.718 1047% 6.082.529 334%
2018 579 Norveg 070960 Biber 58.394.576 55.852.404 -4% 58.321.856 0% 49.751.875 -15%
2019 579 Norveg 070960 Biber 59.162.000 50.844.852 -14% 58.110.631 -2% 54.941.362 -1%
2018 616 Polonya 070960 Biber 128.196.025 111.910.080 -13% 81.343.684 -37% 114.765.682 -10%
2019 616 Polonya 070960 Biber 143.671.000 112.558.830 -22% 81.411.057 -43% 112.633.923 -22%
2018 620 Portekiz 070960 Biber 21.369.791 27.147.542 27% 20.449.497 -4% 22.332.714 5%
2019 620 Portekiz 070960 Biber 21.291.000 24.202.752 14% 28.864.834 36% 21.913.961 3%
2018 410 Giiney Kore | 070960 Biber 0 88.445.020 123.475.263 9.780.838
2019 410 Giiney Kore | 070960 Biber 0 88.051.384 129.776.634 10.310.522
2018 703 Slovakya 070960 Biber 30.777.480 30.181.052 -2% 24.027.954 -22% 25.639.536 -17%
2019 703 Slovakya 070960 Biber 33.299.000 37.589.784 13% 23.691.351 -29% 28.980.215 -13%
2018 724 Ispanya 070960 Biber 81.117.306 65.259.600 -20% 37.098.516 -54% 63.188.050 -22%
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Ek-7 OECD Ulkelerinin en fazla ithal ettigi iiriinler (Muz, Domates, Avokado, Uziim ve Biber) icin XGBoost, Rastgele Orman
Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri (...devam)
XG_Boost Random Forest YSA
Ulke Ulke Uriin Uriin Gergek | Tahmin Tahmin
Donem | Kodu kodu Deger Degeri %Fark | Tahmin Degeri | %Fark | Degeri %Fark
2019 724 Ispanya 070960 Biber 84.267.000 66.148.708 -22% 37.130.956 -56% 63.186.821 -25%
2018 752 Isveg 070960 Biber 74.459.583 71.206.470 -4% 66.328.667 -11% 82.614.432 11%
2019 752 Isveg 070960 Biber 0 72.167.544 66.261.294 83.957.923
2018 757 Isvicre 070960 Biber 77.088.597 80.742.420 5% 67.705.462 -12% 67.499.218 -12%
2019 757 Isvigre 070960 Biber 79.280.000 76.969.976 -3% 67.707.344 -15% 67.366.653 -15%
Birlesik
2018 826 Krall?k 070960 Biber 435.215.465 383.000.030 -12% 472.768.911 9% 453.005.960 4%
Birlesik
2019 826 Krall?k 070960 Biber 464.433.000 379.689.100 -18% 479.081.559 3% 451.620.190 -3%
2018 842 ABD 070960 Biber 1.588.501.053 | 1.429.625.300 -10% | 1.094.128.806 -31%| 1.610.234.918 1%
2019 842 ABD 070960 Biber 1.794.431.000 | 1.540.352.500 -14% | 1.107.272.612 -38% | 1.694.443.518 -6%
2018 36 Avustralya | 070200 Domates 1.070.244 8.387.453 684% 11.782.110 1001% 26.654.083 | 2390%
2019 36 Avustralya | 070200 Domates 1.441.000 13.054.414 806% 11.221.088 679% 27.030.681| 1776%
2018 40 Avusturya | 070200 Domates 95.151.237 135.308.780 42% 102.674.977 8% 99.097.564 4%
2019 40 Avusturya | 070200 Domates 97.197.000 134.643.980 39% 104.821.594 8% 98.365.650 1%
2018 56 Belcika 070200 Domates 101.880.389 167.765.710 65% 153.526.507 51% 281.684.524 176%
2019 56 Belcika 070200 Domates 107.956.000 166.979.650 55% 153.858.143 43% 279.282.518 159%
2018 124 Kanada 070200 Domates 320.982.736 298.917.440 -7% 367.283.685 14% 353.149.967 10%
2019 124 Kanada 070200 Domates 305.569.000 298.768.600 -2% 376.336.457 23% 366.016.125 20%
2018 152 Sili 070200 Domates 789.359 0 -100% 7.853.354 895% 668.095 -15%
2019 152 Sili 070200 Domates 622.000 5.833.746 838% 9.225.236 1383% 670.260 8%
2018 203 Cekya 070200 Domates 117.998.962 103.271.660 -12% 110.645.563 -6% 112.678.209 -5%
2019 203 Cekya 070200 Domates 113.612.000 108.749.810 -4% 110.544.888 -3% 111.962.520 -1%
2018 208 Danimarka | 070200 Domates 76.451.082 78.753.304 3% 63.518.312 -17% 75.779.360 -1%
2019 208 Danimarka | 070200 Domates 75.455.000 78.968.480 5% 65.528.236 -13% 75.334.202 0%
2018 233 Estonya 070200 Domates 21.531.163 31.650.726 47% 19.072.313 -11% 23.075.881 7%
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Ek-7 OECD Ulkelerinin en fazla ithal ettigi iiriinler (Muz, Domates, Avokado, Uziim ve Biber) icin XGBoost, Rastgele Orman
Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri (...devami)

XG_Boost Random Forest YSA
Ulke Ulke Uriin Uriin Gergek | Tahmin Tahmin
Donem | Kodu kodu Deger Degeri %Fark | Tahmin Degeri | %Fark | Degeri %Fark

2019 233 Estonya 070200 Domates 21.122.000 21.537.960 2% 19.574.658 -7% 23.120.328 9%
2018 246 Finlandiya | 070200 Domates 63.326.093 60.002.532 -5% 59.225.974 -6% 67.786.546 7%
2019 246 Finlandiya | 070200 Domates 64.285.000 59.492.930 -7% 59.604.306 -1% 68.926.613 7%
2018 251 Fransa 070200 Domates 0 349.690.140 479.451.618 631.017.611
2019 251 Fransa 070200 Domates 704.362.000 350.714.660 -50% 411.426.126 -42% 649.984.900 -8%
2018 276 Almanya 070200 Domates 1.474.206.920| 1.468.654.300 0% 905.693.957 -39% 964.123.784 -35%
2019 276 Almanya 070200 Domates 1.398.469.000 202.897.340 -85% 743.982.605 -47% 979.700.354 -30%
2018 348 Macaristan | 070200 Domates 28.607.036 12.668.862 -56% 18.363.795 -36% 24.212.689 -15%
2019 348 Macaristan | 070200 Domates 23.654.000 29.161.272 23% 16.392.216 -31% 25.135.703 6%
2018 352 izlanda 070200 Domates 3.203.654 3.330.535 4% 5.111.693 60% 676.930 -79%
2019 352 izlanda 070200 Domates 3.121.000 3.836.597 23% 5.113.801 64% 676.930 -78%
2018 372 frlanda 070200 Domates 54.317.852 54.906.140 1% 69.248.830 27% 63.157.423 16%
2019 372 frlanda 070200 Domates 48.103.000 50.416.724 5% 86.232.050 79% 63.726.434 32%
2018 376 Israil 070200 Domates 21.301.000 43.252.836 103% 53.760.952 152% 9.845.817 -54%
2019 376 Israil 070200 Domates 27.743.000 41.077.148 48% 79.728.060 187% 9.130.223 -67%
2018 381 italya 070200 Domates 146.083.933 162.844.620 11% 138.856.878 -5% 169.185.337 16%
2019 381 italya 070200 Domates 174.179.000 160.059.570 -8% 139.940.162 -20% 170.273.460 -2%
2018 392 Japonya 070200 Domates 34.129.487 27.162.626 -20% 71.559.149 110% 76.900.293 125%
2019 392 Japonya 070200 Domates 34.838.000 27.371.196 -21% 69.664.233 100% 81.436.214 134%
2018 428 Letonya 070200 Domates 28.757.058 37.525.596 30% 21.651.594 -25% 29.678.139 3%
2019 428 Letonya 070200 Domates 31.551.000 24.137.610 -23% 21.319.276 -32% 29.108.086 -8%
2018 440 Litvanya 070200 Domates 39.716.459 165.651.970 317% 89.511.529 125% 137.584.089 246%
2019 440 Litvanya 070200 Domates 40.381.000 165.015.020 309% 88.755.273 120% 123.438.264 206%
2018 442 Liiksemburg | 070200 Domates 16.265.790 15.570.026 -4% 13.939.419 -14% 14.079.853 -13%
2019 442 Liiksemburg | 070200 Domates 0 15.855.202 13.857.633 13.770.201
2018 484 Meksika 070200 Domates 1.225.961 6.901.334 463% 14.918.678 1117% 37.003.360 2918%
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Ek-7 OECD Ulkelerinin en fazla ithal ettigi iiriinler (Muz, Domates, Avokado, Uziim ve Biber) icin XGBoost, Rastgele Orman
Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri (...devami)

XG_Boost Random Forest YSA
Ulke Ulke Uriin Uriin Gergek | Tahmin Tahmin
Donem | Kodu kodu Deger Degeri %Fark | Tahmin Degeri | %Fark | Degeri %Fark
2019 484 Meksika 070200 Domates 557.000 40.241.300| 7125% 14.125.037 2436% 29.054.858 | 5116%
2018 528 Hollanda 070200 Domates 317.415.651 321.201.900 1% 285.982.215 -10% 399.318.032 26%
2019 528 Hollanda 070200 Domates 320.647.000 317.463.740 -1% 284.007.978 -11% 404.251.920 26%
Yeni
2018 554 Zelanda 070200 Domates 1.116.900 48.440.460 | 4237% 29.182.243 2513% 4.456.123 299%
Yeni
2019 554 Zelanda 070200 Domates 431.000 4.079.206 846% 12.957.862 2906% 3.470.441 705%
2018 579 Norveg 070200 Domates 63.662.759 51.884.572 -19% 76.674.625 20% 89.841.067 41%
2019 579 Norveg 070200 Domates 58.704.000 52.035.340 -11% 77.344.234 32% 98.137.209 67%
2018 616 Polonya 070200 Domates 242.254.812 191.644.940 -21% 132.378.137 -45% 211.722.193 -13%
2019 616 Polonya 070200 Domates 244.767.000 180.641.010 -26% 128.866.804 -47% 208.019.876 -15%
2018 620 Portekiz 070200 Domates 48.381.421 41.391.570 -14% 35.005.577 -28% 38.704.136 -20%
2019 620 Portekiz 070200 Domates 48.958.000 38.358.892 -22% 34.058.197 -30% 29.143.525 -40%
2019 410 Giiney Kore | 070200 Domates 0 55.073.796 140.245.808 44.567.337
2018 703 Slovakya 070200 Domates 37.452.716 38.150.320 2% 42.464.007 13% 45.524.940 22%
2019 703 Slovakya 070200 Domates 45.224.000 38.588.884 -15% 40.412.048 -11% 47.628.236 5%
2018 724 Ispanya 070200 Domates 145.848.484 118.579.304 -19% 79.888.015 -45% 114.554.289 -21%
2019 724 Ispanya 070200 Domates 173.675.000 119.834.750 -31% 79.607.777 -54% 108.875.147 -37%
2018 752 Isveg 070200 Domates 170.197.756 141.696.180 -17% 148.234.844 -13% 178.469.695 5%
2019 752 Isveg 070200 Domates 0 140.910.980 148.140.944 180.927.773
2018 757 Isvigre 070200 Domates 85.797.830 88.320.776 3% 84.233.345 -2% 104.947.381 22%
2019 757 Isvigre 070200 Domates 83.505.000 128.936.776 54% 82.448.111 -1% 108.935.029 30%
Birlesik
2018 826 Krall?k 070200 Domates 700.165.785 694.604.200 -1% 783.501.361 12% 688.063.390 -2%
Birlesik
2019 826 Krall?k 070200 Domates 646.517.000 689.997.200 7% 880.687.872 36% 689.292.416 7%
2018 842 ABD 070200 Domates 2.486.067.108 | 2.279.987.700 -8% 1.913.949.806 -23% | 2.208.877.947 -11%
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Ek-7 OECD Ulkelerinin en fazla ithal ettigi iiriinler (Muz, Domates, Avokado, Uziim ve Biber) icin XGBoost, Rastgele Orman
Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri (...devami)

XG_Boost Random Forest YSA
Ulke Ulke Uriin Uriin Gergek | Tahmin Tahmin
Donem | Kodu kodu Deger Degeri %Fark | Tahmin Degeri | %Fark | Degeri %Fark

2019 842 ABD 070200 | Domates 2.420.263.000| 2.338.118.100 -3%| 1.974.644.176 -18% | 2.342.855.057 -3%
Muz (plantainler

2018 36 Avustralya | 080390 | harig) 269.036 16.988.168| 6214% 78.266.219| 28991% 12.496.160 | 4545%
Muz (plantainler

2019 36 Avustralya | 080390 | harig) 234.000 96.384.700| 41090% 151.598.581| 64686% 13.323.630| 5594%
Muz (plantainler

2018 40 Avusturya | 080390 | harig) 124.633.504 186.173.520 49% 167.229.453 34% 134.529.428 8%
Muz (plantainler

2019 40 Avusturya | 080390 | harig) 132.937.000 186.594.340 40% 170.278.912 28% 134.358.593 1%
Muz (plantainler

2018 56 Belgika 080390 | harig) 1.317.283.107 | 1.379.766.000 5% | 1.103.409.937 -16% | 1.189.885.750 -10%
Muz (plantainler

2019 56 Belgika 080390 | harig) 1.073.867.000| 1.425.939.500 33%| 1.102.600.578 3% | 1.191.407.681 11%
Muz (plantainler

2018 124 Kanada 080390 | harig) 407.315.489 434.839.360 7% 374.351.162 -8% 443.767.871 9%
Muz (plantainler

2019 124 Kanada 080390 | harig) 410.226.000 433.791.360 6% 403.364.290 -2% 455.488.171 11%
Muz (plantainler

2018 152 Sili 080390 | harig) 79.122.874 57.123.176 -28% 72.136.006 -9% 75.463.015 -5%
Muz (plantainler

2019 152 Sili 080390 | harig) 83.400.000 58.372.000 -30% 72.616.556 -13% 72.644.989 -13%
Muz (plantainler

2018 203 Cekya 080390 | harig) 148.264.698 109.846.020 -26% 116.440.872 -21% 129.824.020 -12%
Muz (plantainler

2019 203 Cekya 080390 | harig) 142.718.000 119.932.590 -16% 111.983.973 -22% 128.699.759 -10%
Muz (plantainler

2018 208 Danimarka | 080390 | harig) 89.538.947 83.391.256 -71% 81.660.926 -9% 78.727.117 -12%
Muz (plantainler

2019 208 Danimarka |080390 | harig) 68.891.000 81.990.670 19% 83.613.888 21% 78.495.248 14%
Muz (plantainler

2018 233 Estonya 080390 | harig) 17.123.411 7.727.306 -55% 15.801.436 -8% 27.352.242 60%

2019 233 Estonya 080390 | Muz (plantainler 16.281.000 13.266.510 -19% 16.166.255 -1% 27.662.509 70%
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Ek-7 OECD Ulkelerinin en fazla ithal ettigi iiriinler (Muz, Domates, Avokado, Uziim ve Biber) icin XGBoost, Rastgele Orman
Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri (...devami)

XG_Boost Random Forest YSA
Ulke Ulke Uriin Uriin Gergek | Tahmin Tahmin
Donem | Kodu kodu Deger Degeri %Fark | Tahmin Degeri | %Fark | Degeri %Fark

harig)
Muz (plantainler

2018 246 Finlandiya |080390 | harig) 98.909.026 96.922.410 -2% 89.368.579 -10% 82.515.811 -17%
Muz (plantainler

2019 246 Finlandiya | 080390 | hari¢) 91.838.000 98.568.280 7% 89.907.579 -2% 83.719.213 -9%
Muz (plantainler

2018 251 Fransa 080390 | harig) 0 642.171.140 663.525.221 494.498.860
Muz (plantainler

2019 251 Fransa 080390 | harig) 536.981.000 658.696.800 23% 707.285.641 32% 509.669.698 -5%
Muz (plantainler

2018 276 Almanya 080390 | harig) 940.347.228 | 1.137.093.200 21% 901.317.676 -4% 887.267.533 -6%
Muz (plantainler

2019 276 Almanya 080390 | harig) 939.406.000 523.152.000 -44% 871.936.075 -71% 903.140.078 -4%
Muz (plantainler

2018 348 Macaristan | 080390 | harig) 35.890.583 36.231.176 1% 47.260.979 32% 31.135.547 -13%
Muz (plantainler

2019 348 Macaristan | 080390 | harig) 34.902.000 41.211.350 18% 83.722.689 140% 33.343.838 -4%
Muz (plantainler

2018 352 izlanda 080390 | harig) 3.258.116 4.002.598 23% 4.242.434 30% 3.771.553 16%
Muz (plantainler

2019 352 izlanda 080390 | harig) 2.899.000 8.139.705 181% 4.251.505 47% 1.717.911 -41%
Muz (plantainler

2018 372 Irlanda 080390 | harig) 58.276.397 78.550.290 35% 118.622.638 104% 60.256.783 3%
Muz (plantainler

2019 372 Irlanda 080390 | harig) 63.003.000 65.015.560 3% 122.463.182 94% 61.165.260 -3%
Muz (plantainler

2018 376 Israil 080390 | harig) 109.000 0 -100% 42.669.247| 39046% 1.098.288 908%
Muz (plantainler

2019 376 Israil 080390 | harig) 61.000 3.952.281| 6379% 77.028.165| 126176% 508.813 734%
Muz (plantainler

2018 381 Italya 080390 | harig) 547.280.616 512.291.100 -6% 490.831.141 -10% 497.698.300 -9%

2019 381 Italya 080390 | Muz (plantainler 509.260.000 503.718.140 -1% 490.365.828 -4% 498.537.975 -2%

TGT



Ek-7 OECD Ulkelerinin en fazla ithal ettigi iiriinler (Muz, Domates, Avokado, Uziim ve Biber) icin XGBoost, Rastgele Orman
Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri (...devami)

XG_Boost Random Forest YSA
Ulke Ulke Uriin Uriin Gergek | Tahmin Tahmin
Donem | Kodu kodu Deger Degeri %Fark | Tahmin Degeri | %Fark | Degeri %Fark
harig)
Muz (plantainler
2018 392 Japonya 080390 | harig) 911.520.352 852.833.400 -6% 873.842.822 -4% 870.673.274 -4%
Muz (plantainler
2019 392 Japonya 080390 | harig) 958.477.000 866.071.700 -10% 876.526.252 -9% 883.922.056 -8%
Muz (plantainler
2018 428 Letonya 080390 | harig) 28.822.489 34.678.010 20% 26.159.276 -9% 36.152.127 25%
Muz (plantainler
2019 428 Letonya 080390 | harig) 32.901.000 32.136.838 -2% 26.092.334 -21% 32.143.492 -2%
Muz (plantainler
2018 440 Litvanya 080390 | harig) 35.630.861 47.723.580 34% 41.579.564 17% 87.176.411 145%
Muz (plantainler
2019 440 Litvanya 080390 | harig) 32.540.000 45,101.932 39% 44.652.932 37% 69.728.499 114%
Muz (plantainler
2018 442 Liiksemburg | 080390 | hari¢) 8.762.344 1.462.817 -83% 44.612.216 409% 7.420.982 -15%
Muz (plantainler
2019 442 Liiksemburg | 080390 | harig) 0 1.373.931 44,581.023 5.874.409
Muz (plantainler
2018 484 Meksika 080390 | harig) 0 0 54.282.936 59.709.843
Muz (plantainler
2019 484 Meksika 080390 | harig) 0 0 73.526.360 52.770.007
Muz (plantainler
2018 528 Hollanda 080390 | harig) 743.379.258 388.941.400 -48% 284.333.201 -62% 400.601.225 -46%
Muz (plantainler
2019 528 Hollanda 080390 | harig) 1.029.232.000 381.099.600 -63% 283.415.761 -12% 399.999.842 -61%
Yeni Muz (plantainler
2018 554 Zelanda 080390 | harig) 68.940.530 73.505.740 7% 72.198.288 5% 66.344.174 -4%
Yeni Muz (plantainler
2019 554 Zelanda 080390 | harig) 71.640.000 73.620.080 3% 72.659.903 1% 65.743.821 -8%
Muz (plantainler
2018 579 Norveg 080390 | harig) 66.008.801 81.703.650 24% 82.072.845 24% 96.478.326 46%
2019 579 Norveg 080390 | Muz (plantainler 65.831.000 86.295.470 31% 88.650.148 35% 99.688.244 51%
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Ek-7 OECD Ulkelerinin en fazla ithal ettigi iiriinler (Muz, Domates, Avokado, Uziim ve Biber) icin XGBoost, Rastgele Orman
Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri (...devami)

XG_Boost Random Forest YSA
Ulke Ulke Uriin Uriin Gergek | Tahmin Tahmin
Donem | Kodu kodu Deger Degeri %Fark | Tahmin Degeri | %Fark | Degeri %Fark
harig)
Muz (plantainler
2018 616 Polonya 080390 | harig) 301.830.951 220.965.280 -27% 218.745.506 -28% 221.418.343 -27%
Muz (plantainler
2019 616 Polonya 080390 | harig) 280.593.000 216.900.140 -23% 219.239.265 -22% 218.345.693 -22%
Muz (plantainler
2018 620 Portekiz 080390 | harig) 138.991.014 107.490.070 -23% 114.486.070 -18% 106.540.897 -23%
Muz (plantainler
2019 620 Portekiz 080390 | harig) 135.536.000 103.233.950 -24% 112.166.380 -17% 104.851.452 -23%
Muz (plantainler
2018 410 Giiney Kore | 080390 | harig) 0 415.654.980 400.859.434 314.325.599
Muz (plantainler
2019 410 Giiney Kore | 080390 | harig) 301.550.000 429.890.500 43% 419.700.266 39% 322.406.164 7%
Muz (plantainler
2018 703 Slovakya 080390 | harig) 71.913.444 56.640.772 -21% 58.082.523 -19% 44.,551.879 -38%
Muz (plantainler
2019 703 Slovakya 080390 | harig) 72.350.000 45.,178.770 -38% 57.188.841 -21% 46.824.526 -35%
Muz (plantainler
2018 724 Ispanya 080390 | harig) 225.610.741 246.136.640 9% 211.984.739 -6% 203.167.590 -10%
Muz (plantainler
2019 724 Ispanya 080390 | harig) 226.185.000 262.226.820 16% 237.380.772 5% 202.841.585 -10%
Muz (plantainler
2018 752 Isveg 080390 | harig) 161.968.278 151.578.940 -6% 192.139.103 19% 197.004.867 22%
Muz (plantainler
2019 752 Isveg 080390 | harig) 0 160.609.300 192.667.949 199.059.281
Muz (plantainler
2018 757 Isvicre 080390 | harig) 107.342.208 146.470.140 36% 139.423.592 30% 149.635.186 39%
Muz (plantainler
2019 757 Isvigre 080390 | harig) 102.860.000 144.405.040 40% 142.271.766 38% 152.949.149 49%
Birlesik Muz (plantainler
2018 826 Krallik 080390 | harig) 740.223.877 788.383.740 7% 775.787.913 5% 826.272.988 12%
2019 826 Birlesik 080390 | Muz (plantainler 711.041.000 834.313.600 17% 778.261.240 9% 828.779.800 17%
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Ek-7 OECD Ulkelerinin en fazla ithal ettigi iiriinler (Muz, Domates, Avokado, Uziim ve Biber) icin XGBoost, Rastgele Orman
Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri (...devami)

XG_Boost Random Forest YSA
Ulke Ulke Uriin Uriin Gergek | Tahmin Tahmin
Donem | Kodu kodu Deger Degeri %Fark | Tahmin Degeri | %Fark | Degeri %Fark
Krallik harig)
Muz (plantainler
2018 842 ABD 080390 harig) 2.592.172.138| 2.514.920.400 -3% 2.139.426.524 -17% | 2.702.445.140 4%
Muz (plantainler

2019 842 ABD 080390 harig) 2.529.032.000| 2.518.621.700 0% 2.141.946.139 -15% | 2.778.825.398 10%
2018 36 Avustralya | 080610 | Taze iiziim 71.080.877 58.493.184 -18% 59.539.422 -16% 55.981.485 -21%
2019 36 Avustralya | 080610 | Taze iiziim 58.257.000 91.774.720 58% 62.033.726 6% 57.048.212 -2%
2018 40 Avusturya | 080610 | Taze iiziim 75.586.956 81.392.080 8% 74.502.790 -1% 77.707.014 3%
2019 40 Avusturya | 080610 | Taze iiziim 77.386.000 82.337.950 6% 74.194.919 -4% 75.351.570 -3%
2018 56 Belgika 080610 | Taze iiziim 115.048.889 112.311.680 -2% 98.951.485 -14% 190.331.754 65%
2019 56 Belgika 080610 | Taze iiziim 105.943.000 98.218.400 -71% 98.884.209 -7% 189.021.395 78%
2018 124 Kanada 080610 | Taze iiziim 420.919.795 419.464.060 0% 366.998.760 -13% 425.557.916 1%
2019 124 Kanada 080610 | Taze iiziim 432.654.000 411.281.630 -5% 367.913.952 -15% 436.611.567 1%
2018 152 Sili 080610 | Taze iiziim 1.359.497 0| -100% 3.193.178 135% 700.959 -48%
2019 152 Sili 080610 | Taze iiziim 1.672.000 248.040 -85% 3.071.518 84% 1.033.286 -38%
2018 203 Cekya 080610 | Taze iiziim 89.712.841 77.638.030 -13% 60.815.547 -32% 66.558.196 -26%
2019 203 Cekya 080610 | Taze iiziim 75.940.000 66.826.760 -12% 59.901.741 -21% 66.166.850 -13%
2018 208 Danimarka | 080610 | Taze iiziim 88.278.557 55.396.870 -37% 50.387.612 -43% 53.779.444 -39%
2019 208 Danimarka | 080610 | Taze {iziim 53.712.000 55.448.364 3% 53.971.754 0% 53.812.641 0%
2018 233 Estonya 080610 | Taze liziim 10.692.296 12.392.646 16% 10.860.667 2% 10.788.583 1%
2019 233 Estonya 080610 | Taze liziim 9.032.000 8.239.964 -9% 11.134.700 23% 10.836.801 20%
2018 246 Finlandiya |080610 | Taze iizim 53.807.529 46.137.916 -14% 46.639.235 -13% 50.069.674 -7%
2019 246 Finlandiya |080610 | Taze iizim 50.260.000 45.578.948 -9% 46.109.929 -8% 50.327.095 0%
2018 251 Fransa 080610 | Taze liziim 0 144.670.110 183.350.646 229.107.817

2019 251 Fransa 080610 | Taze liziim 184.075.000 157.547.300 -14% 225.237.123 22% 236.370.258 28%
2018 276 Almanya 080610 | Taze liziim 753.619.196 721.184.600 -4% 572.456.256 -24% 604.559.862 -20%
2019 276 Almanya 080610 | Taze liziim 655.586.000 59.125.816 -91% 320.755.797 -51% 581.380.747 -11%
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Ek-7 OECD Ulkelerinin en fazla ithal ettigi iiriinler (Muz, Domates, Avokado, Uziim ve Biber) icin XGBoost, Rastgele Orman
Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri (...devami)

XG_Boost Random Forest YSA
Ulke Ulke Uriin Uriin Gergek | Tahmin Tahmin
Donem | Kodu kodu Deger Degeri %Fark | Tahmin Degeri | %Fark | Degeri %Fark

2018 348 Macaristan | 080610 Taze lizim 14.702.419 0 -100% 12.346.612 -16% 6.793.669 -54%
2019 348 Macaristan | 080610 Taze liziim 21.050.000 9.424.986 -55% 13.110.168 -38% 4.394.041 -79%
2018 352 izlanda 080610 Taze lizim 5.790.291 3.850.359 -34% 5.797.171 0% 4.396.621 -24%
2019 352 izlanda 080610 Taze lizim 5.426.000 4.267.061 -21% 5.866.018 8% 4.746.641 -13%
2018 372 Irlanda 080610 Taze lizim 43.504.719 44.,384.880 2% 50.944.212 17% 39.410.833 -9%
2019 372 [rlanda 080610 Taze lizim 38.333.000 80.196.610 109% 77.076.554 101% 39.843.323 4%
2018 376 [srail 080610 Taze lizim 8.301.000 2.239.857 -73% 44.273.792 433% 4.697.018 -43%
2019 376 [srail 080610 Taze liziim 12.107.000 39.385.810 225% 69.454.447 474% 5.152.044 -57%
2018 381 Italya 080610 Taze liziim 47.027.542 72.485.170 54% 54.111.042 15% 56.284.939 20%
2019 381 Italya 080610 Taze liziim 48.077.000 68.599.160 43% 53.701.241 12% 62.592.396 30%
2018 392 Japonya 080610 Taze liziim 106.235.790 89.114.560 -16% 82.849.608 -22% 78.314.744 -26%
2019 392 Japonya 080610 Taze liziim 131.012.000 92.500.370 -29% 87.836.540 -33% 80.716.559 -38%
2018 428 Letonya 080610 Taze liziim 13.875.574 18.949.114 37% 11.524.025 -17% 12.976.624 -6%
2019 428 Letonya 080610 Taze liziim 13.205.000 13.089.850 -1% 11.492.825 -13% 12.552.800 -5%
2018 440 Litvanya 080610 Taze liziim 21.243.073 35.271.396 66% 29.401.524 38% 82.701.481 289%
2019 440 Litvanya 080610 Taze liziim 19.521.000 29.885.720 53% 29.812.354 53% 73.632.037 277%
2018 442 Liiksemburg | 080610 Taze liziim 7.950.076 6.581.933 -17% 7.570.414 -5% 11.049.692 39%
2019 442 Liiksemburg | 080610 Taze lizim 0 7.398.896 7.826.237 10.806.515

2018 484 Meksika 080610 Taze lizim 156.051.230 133.316.160 -15% 140.697.044 -10% 166.639.061 7%
2019 484 Meksika 080610 Taze lizim 130.998.000 134.142.940 2% 140.994.790 8% 155.940.618 19%
2018 528 Hollanda 080610 Taze lizim 823.531.640 690.864.260 -16% 573.012.302 -30% 686.157.084 -17%
2019 528 Hollanda 080610 Taze lizim 1.023.923.000 702.185.300 -31% 573.566.932 -44% 692.484.399 -32%

Yeni
2018 554 Zelanda 080610 Taze lizim 38.674.357 29.734.810 -23% 40.461.833 5% 33.968.174 -12%
Yeni
2019 554 Zelanda 080610 Taze lizim 38.688.000 32.294.028 -17% 40.053.089 4% 32.621.867 -16%
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Ek-7 OECD Ulkelerinin en fazla ithal ettigi iiriinler (Muz, Domates, Avokado, Uziim ve Biber) icin XGBoost, Rastgele Orman
Algoritmalar ile YSA Yonteminin Test Veri Seti Uzerindeki Tahmin Degerleri (...devami)

XG_Boost Random Forest YSA
Ulke Ulke Uriin Uriin Gergek | Tahmin Tahmin
Donem | Kodu kodu Deger Degeri %Fark | Tahmin Degeri | %Fark | Degeri %Fark
2018 579 Norveg 080610 Taze liziim 82.418.821 83.268.710 1% 84.556.950 3% 81.987.722 -1%
2019 579 Norveg 080610 Taze liziim 78.650.000 88.031.080 12% 84.642.929 8% 87.566.357 11%
2018 616 Polonya 080610 Taze liziim 187.355.831 169.315.790 -10% 167.687.522 -10% 202.590.619 8%
2019 616 Polonya 080610 Taze liziim 182.795.000 156.074.140 -15% 167.924.527 -8% 199.443.029 9%
2018 620 Portekiz 080610 Taze lizim 60.941.807 46.220.620 -24% 48.719.401 -20% 41.901.971 -31%
2019 620 Portekiz 080610 Taze liziim 51.846.000 45.100.980 -13% 48.206.622 -7% 43.891.433 -15%
2018 410 Giiney Kore | 080610 Taze liziim 0 107.306.720 194.785.596 161.480.541
2019 410 Giiney Kore | 080610 Taze liziim 202.311.000 134.702.750 -33% 197.364.949 -2% 172.023.286 -15%
2018 703 Slovakya 080610 Taze liziim 31.028.513 43.888.316 41% 34.755.441 12% 26.699.810 -14%
2019 703 _SIovakya 080610 Taze liziim 28.416.000 43.389.210 53% 34.998.314 23% 25.190.793 -11%
2018 724 Ispanya 080610 Taze liziim 99.587.101 128.376.980 29% 74.437.923 -25% 67.441.829 -32%
2019 724 1Spanya 080610 Taze liziim 108.363.000 125.576.690 16% 74.980.820 -31% 63.751.581 -41%
2018 752 Isveg 080610 Taze liziim 71.465.539 69.394.760 -3% 65.736.758 -8% 106.037.683 48%
2019 752 Isveg 080610 Taze liziim 0 70.355.820 65.934.532 107.916.486
2018 757 1svigre 080610 Taze liziim 74.132.788 83.465.920 13% 83.433.753 13% 93.940.990 27%
2019 757 Isvigre 080610 Taze liziim 66.105.000 82.459.820 25% 83.419.064 26% 97.481.243 47%
Birlesik
2018 826 Krall?k 080610 Taze liziim 687.344.947 562.231.100 -18% 594.543.287 -14% 685.044.132 0%
Birlesik

2019 826 Krall?k 080610 Taze lizim 664.563.000 744.321.200 12% 639.754.283 -4% 683.803.205 3%
2018 842 ABD 080610 Taze lizim 1.746.250.616 | 1.720.715.600 -1% 1.316.857.731 -25% | 1.708.912.074 -2%
2019 842 ABD 080610 Taze lizim 1.804.321.000| 1.691.819.000 -6% 1.336.045.780 -26% | 1.786.037.233 -1%
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