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OZET

Amac: Diinya Saglik Orgiitii’niin tanimina gore inme; 24 saatten uzun siiren ya da
Oliimle sonlanan, vaskiiler neden disinda gosterilebilir baska bir nedeni olmayan,
hizli gelisen, serebral islevin fokal ve bazen de global olan bozuklugudur (Mazzoni
ve ark., 2009). Ozellikle tibbi metinlerde, hemipleji ise “tek tarafli, kasin asiri
aktivasyonu ve motor aktivitesinde azalma, kas gerginliginin artmasi, giigsiizlik ve
secici motor kontrolii kayb1” seklinde tanimlanmaktadir (Barnes ve Fairhurst, 2012).
Bu calisma ile hemiplejik hastalarin yiiriime verileri analiz edilerek hastaliklarinin
hangi evrede (Brunnstrom Evrelemesi) oldugunun tespit edilebilmesi

amaclanmaktadir.

Yontem: Calismada kullanilan {i¢ eksenli ivmedlger sinyalleri Matlab programinda
Daubechies5 (DBS5) dalgacigi kullanilarak altinci seviyeye kadar ayristirildi. Yeni
olusan sinyallerden altinci seviyedeki yaklagim sinyalinin 6znitelikleri segildi. Daha
sonra segilen Oznitelikler WEKA programinda Iterative Classifier Optimizier,
AdaBoost, Bagging, Classification via Regression (CVR), LogitBoost, OneR, J48,
Random Forest, Random SubSpace, Multi Class Classifier ve RepTree algoritmalari;
MATLAB programinda ise Lineer Discriminant, Complex Tree, Subspace
Discriminant ve RUSBoosted Trees algoritmalari ile siniflandirma yapilarak evreleri

tahmin etmek i¢in kullanildi.

Bulgular:Bu ¢alismada hemiplejik hastalarin hangi evrede olduklari, yiiriime
sinyalleri kullanilarak ayrik dalgacik doniisimii yontemi ve yapay Ogrenme
yontemleri ile tahmin edilmeye c¢alisilmistir. Hemiplejik hastalarin Brunnstrom
Evrelerini en iyi tahmin eden smiflandirict WEKA’da LogitBoost algoritmasi ve

MATLAB programinda RUSBoosted Trees algoritmasi olmustur.

Sonu¢: Hemiplejik hastalarin tedavisine yon verme bakimindan 6nemli olan evre
belirlemede dalgacik donilisiimii yontemi ve yapay Ogrenme yoOntemlerinin
kullanilabilecegi gortilmiistiir. LogitBoost ve RUSBoosted Trees algoritmalari en iyi

sonucu vermistir.

Anahtar Kelimeler: Yiiriime analizi, hemipleji, ayrik dalgacik doniisiimii, yapay

O0grenme, siniflandirma



ABSTRACT

Objective: Stroke is defined by the World Health Organization as a clinical
syndrome consisting of rapidly developing clinical signs of focal (or global in case of
coma) disturbance of cerebral function lasting more than 24 hours or leading to death
with no apparent cause other than a vascular origin (Mazzoni et al,
2009). Specifically in medical texts, hemiplegia is defined as a one-sided pattern of
muscle overactivation and reduction in motor activity, leading to increased muscle
tightness, and reflexes, weakness and loss of selective motor control (Barnes
Fairhurst, 2012). In this study, we aimed to predict stages (Brunnstrom

Classification) of hemiplegic patients by analyzing their walking data.

Method: The triaxial accelerometer signals used in the study were separated to the
sixth  level using the Daubechies5 (DB5) wavelet transform in
the MATLAB program. The features of the sixth level separated approach signal was
selected to form new signals. Then, various classification algorithms were used in
WEKA and MATLAB programs to analyze these data. In WEKA, Iterative Classifier
Optimizier, AdaBoost, Bagging, Classification via Regression (CVR), Logit Boost,
OneR, J48, Random Forest, Random SubSpace, Multi Class Classifier and
RepTree algorithms were used. In MATLAB, Lineer Discriminant, Complex Tree,

Subspace Discriminant and RUSBoosted Trees algorithms were used.

Results: In this study, the stages of hemiplegic patients were estimated by using
discrete wavelet transform method and machine learning algorithms on gait
signals. LogitBoost and RUSBoosted Trees algorithms are found to be the best

classifiers to predict Brunnstrom stages of hemiplegic patients.

Result: It has been observed that wavelet transform method and machine learning
methods can be used in stage determination which is important in the treatment of
hemiplegic patients. LogitBoost and RUSBoosted Trees algorithms produced the

best results.

Key words: Gait analysis, hemiplegia, discrete wavelet transform, machine learning,

classification
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1. GIRIS

Hemoraji ya da iskemi nedeniyle beyin dokusunda tikanikliga neden olan hemipleji,
genel olarak aniden baslayan, norolojik bozukluklarla ilerleyen serebrovaskiiler
olaylarin (SVO) en sik goriilen bulgusudur (Karaduman ve ark., 2018). Konjenital
hemipleji diye bilinen hemipleji, dogumdan 6nce, dogum sirasinda ya da dogumdan
sonra (yaklasik iki yasina kadar) gergeklesir. Kazanilmis hemipleji ise inme, kaza,
enfeksiyon veya timor gibi hastaliklar1 takiben gergeklesir. Vakalarin yaklasik %

80'i konjenitaldir ve %20'si sonradan kazanilmistir (Barnesve Fairhurst, 2012).

Yapilan arasgtirmalar inme gegirenlerin yaklasik olarak tigte ikisinin yardimsiz
ambule olamadigini, rehabilitasyon alanlarin ise tedaviden sonra ancak yarisinin

bagimsiz yiiriiyebildigini gostermistir (Jorgensen, ve ark., 1995).

Hemiplejik yliriiylis kavrami uzmanlar tarafindan hemiplejik hastanin yiiriiyiisi

sirasinda agir, zorlu, zayif koordinasyonlu hareket paterni ve viicut postiirii olarak
ifade edilir (Kuan ve ark., 1999).

Hemiplejik hastalar1 degerlendirmek icin bir ¢ok yontem bulunsa da bunlardan en sik
tercih edileni ve bu ¢alismada yer alan hemiplejik hastalarin degerlendirilmesinde
kullanilan yontem Brunnstrom Evrelemesidir. Brunnstrom alt1 iyilesme evresinden
olusmaktadir. Ancak ilk iki evrede yiirime s6z konusu olmadigi i¢in ¢alismaya
yalnizea III., IV., V. ve VI. evredeki hemiplejik hastalar dahil edilmistir. Hastalarin
Brunnstrom evresine hekim veya fizyoterapist karar vermektedir. Literatiir
incelendiginde Brunnstrom evresini otomatik olarak belirlemek amaciyla yapilan
cesitli ¢alismalarin oldugu gériilmiistiir. Ornegin, Lei Yu ve arkadaslar1 2012 yilinda
yaptiklar1 ¢aligmada inme gegiren hastalarun Brunnstrom evrelerini otomatik olarak
belirleyebilmek icin iist ekstremite hareket oOzelliklerini analiz ederek makine
ogrenmesi yontemleri ile bir model kurmuslardir. Modelin evreleri tahmin edebilme

basarisini %92 olarak belirtmislerdir (Lei ve ark., 2012).

Bu tez ¢alismasinin amaci hemiplejik hastalarin yiiriime sinyallerinden hangi evrede
olduklarin1 objektif bir sekilde belirleyebilmektir. Bu baglamda yiiriime ile ilgili

biyomekanik  Ozelliklerin ~ Ol¢limii, analizi ve degerlendirilmesi olarak



tanimlayabilecegimiz  ylirime analizi iglemi gergeklestirilmesine  ihtiyag

duyulmustur.

Insan yiirilyiisiinii incelemek i¢in kullanilan bu teknolojik araglar iki farkli yaklasima
gore smiflandirilabilir: giyilemez sensor tabanli olanlar ve giyilebilir sensorler.
Giyilemez sensor sistemleri, sensorlerin bulundugu yerde kontrollii arastirma sartlari
kullanmay1 gerektirir ve hasta net olarak isaretlenmis alan {izerinde yiiriirken yiiriiyiis
izerine veri yakalar. Bunun aksine, giyilebilir sistemler laboratuvarin disindaki
verileri analiz etmeyi ve kisinin gilinliik aktiviteleri sirasinda insan yiirliylisi
hakkinda bilgi toplamayr miimkiin kilmaktadir. Giyilebilir sensor sistemleri ayak,
diz, uyluk veya bel gibi viicudun cesitli yerlerinde bulunan sensérleri kullanir. insan
yiirliylistinii  etkileyen c¢esitli sinyalleri yakalamak i¢in farkli tiirde sensdrler
mevcuttur. Bunlar, ivmeodlgerler, jiroskopik sensorler, manyetometreler, kuvvet
sensorleri, ekstensometreler, goniometreler, aktif isaretler, elektromiyografi vb.
olarak sayilabilir. Ivmedlcer ve jiroskop gibi giyilebilir sensorler, boyutlari,
maliyetleri ve biyomekanik yiirliylis verilerinin kolayca toplanabilme yetenegi goz
Oniine alindiginda, geleneksel optik yiiriiyiis analiz sistemlerine gore giderek popiiler

hale gelmektedir.

Bu ¢alismada da giyilebilir bir teknoloji olan ii¢ eksenli ivmedlgerden alinan yiiriime

sinyalleri kullanilmistir.

Giiniimiizde ¢ok ¢esitli sinyal isleme yontemi bulunmaktadir ve bunlardan biri de
Dalgacik Doniisiimii teknigidir. Dalgacik Doniisiimii (DD) bir sinyalin zaman-
frekans gosterimini veren matematiksel bir yontemdir. Dalgacik doniigiimii, zaman-
frekans lokalizasyonu (belirli bir zamanda ve frekansta bir sinyalin elde edilmesi
veya farkli 6l¢eklerdeki alanlarda gesitli konumlarda 6znitelik ¢ikarilmasi) ve farkli-
oranl filtreleme (gesitli frekanslara sahip sinyalleri ayirt etme) gibi O6zellikleri

nedeniyle sinyal islemede etkili bir aractir (Meyer, 1993; Samant ve Adeli, 2000).

Bu tez caligmasinin amaci dogrultusunda sinyaller Matlab programi kullanilarak
Dalgacik Doniistimii  teknigi ile islenmis ve ardindan Weka programinda
smiflandirma algoritmalar1 ile smiflandandilirmistir. Son olarak siniflandirma

sonuglar1 degerlendirilmistir.



2. GENEL BIiLGILER

2.1. Hemipleji

Yunanca “hemi” = yar1 ve “plegia” = islev kaybi1 kelimelerinin birlesmesinden
olusan hemipleji, beynin zarar gormesinden kaynaklanan ve yasam boyu siirebilen
bir hastaliktir (Barnes ve Fairhurst, 2012). Bir baska tanimla hemoraji ya da iskemi
nedeniyle beyin dokusunda tikanikliga neden olan hemipleji, genel olarak aniden
baslayan, norolojik bozukluklarla ilerleyen serebrovaskiiler olaylarin (SVO) en sik
goriilen bulgusudur (Karaduman ve ark., 2018). Hemipleji ve hemiparezi, her ikisi de
viicudun bir tarafinin zayifligin1 gosterir. Hemiparezi viicudun bir tarafindaki bir kas
zayifligr (veya kismi felg) iken hemipleji viicudun bir tarafinda kol, bacak ve

govdede toplam felg anlamina gelir (Chinnabhandar ve ark., 2018).

Hemipleji, viicudun bir tarafindaki hareketi farkli seviyelerde etkiler. Ayrica epilepsi,
ogrenme zorluklar1 ve anksiyete gibi diger daha az goriilen etkilere neden olabilir.
Her 1000 kisiden birini etkiyen hemipleji, beynin etkilenen boliimiine bagli olarak
sag veya sol hemipleji seklinde kendini gdsterebilir. Bu durum bacaklarin, gévdenin
ve yliziin hareketlerini kontrol eden beyin boliimiinlin hasariyla ilgilidir. Genel
olarak, beynin sol tarafindaki hasar sag hemiplejiye ve sag tarafta meydana gelen
hasar sol hemiplejiye neden olur (http://www.hemihelp.org.uk, Erisim tarihi 12 Ekim
2018).

Hemipleji iki tiirlii gerceklesebilir. Konjenital hemipleji diye bilinen hemipleji,
dogumdan 6nce, dogum sirasinda ya da dogumdan sonra (yaklasik iki yasina kadar)
gerceklesir. Kazanilmis hemipleji ise inme, kaza, enfeksiyon veya tiimor gibi
hastaliklar1 takiben gergeklesir. Vakalarin yaklasik % 80'i konjenitaldir ve % 20'si

sonradan kazanilmistir (Barnesve Fairhurst, 2012).

2.1.1. Konjenital Hemipleji

Konjenital hemipleji, yenidogan serebral palsinin sebep oldugu bir durumdur.
Genellikle zamaninda dogan bebeklerde goriilen konjenital hemiplejinin goriilme
sikligr son yillarda diisiik kilolu prematiire bebeklerde de artmistir. Konjenital
hemiplejinin insidansinin 0.41-0.79/1000 oldugu tahmin edilmektedir (Panteliadis ve
ark. 2007). Vakalarin 2/3’ten fazlasinin sebebi beyin kanamasi veya orta serebral

arterin beslenme bolgesindeki serebral enfarktiistiir. Bir ¢ok vakada prenatal faktorler
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perinatal faktorlerden baskin gelmektedir. Klinik bulgular genellikle bebekler 6-9
aylikken aileler tarafindan farkedilir (Neville ve Goodman, 2001).

Konjenital hemipleji ile iliskili olarak siklikla epilepsi (% 27-47), mental
retardasyon (% 20-45), skolyoz (% 15-30), gérme bozukluklari (% 10-25),
konusma bozukluklar1 (% 20) veya isitme kayb1 (% 3-5) gozlemlenir (Guzzetta ve
ark., 2001).

2.1.2. Kazamlms Hemipleji

Inme, serebral palsi, epilepsi, beyin dokusunun iltihaplanmasi, multipl skleroz,
menenjit gibi hastaliklar veya kaza sonucu beynin hasar gormesi nedeniyle sonradan
viicudun bir yarisinda meydana gelen islev bozukluklar1 kazanilmis hemipleji olarak

tanimlanir.

Inme, ani baslangich, vaskiiler nedene bagh fokal norolojik defisit olarak
tanimlanmaktadir (Giindiiz, 2006). Gelismis iilkelerde {igiincii en sik 6liim nedeni ve
diinyada ikinci siklikta goriilen 6liim nedeni olan inme, sik yatirilarak tedavi edilen
norolojik hastalik olmasi, uzun siireli oziirliiliige yol agmasi sebebi ile 6nemini

korumaktadir (World Health Organization, 2018; Stinear, 2010).

Inmeli hastalarm %60°dan fazlas1 giinliik hayat faaliyetlerini zorlastiran kalici
nérolojik defisitlerden yakinmaktadir (Jongbloed, 1986). inmeden sonra bagimsiz
olarak yasayabilme yetenegi, biiyiik oOl¢iide motor bozuklugunun ve motor
fonksiyonunun geri kazanilmasina baglidir. Motor geri kazanimimin dogru tahmin
edilmesi rehabilitasyon planlamasina yardimci olur ve klinisyenler ile hastalar

tarafindan gercekei hedef belirlemeye yardimci olur (Stinear, 2010).

Yapilan arastirmalar inme gegirenlerin yaklagik olarak tigte ikisinin yardimsiz
ambule olamadigini, rehabilitasyon alanlarin ise tedaviden sonra ancak yarisinin
bagimsiz yiirliyebildigini gostermistir. Bozuk yiliriime fonksiyonunun inme sonrasi
fonksiyonel bozuklukta katkisi biiyiik olup, inme gegiren hastalar tarafindan en sik
dile getirilen hedef daha iyi bir yiirime fonksiyonudur. Yiiriime islevinin iyilesmesi
genellikle inmeden sonraki ilk 6 ay i¢inde ortaya ¢ikar. Bununla birlikte, bu 6 ayda

fonksiyonel iyilesmenin tamamlandigi zaman hakkinda ¢ok az bilgi vardir ve bu



bilgiler inme rehabilitasyonu klinigine basvuran az sayidaki hastaya dayanmaktadir
(Jorgensen, ve ark., 1995).

Serebral palsi (SP), dogumdan once, dogum esnasinda ya da dogumdan sonra
meydana gelen, beyin hasarindan kaynaklanan motor bozukluklarin bir biitiiniidiir.
Beyindeki hasar motor sistemi etkiler ve sonug olarak zayif koordinasyon, bozuk
denge veya anormal hareket paternleri ya da bu o6zelliklerin bir kombinasyonu
goriilebilir (Miller ve Bachrach, 2008). Gelismis iilkelerde, SP prevalansi 1000 canli
dogumda yaklasik 1.4-2.9'dur (Oskoui ve ark., 2013).Onceki ¢alismalarda,
aragtirmacilar SP icin yiliksek risk faktorleri arasinda dogum sirasinda oksijensiz
kalma, diisik dogum agirligi ve anne enfeksiyonu konularina dikkat ¢ekmislerdir

(Yuan ve ark., 2018; Bearden ve ark., 2016).

2.1.3. Hemiplejik Yiiriime

Yirtime, bir konumdan digerine hareket ederken bacaklarin ikisinin birden, en az
birinin mutlaka zemin ile temas halinde olmasi kosuluyla, viicudu desteklemek ve
ilerletmek maksadiyla kullanilmasidir. Govdeyi 6ne dogru ilerletmek amaciyla Sekil
1’deki gibi bacaklarda siirekli ve belirli bir diizende tekrarlanan hareket zincirine

yuriime dongiisii ad1 verilir (Eser ve ark., 2004).

A4

HEELSTRIKE FOOT FLAT MID STANCE PUSH OFF

Fig. 1. The phases of gait. Stance phase: (a) heel strike, (b) foot flat, (c) midstance, and
(d) push-off.

ACCELERATION MIDSWING DECELERATION

Sekil 2.1.Yiriime dongiisii (Hoppenfeld, 1976)

Yirtime dongiisii durus ve salinim fazlari olarak iki temel boliimden olusur. Normal
yiirtime siklusunun % 60’1 durus evresinde gecer ve % 40’1 salinim evresindedir. Her

bir evre kendi aralarinda daha kiigiik bilesenlere ayrilmistir (Hoppenfeld, 1976):



Tablo 2.1. Yiriime evreleri

Durus Evresi Salinim Evresi
Topuk temas evresi Hizlanma evresi
Taban temas evresi Salinim orta evresi
Durus orta evresi Yavaslama evresi
Parmak temas evresi

Hemiplejik hastalarin  fizyolojik aktivitelerindeki en Onemli sorun yliriime
bozuklugudur. Hemiplejik hastalar ayak fonksiyonlari ve ayakta durmak i¢in postiiral
kontrol planlar1 gerektirir ve postiiral kontrol yetersiz oldugunda fonksiyonel yiiriime
bozuklugu gosterirler (You ve Chung, 2015). Hemiplejik yiiriiyiis kavrami uzmanlar
tarafindan hemiplejik hastanin yiiriiyiisii sirasinda agir, zorlu, zayif koordinasyonlu
hareket paterni ve viicut postiirii olarak ifade edilir. Perry, hemiplejik yiirliylisi
gozlemis ve hemiplejik hastalarin topuk vurusunun yetersiz, durus sirasinda
dengenin kotii kontrollii, hizlanma evresini baslatmak i¢in itme giicii olusturmanin ve
salinim sirasinda etkilenmis ekstremitenin yetersiz kaldigini belirtmistir. Zayif tek
bacakli dengenin yani sira ilerlemeyi kontrol etmenin zorlugunu hemiplejik

yiiriiyiiste gézlenen anormallige yol agtigini one stirmiistiir (Kuan ve ark., 1999).

Hemiplejik yiiriiyiis yavas ve asimetrik adimli, etkilenmemis uzuvda basma fazinin
uzadigi, etkilenmis kisimda basma siiresinin kisaldig1 ve adim araliginin azaldigy, ¢ift
ayak tizerine basma siiresinin uzadigi ve govdeyi ileri itmenin zorlagtig1 bir yiiriime
seklidir. Hemiplejik hastalarda yiiriime bozuklugu nedenleri; selektif motor kontrol
bozuklugu, kaslarin giigsiiz olmasi, tonus degisikligi, bilissel bozukluklar, koordine
hareketlerin bozulmasi, eklem hareket agikliginin kaybi, denge kurmada yasanan

zorluk ve duyusal geribildirim kaybidir (Roth ve ark., 1997).

2.2. Norofizyolojik Degerlendirme Yontemleri

Tedavi yontemleri ilk olarak 1940’11 yillarin sonlarinda gelistirilmeye baglamis ve
1950’1 yillarin baslarinda kabul gorerek tedavi ve egitim yaklasimlarinda temel
degisiklikler gozlenmeye baslanmistir. Bu degisiklikler de noroloji alanindaki
fizyoterapi uygulamalarinin gelisimine yansmmistir. Ik yaklasimlar, Rood (1954),

Kabat ve Knott (1954), Brunnstrom (1956) ve Bobath (1969)’in calismalariyla



gerceklesmistir. Bu yazarlar, yontemlerini ndrofizyolojik temellerin iizerine insa

etmislerdir.

2.2.1. Rood

Merkezi sinir sistemi bozukluklarinin tedavisinde Rood Yaklasimi 1950'lerde
Margaret Rood tarafindan gelistirilmistir. Rood'un teknigi, hareketin rahatlatilmasi
ve inhibe edilmesi olarak kategorize edilebilir. Rood, néromiiskiiler disfonksiyonlari
olan hastalarda deri tstii stimiilasyon ile gelistirilmis bir terapatik egzersiz sistemi

gelistirmistir (Metcalfe ve Lawes, 1998).

2.2.2. Proprioseptif Noromuskiiler Fasilitasyon

Knott ve Kabat tarafindan 1950’lilerde Vallejo Kaliforniya Kaiser Birliginde
gelistirilen bu yontem eklem hareket acikligi i¢in yaygm bir yaklasimdir. Bu
yaklagim Oncelikle ¢ocuklar i¢in gelistirilmis ancak daha sonralari hem erigkin hem
de ¢ocuklar icin ndrolojik ve ortopedik bozukluklarda yaygin olarak kullanilmistir.
Proprioseptif Noromuskiiler Fasilitasyon, kas esnekligini iyilestirmek igin kullanilan
bir germe teknigidir ve aktif ve pasif hareket agikligi iizerinde olumlu bir etkiye

sahip oldugu gosterilmistir (Hindle ve ark., 2012).

2.2.3. Bobath

Bobath yaklasimida ilk olarak 1950'lerde gelistirilmistir. Bobath kavrami giiniimiizde
merkezi sinir sisteminin bir lezyon nedeniyle fonksiyon, hareket ve postiiral kontrol
bozuklugu olan bireylerin degerlendirilmesi ve tedavisi i¢in bir problem ¢dzme
yaklagimi olarak tanimlanmaktadir. Kavram, gorev performansimi gozlemlemek,
analiz etmek ve yorumlamak icin bir yol saglar. Bobath yaklasimmnin klinik
uygulamasi, bir dizi standart teknikten ziyade bireysellestirilmis bir akil ylirlitme
stireci kullanmaktadir (Vaughan-Graham, 2009).

1970’lerde Bobath bu yontemi refleks inhibitor postiirlerle ve minder egzersizleriyle
uygulamis, sonraki yillarda (1990) tedavi yontemlerinde degisiklikler tanimlamistir.
Statik c¢alismalardan uzaklasilarak, hastanin tedavisine aktif agirlik vermistir.
Hastanin motor problemlerine oldugu kadar duyusal, algisal ve uyumsal davranis
diizeyine de agirlik verilerek, bir biitiin halinde egitimin siirdiiriilmesine dikkat
cekmistir. Bununla birlikte, yillar boyunca esas igerigini hi¢ degistirmemis ve esas

problem olan zayif koordinasyon ve kaybolan kas fonksiyon kontrolii tlizerinde



durmak gerektigini 1srarla belirtmistir. Teknikleri de bu hedef dogrultusunda gelisim
gostermistir (Otman ve ark., 2001).

2.2.4. Brunnstrom

Hemiplejik hastalarda sik goriilen hemiplejik tarafin ihmali Brunnstrom’un dikkatini
cekerek, baslangic noktasini olusturmustur. Diger yaklagimlarda oldugu gibi, geri
doniis asamalarinin degerlendirilmesi ilk basamagi olusturmaktadir. Bu asamalar,
normal gelisimle paralellik gosterir ve hemiplejik hastalarin bu asamalardan herhangi

birinde platoya ulasabilecegi diistiniilmektedir.

Tedavinin amaci hastanin var olan hareket derecesini tayin ederek o noktadan
tedaviye baslamak, reflekslerin egitilmesiyle birlikte, kas islevinin subkortikalden

kortikale dogru ilerletmektir.

Brunnstrom hareket terapisi, klinik pratikte terapistler tarafindan yaygin olarak
kullanilmaktadir. Bununla birlikte, yaklagimi uygulamak icin 6zel bir egitim gerekli
degildir. Miidahalede kullanilan teknikler ve yontemler “Brunnstrom’un Hemipleji
Hareket Terapisi: Norofizyolojik bir Yaklasim” adli kitabinda verilmistir (Pandian ve
ark., 2012).

Brunnstrom hemiplejik hastalarin belirli iyilesme evreleri gegirdigini gozlemlemis,
bu evrelerin ilerleyisinin bazen hizli bazen de yavas olabilecegini ifade etmistir.
Iyilesme siireci genellikle proksimalden distale dogru olmaktadir. Ust ekstremitede
fleksor sinerji genellikle ekstansor sinerjiden Once ortaya cikmaktadir. istemli
hareketten once refleks hareket, izole ve ince motor hareketten dnce de kaba hareket

ortaya ¢cikmaktadir.

Pek ¢ok hastada gozlenen ve Brunnstrom tarafindan tanimlanan Brunnstrom iyilesme

evreleri Tablo 2.2°de gosterilmistir.



Tablo 2.2. Brunnstrom motor iyilesme evreleri

Evre | Tutulan bacakta higbir hareket yoktur. Bacak tiimiiyle flaskur.
Evre 2 Minimal istemli_hareket mevcuttur.
Evre 3 Otururken ve ayakta kalga, diz, ayak bilegi fleksiyonu istemli olarak yapilabilir.

Spastisite en yiiksek noktadadir.

Evre 4 Otururken ayadini arkaya koyarak 90 dereceyi asan diz fleksiyonu yapabilir. Topugu
yerden kaldirmadan ayak biledi dorsifleksiyonu yapabilir.

Evre 5 Ayakta o bacaga adirlik vermeden izole diz fleksiyonu ile birlikte kalca ekstansiyonu,
kalca ve diz ekstansiyonu ile izole ayak biledi dorsifleksiyonu yapabilir.

Otururken veya ayakta dururken kalga abdiiksiyonu, otururken ayak bilegi
inversiyonu ve eversiyonu ile beraber dizin resiprokal ice ve disa rotasyonunu
basarabilir.

Evre 6

2.3. Dalgacik Doniisiimii

Sinyal, fiziki bir biyiikliigii ya da degiskeni ifade eden bir fonksiyondur. Sinyaller,
tipik olarak olgunun kendisi ya da davranisi ile ilgili bilgi verir. Sinyalleri; siirekli-
ayrik, analog-dijital, gercek-karmasik, belirli-rastgele, tek-cift, periyodik-periyodik

olmayan, enerji ve gii¢ sinyalleri olarak gruplandirabiliriz (Oner ve ark.,2017).

Bir fiziki biyiikliigiin bir ya da birden ¢ok bagimsiz degiskene goére durumunu
aciklayan gozlemlere zaman serisi denir. Zaman serilerinde bagimsiz degisken
genellikle zamandir. Matematiksel olarak tanimlandiginda (t) ye baglh bir
g(t)fonksiyonu seklinde tanimlanir. Veriler siirekli bir sekilde kaydediliyorsa elde
edilen seriler siirekli seriler, belirli araliklarda kaydediliyorsa ayrik serilerdir. Siirekli
serilerdeki veri boyutunun fazla olmasi sebebiyle, icinden 6rnekleme yapilarak ayrik
diziler olusturulur. Giiniimiizde, bir¢ok fiziksel biiyiikliik siirekli ve ayrik sinyal
olarak gdsterilmekte ve bu sinyallerin analizinde yaygin olarak Dalgacik (Wavelet)

analizi kullanilmaktadir (Oner ve ark., 2017).

Fourier doniisiimii, sinyalin frekans bilesenlerini analiz etmek i¢in kullanighi bir
aractir. En ¢ok tercih edilen spektral analiz yontemi olan Fourier analizi bir sinyali
zaman diizleminden frekans diizlemine doniistiiriir fakat frekans alanina gecildiginde

zaman alani kaybolur. Bu problemin ¢éziimlenmesi amaciyla Gabor (1946), Gabor



doniistimiiya da Kisa Zamanli Fourier Doniisiimii (KZDF) diye isimlendirilen
matematiksel doniisimii gelistirmistir. Kisa Zamanli Fourier Doniisiimii, hem
frekans hem de zamanla ilgili bilgi veren spektrogrami bulmak amaciyla kayan bir
pencere kullanir. KZDF ile kusursuz frekans ¢oziiniirliigii elde edilemese de diisiik
frekans ¢ozintrligi ile kabul edilebilir 6lgiide zaman ¢oziiniirliigii saglanir. Kisa
Zamanli Fourier Doniisiimiinde yiiksek ve diisiik frekansh bileskeler igin pencere
fonksiyonu genisligi degistirilemez. Sinyalin birkag zaman-frekans gosterimi,
yalmzca farkli pencere fonksiyonu genislikleri ile Kisa Zamanli Fourier
Doniisiimiiniin birkag kez tekrarlanmasi ile elde edilmesi miimkiin olur. Ancak boyle
bir analiz, zaman kaybina yol agmas1 ve gereksiz islemlere neden olmasi sebebiyle

kullanissizdir (Toprak, 2007; Chun-Lin, 2010).

Dalgacik Doniisiimii  (DD) bir sinyalin zaman-frekans gdsterimini veren
matematiksel bir yontemdir. DD, degisken zaman-frekans ¢oziintirliigli sagladigindan
KZFD’den iistiin olarak kabul edilir. Zaman-frekans ¢oziiniirliigli sinyal isleme
uygulamalarinin ¢ogu i¢in bliylik bir avantaj teskil eder. Ciinkii algak frekanslar

frekansta, yiiksek frekanslar zamanda daha iyi ¢6ziiliir (Toprak, 2007).

Dalgaciklar, sinirli bir siireye ve 0 ortalama degere sahip 'kiiglik' dalgalar olarak da
tanimlanabilir. Hem zaman hem de frekansta bir fonksiyonu veya bir veri kiimesini
lokalize edebilen dalgaciklarin kokeni 1909°da Haar’in tezine kadar uzanabilir
(Daubechies, 1992). 1930'larda, matematik, fizik ve elektronik miihendisliginde ve
sismolojide bagimsiz olarak o6lcek degiskenli temel fonksiyonlar gelismistir.
Dalgacik kavrami, 80'li yillarin ortalarinda Grossman ve Morlet (1984) tarafindan
tanitilmigtir. Dalgacik doniisiimii, zaman-frekans lokalizasyonu (belirli bir zamanda
ve frekansta bir sinyalin elde edilmesi veya farkli olgeklerdeki alanlarda cesitli
konumlarda 6znitelik ¢gikarilmasi) ve farkli- oranli filtreleme (gesitli frekanslara sahip
sinyalleri ayirt etme) gibi Ozellikleri nedeniyle sinyal islemede etkili bir aragtir
(Meyer, 1993; Samant ve Adeli, 2000). Bu o6zellikleri kullanarak, zaman ve
mekandaki belirli yerel ozellikler ile karakterize edilen bir giris sinyalinden istenen

Oznitelikleri ¢ikarmak miimkiindiir (Adeli ve ark., 2003).

DD, sinyalin zaman-frekans analizinde kullanilan matematiksel doniisiim teknigidir.
Grossman ve Morlet’ in caligmalarindaki amag; sismik sinyallerin salinan sonlu

stireli basit bir fonksiyonun 6telenmis ve genisletilmis (veya daraltilmig) hallerinin
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birlesimi olarak ifade edilebilecegini yani modellenebilecegini kanitlayabilmekti. Bu
caligmalarin sonucunda Siirekli Dalgacik Doniisiimii ortaya g¢ikarilmistir (Toprak,
2007). llerleyen zamanlarda dalgacik analizinin degisik sinyal tiirlerine de
uygulanabilir bir teknik oldugu anlasilmistir. Gergeklestirilen uygulamalarda
sinyallerde siireksizlik tanisinda ve sinyalden giiriiltii arindirmada DD’den 6nemli
derecede faydalanilmigtir (Taswell, 1999). Dalgacik doniisiimii, isminden de
anlasilacag1 lizere dalgaciklar yardimi ile yapilmaktadir. KZDF’de oldugu gibi
DD’de de pencere islevini ana dalgacik adi verilen fonksiyon iistlenir. Ancak bu ana
dalgacik donisiim boyunca Olgeklenir ve Gtelenir. Dalganin  genisletilip
daraltilmasina olgekleme; zaman ekseninde kaydirilmasina 6teleme denir (Oner ve

ark., 2017).

Pencere fonksiyonunun genisligi dontistiirme siiresince Kisa Zamanli Fourier
Doniisiimiinde sabit kalir. Buna karsin, dalgacik doniistimiinde siirekli degistigi igin,
zaman ve frekans alaninin ¢Oziintrligi artar. Dalgacik doniisiimiiniin  Fourier
dontisiimiinden istiinliigii buradan gelmektedir. KZFD, zaman-frekans alanin
kullanirken, Dalgacik doniisiimii zaman-6l¢ek domenini kullanmaktadir. Sekil 2.2°de

DD ile sinyaldeki dlcek ve zaman degisimi goriilmektedir (Oner ve ark., 2017).

Olcek

Genlik

Zaman

Zaman

Sekil 2.2. Dalgacik doniisiimiinde zaman-6l¢ek alani

Ote yandan Sekil 2.3’te dalgacik doniisiimii, Fourier ve KZF’nin zaman-frekans
alaninda ¢oziiniirliikleri goriilmektedir. Ozetleyecek olursak, Fourier doniisiimii
frekans bilgisini verirken frekanslarin zaman bilgisini vermez. Kisa Zamanli Fourier
Doéniisiimiinde zaman-frekans ¢oziiniirliigii sabit olup zaman penceresi her frekansta
degismez biiyiikliiktedir. DD’de ise bu ¢dziiniirliik ayarlanabilir dzelliktedir (Oner
ve ark., 2017).
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A zaman serisi A Fourier Doniigimii
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Sekil 2.3. Doniisiimlerin zaman-frekans ¢oziiniirliigli bakimmdan karsilastiriimasi

Dalgacik doniisiimiinde farkli pencere genislikleri, skala faktoriiniin degistirilmesi
ile, “ana dalgacik fonksiyonu” denilen tek bir fonksiyon ile gerceklestirilir. Dalgacik
dontisimiindeki temel fonksiyonlar ‘dalgaciklar’ olarak isimlendirilir (Toprak,
2007). Fonksiyonun dalgacik olarak adlandirilabilmesi i¢in ortalama degerinin sifir
ve siiresinin sinirli olmasi gerekmektedir. Dalgacik fonksiyonu genlik ekseninin
negatif ve pozitif yonleri boyunca salinim yapmalidir. Bu salinim, zaman ekseni
boyunca ilerlerken genlik ekseninde sifira oturarak sonlanmalidir. Dalga ve dalgacik
kavramlarinin farki kosiniis ve siniis gibi dalga fonksiyonlarinin genlik ekseninde
+oo arasinda siirekli salinim yapip sonsuz siireye sahip olmasi ile agiklanabilir. Farkli
amaglar i¢in kullanilabilecek ve farkli ozelliklere sahip olan bir¢ok ana dalgacik
vardir. Dalgacik, kiigiik dalga anlamindadir ki buradaki “kii¢iikliik” belirli uzunlukta
pencere fonksiyonu seklinde ifade edilebilir. Dalgacig nitelik agisindan ifade edecek
olursak asagida yer alan iki esitligi saglayan bir gergek degerli y(x) fonksiyonu
olmalidir (Oner ve ark., 2017).

S22 w0dx =0 (1)
[P dx =1 o)

Bu kosullar1 saglayan her y(x) fonksiyonuna dalgacik diyebiliriz. Haar dalgacigi en
yaygin olarak bilinen dalgaciktir ve bu dalgacigin dalgacik fonksiyonu Denklem 3’te
ve Ol¢ek fonksiyonu Sekil 2.4’te verilmistir (Altay, 2010).
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yx) =1 0<x<1/2

PUx)=-1 1/2<x<1 (3)

P(x)=0 x¢[0,1]

-1 -05 o 0.5 1 15 2

Sekil 2.4. Haar dalgaciginin 6lgek fonksiyonu

Sekil 2.5’te verilen ana dalgacik fonksiyonlar1 DD’de kullanilir. Ana dalgaciklarin

genlik ekseninde salinim yaparak sifira oturdugu goriilmektedir.

e

Haar Shannon or Sinc Daubechies 4 Daubechies 20

1)

Gaussian or Spline Biorthogonal Mexican Hat Coiflet

Sekil 2.5. Ornek dalgacik operatdrleri (Fugal2009)

DD’de olgek parametresi ‘a’ ile ifade edilir. Bu parametre frekans ile iliskilidir.
Kigiik olgekler yiiksek frekanslara; biiylik Ol¢ekler de diisiik frekanslara karsilik
gelirler. DD ile sinyal analizi yaparken 6lgek kiiciik degerli kullanilir ise tizerinde
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caligilan sinyalde bulunan yiiksek frekansli bilesenler daha kolay bir sekilde ayirt
edilebilirler. Bu durumun aksine olgek biiylik degerde ise diisiik frekansli sinyaller
daha rahat ayirt edilebilirler (Oner ve ark., 2017).

Farkli genislikteki temel fonksiyonlari, sonlu enerjiye sahip olan ve ortalamasi sifira
denk olan Ana Dalgacik fonksiyonu wy(t) * in Gtelenip 6lgeklendirilmesi ile uygun
geniglik ve zaman araliginda meydana getirilirler. Temel fonksiyonlarin
matematiksel gosterimi Denklem 4’°teki gibidir (Toprak, 2007).
1 (e
l,bs,u—l \/s|¢( ),s,uER (4)

S

s dlgeklendirme degiskeni, haritalardaki 6lgek gibidir. Diisiik 6lgekler detayli; yiiksek
dlgekler ise genel goriiniimler icin elverislidir. Olgeklendirme, bir sinyalin zaman-
genlik gosterimini genisleten ya da daraltan bir doniisiim teknigidir ve matematiksel
olarak belirtmek gerekirse; f(t) sinyal ise f(st) sinyalin olgeklendirilmis halidir.
Biiyiik 6lgek, sinyali genisletmek; kiigiik 6lgek degeri ise sinyali daraltmak igin
uygundur. s o6l¢eklendirme degiskenine, 0 <s <1 arasinda degerler verirsek sinyali

genisletmis, s>1 degeri verirsek sinyali daraltmis oluruz (Toprak, 2007).

u oteleme parametresi, pencere fonksiyonunun sinyal iizerindeki yerini degistirir.
Yani pencerenin sinyal boyunca zaman ekseninde hareket etmesini saglar. u 6teleme
parametresi ayni zamanda, doniisiim alaninda zaman ile ilgili bilgi verir (Toprak,
2007).

Normalizasyon ¢arpant olan % ile Ana Dalgacik fonksiyonundan elde edilen pencere

fonksiyonlarmin enerjisi ile Ana Dalgacik fonksiyonunun enerjisinin ayni olmasi
saglanir (Toprak, 2007).

Kisaca oOzetlemek gerekirse, Olcekleme parametresi ana dalgacigr daraltip
genigleterek sekil olarak degistirir; Oteleme parametresi ise zaman ekseninde
kaydirarak yerinin degismesini saglar. Olgekleme ve &teleme esnasinda ana
dalgacigin enerjisi korunur. Yani bir ana dalgacigin baslangigtaki enerjisi, dlgekleme

ve Oteleme uygulamasinin degismez (Altay, 2010).
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olceklenmis f

Dalgacik Ana Olceklenmig ﬂ
l:> _,‘,Ik -.«/‘\M\.- -r\/\j “|’(vv
|

R dtelenmis
D 6niigami Dalgacik

otelenmis ‘4

Sinyal S\ Sadece dlgeklenmis

Sekil 2.6. Ana sinyali olusturan 6telenmis ve dlgeklenmis dalgaciklarin gosterimi

Dalgacik analiz yontemleri, fizikten tibba, hizla artan sayida uygulama alanlar
bulmaktadir. Ozellikle, spektral karakteristikleri zamanla degismekte olan duragan
olmayan sinyallerin analizi i¢in gii¢lii bir alternatif haline gelmistir. Bu, istatistiksel
ozelliklerinin ¢ogunun duragan olmamasi nedeniyle biyolojik sinyal analizinde ¢ok
onemlidir. Bu nedenle, pratikte, dalgacik doniisiimii yontemi, zaman iginde yakin
olarak bulunan kisa siireli, yiiksek frekansli bilesenlerin yani sira frekansta yakin

aralikli uzun siireli bilesenlerden olusan biyolojik sinyallerin analizi i¢in uygundur

(Sekine ve ark., 2002).

Dalgacik dontisiimiiniin iki tiirii vardir: Siirekli Dalgacik Dontigiimii (SDD) ve Ayrik
Dalgacik Doniisiimii (ADD). SDD’de de 6l¢eklendirme ve doniisiim parametreleri

devamli degistiginden tiim olgekler i¢in dalgacik katsayilarmin elde edilmesi zaman
alic1 ve zordur. Bundan dolay1, daha ¢ok ADD tercih edilmektedir (Toprak, 2007).

2.3.1. Siirekli Dalgacik Doniisiimii
SDD, dalgacik fonksiyonunun kaydirilip bir 6lgek ile carpilmasindan sonra, zaman

domeni boyunca toplanmasiyla elde edilir (Oner ve ark., 2017).

SDD’de doniistiirilecek X(t) sinyali i¢in ilk olarak uygun bir ana dalgaciga karar
verilir ve bu ana dalgacik dontisiimde kullanilacak pencerelerin temelini olusturur.
Yani, farkli konum ve sekilde pencereler elde edebilmek i¢in ana dalgacik
doniistiirme boyunca 6lgeklenip &telenir. kinci islem olarak, déniisiim katsayilarmimn
hesaplanmasina (¢ogunlukla a = 1 dlgegi ile) baslanir. SDD aslinda 1’den biiyiik
biitiin Olgek degerleri igin hesaplanabilir, ama sinyale bagli olarak bu isleme
cogunlukla ihtiyag duyulmaz. Pratikte karsilasilan sinyallerin genellikle sinirli bant
genigligi  oldugundan, doniisim islemi de belirli bir o6lgek araliginda
gerceklestirilmektedir (Altay, 2010).

Ana dalgacik fonksiyonu analiz sirasinda, basta a = 1 06lg¢egi igin sinyalin

baslangicina  yerlestirilir ve ana dalgacik fonksiyonunu bu sinyal ile
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carparak +oo arasinda olmasi kosulu ile integral hesab1 yapilir. Sinyal enerjisinin her
12

Olgekte sabit kalmasi istenir. Bu amagla bulunan integral ciktist [a| ™ terimi ile
carpilir. Boylelikle t = 0 aninda ve a = 1 Olcegindeki ilk dalgacik katsayisi
hesaplanmis olur. Daha sonra bu dalgacigin t = b anina kadar zaman ekseninde
kaydirilmasi igin b 6teleme parametresi kullanilir. Islem tekrar edilerek t = b anma
denk gelen a = 1 dlgegindeki bir sonraki dalgacik katsayis1 bulunur. Sinyal sonlanana
kadar bu islem siirdiiriiliir. Tiim bu hesaplar ile elde edilen ¢iktilar a = 1 Glgeginin
dalgacik katsayilaridir. Hesaplamalar a ol¢ek degeri arttirilarak tekrar edilir.
Belirlenen seviyeye kadar 6l¢egi arttirmaya devam edilebilir. Bu islemde 6nemli
nokta, biiyiik 6l¢ek degerlerinde kiiglik frekansli bilesenler incelenirken kiigiik 6lgek

degerlerinde yiiksek frekansli bilesenlerin incelenmesidir (Altay, 2010).

2.3.2. Ayrik Dalgacik Doniisiimii

Ayrik dalgacik donisiimii, SDD ile aym1 mantik ile ¢ahisir, fakat dalgacik
dontigiimiini farkli bir yontemle yapmaktadir. SDD’deki dalgacik fonksiyonunun
Olceklendirilip oOtelenmesi isi ADD’de, yiiksek gecisli ve algak gecisli filtreler
aracilig ile yapilir. Bu durum sinyalin ayrik veri noktalar1 olarak, diger bir deyisle
dijital olarak depolanip iglenmesinin sonucudur. Bu nedenle, sinyal isleme, goriintii
isleme ve sayisal analiz gibi alanlarda ayrik dalgacik doniigiimii tercih edilmektedir.
Ayrik dalgacik doniisiimii, dijital olarak toplanan verilerin, doniislim sonrasi
katsayilar1 matrislerle ifade edilebilen, giiriiltiiden temizleme, sikistirma gibi

islemlerin yapilabilmesine olanak saglayan dalgacik doniisimii tipidir (Demren,
2015).

SDD bir sinyale uygulandiginda sinyalden elde edilen dalgacik katsayilari, sinyali
inceleme ve tekrar ters DD ile geri doniistiirme islemi igin fazla uzun ve gereksizdir.
Bu nedenle ADD’ye gereksinim duyulmustur (Altay, 2010; Toprak 2007).

Ayrik dalgacik doniigiimii, al dlgeginde N1 drnekleme frekansi ile drneklenmis olan
bir sinyalin, a2 dlgeginde N2 6rnekleme frekansi ile drneklenebilir oldugu temeline
dayanir.al 6lgeginin f1 frekansina, a2 6lgeginin de f2 frekansina denk geldigini ve al
<a2 (f1 >f2) olarak diisiiniirsek N1 ve N2’nin iligkisi

a

Nz = a: lea da. NZ = %Nl (5)
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olarak tanimlanabilir. Bu esitlikten de anlasilacagi iizere kiiciik frekanslarda
6rnekleme frekansmin daha diisiik belirlenebilecegini sdyleyebiliriz. Ancak Nyquist®

orneklem teoremine sadik kalinmasi gerekir.

ADD’de 6lgekleme parametresi ¢cogunlukla a = 2m olacak sekilde (2, 4, 6, 8, 16, 32,
...) yani diyadik logaritmik artirilir. Bununla birlikte 6teleme parametresi b = n.2m
olarak secilir. Boylelikle ADD teknigi uygulanan sinyalden alinan dalgacik
katsayilar1 indirgenmis oldugu i¢in hem zaman tasarrufu hem de az hesaplama

yapilmis olur (Altay, 2010).
Siirekli 6teleme ve genisleme parametrelerinin yerine,
a = ag', b=nbyay’ (6)

seklindeki ayrik parametreler tanimlanabilir. Bu ifadede ag, by sabit sayilar olup,
ap>1, bp>0 kosullarin1 saglar. Bununla birlikte m, n degerleri de, Z tam sayilar
kiimesinin elemanlaridir. Denklem 7°’de ayriklagtirllmis ana dalgacik esitligi
verilmistir.

U () = ag ™ (i) (7)

)
Buradan hareketle ayrik parametreli DD, Denklem 8’de tanimlanmustir.
ADDyx(mn) = [ x(O)Wp, »(t)dt (8)

L(R) sonlu enerjili sinyaller i¢in bir vektdr uzaymi ifade ederken, ag vebg’in uygun
secimi ile ana dalgacik ailesi L2(R)’nin ortonormal bazini olusturur. ap‘n ve by’in
uygun seg¢imleri ag = 2 ve by = 1 i¢in DD, diadik-ortonormal DD olarak adlandirilir.
Boyle bir ortonormal bazin dikkat ¢eken niteliklerinden birisi ise ag ve bg’1n o sekilde
secilmesi ile sinyali farkli zaman ve frekans ¢oziiniirliigli olan dlgeklere
ayristirmamizi saglayan ve Coklu Coziintirliik Dalgacik Analizi (CCDA) ad1 verilen
algoritmanin kullanilabilir olmasidir. co(n), fiziki bir 6lgme cihazi ile elde edilen bir
ayrik zaman sinyali olur ise; Bu sinyali, detay ve yaklasim diye adlandirilan iki ayri
frekans araligina ayrigtirmak miimkiindiir. Bu anlamda ¢oklu ¢o6ziiniirlik sinyal

ayristirma teknigini kullanarak bir seviyeli olarak ayristirilan sinyaller c1(n) ve di(n)

'Ornekleme frekansinm Srneklemesi yapilacak maksimum frekansin en az iki kat1 olmas1 gerektigini belirten
teorem (Fidan & Bodur, 2013)
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olur ve cy(n), orijinal sinyalin yaklasim gosterimini ve di(n), sinyalin DD halindeki

detay gosterimini verir.

Bunlar sirasiyla denklem 9 ve 10°da gosterilmistir.

c;(m)=Xx h(k — 2n)c, (k) 9)

dy(M)=Xk g(k — 2Zn)c, (k) (10)

Denklemlerde h(n) ve g(n) katsayilari, co(n)'i, c1(n) yaklasim ve di(n) detay sinyale
ayristiran birlesik siizgeg¢ katsayilaridir. Devamindaki 6l¢ek ayristirmasinda ise, yine
ci(n) sinyali baz alinir ve 2. seviye ayristirillmis sinyale ait detay ve yaklasim

katsayilar1 agagidaki gibi tanimlanir:

c2(n)=Xx h(k = 2n)c, (k) (11)

da(M)=Lr g (k — 2n)cy (k) (12)

Boylelikle daha ileriki seviyelerdeki Olgeklerin ayristirilmalarina da benzer sekilde
devam edilebilir. iki seviyeli CCDA tekniginin uygulanmas: Sekil 2.7°de sunulmustur
(Altay, 2010).

ci(n) h(r) —> ¢2 — cy(n)
— h() —» {2 —>
co(mn) — _
U 8 | 2 sd
— &M —> ‘2 » d;(n)

Sekil 2.7. co(n) ana sinyalinin iki dlgege ayristirilmasi

Ayrik dalgacik doniisiimii, sekli piramite benzeyen bir algoritma ile pratik
uygulamalarda iki adim1 olan bir islem olarak gergeklenebilen ayrik konvoliisyon2
denklemidir. Ayrik sinyalin, sayisal algcak gegiren ve yiiksek geciren filtrelere

uygulanmasi islemin ilk adimidir. Yani ayrik sinyal dizisinin, algak ve yiiksek

2Konvoliisyon, birim diirtii yanit1 h(t) olarak bilinen bir sistemin, x(t) giris isaretine karsilik tiretecegi y(t) ¢cikis
isaretini zaman domeninde bulmaya yarayan bir islemdir.
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geciren filtrelerin impuls cevaplari ile ayr1 ayr1 konvoliisyonu alinir. Konvoliisyonun
sonunda, bir bagka deyisle filtrelerin ¢ikisinda bulunan diziler, seyrek ornekleme ile
bastan baslayarak her iki dizi elemanin yalnizca bastaki elemani alinarak, eleman
sayilar1 yariya indirilir. Bu islem asagiya dogru ornekleme olarak da adlandirilir.
Boylelikle konvoliisyon sonucunda alinan sinyal dizilerinin eleman sayilarinin
toplamu ile ayrik sinyalin eleman sayisi toplami esit olur. Bu islem doniisiimiin en
onemli adimdir. Ik bakista seyrek ornekleme isleminin bilgi kaybma yol agtif
diistintilebilir ama bu islem ile doniisim sonunda elde edilen liizumsuz bilgiler

arindirilir boylelikle DD kullanigh bir hale getirilmis olur (Toprak, 2007).

ADD ile bir sinyal spektrumu, al¢ak frekanstan yiliksek frekanslara dogru pes pese
frekans bandlarina aynistirilir. Ayristirmanin ilk basamaginda isleme tabi tutulan
alcak frekans bandi sinyalin spektrumudur. Sinyalin sonlu enerjiye sahip olmasi

gerektigi unutulmamalidir (Toprak, 2007).

Belirtildigi tizere ADD teknigi kullanilarak sinyali, kendisini meydana getiren
frekans bandlarina ayirmak miimkiindiir. Bu frekans bandlari olan yaklasim ve detay
katsayilarin1 birlestirilerek gercek sinyali tekrar elde etmek de miimkiindiir.
Sinyalden giiriiltii temizleme maksadi ile ADD teknigi ile ana sinyal alt frekans
bandlarina ayristirilir. Giiriiltiiyic meydana getiren yiiksek frekans bilesenleri
esikleme yontemi ile ayrigtirilarak tekrar birlestirmeye sokulmaz. Bu yolla yeni
sinyalin igindeki fazlalik olan yiiksek frekans bilesenleri esiklenerek ayrismig olur
(Altay, 2010).

Fourier teorisinde oldugu gibi, zaman ekseninde daraltma, frekans boyutunda
geniglemeye ve yukar1 dogru kaymaya karsilik gelir ve bunun tersini séylemek de
mimkiindiir. Yani wy(t/a) fonksiyonunun Fourier doniisimii ve wy(aw) ve wy(at)
fonksiyonun Fourier déniistimii y(w/a)’dir. Sekil 2.8’de bir dalgaciga ait degisen

Olcekler i¢in frekans bantlar1 gosterilmektedir.

[X X X N

Sekil 2.8. Dalgaciklar i¢in frekans spektrumlar1 (\/; en kiigiik 6lgek)
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Ao ana sinyalinin iki seviyeli olarak ayrigtirllmas: ve tekrar birlestirilmesi Sekil
2.9’da gostermektedir. Burada A; ve A; sirasiyla 1. seviye ve 2. seviye igin yaklasim
katsayilarini, D; ve D, detay katsayilarini, f; ornekleme frekansimi gosterir (Altay,
2010).

Seviye-1 Seviye-2
! | A,
: : h 42 —2 t..»
! ! 42 {0-f./8) !
: h ! .
! I
AO 1 : g — ‘2 —.*Dz 1
(0-4/2)1 D, ! {f./8-1./4) |
: Ll — !
: g \ (/4 1/2) | i
I | 1
| | i
Seviye-2 Sevive-1
! I
! i
- .,E’%— o — N !
| Ay ,
i . 12 "
I
i D, . | Ao
| ¢2 — 9 i D ) Yeniden
: ! > TQ — g olusturulan
| i sinval

Sekil 2.9. Sinyalin iki seviyeli ayristirilmasi ve birlestirilmesi

Buradaki “h” ifadesi yiiksek geciren ayrisim siizgecini; “h"™ ise yiiksek geciren

birlesimsiizgecini ifade ederken “g” algak geciren ayrisim silizgecini ve “g"” algak

gegiren birlesim siizgecini ifade etmektedir.

CCDA’da yiiksek ve algak geciren olmak iizere sinyal oOncelikle ayristirma
stizgeglerinden gegirilir. Silizgegleme isleminin ardindan asagi 6rnekleme (down

sampling) ile sinyali meydana getiren ayrik veri sayilari ikiye boliintir (Sekil
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2.10).Bu bolim ayristirma bolimii olup yaklagim katsayilart (cA;) ve detay
katsayilari (¢D;) bulunmus olur. Diger bir islem olan birlestirmede ise sinyaller
oncelikle yukar1 ornekleme (upsampling) ile veri sayisi ikiye katlanir. Ardindan
detay ile yaklasimlar yiiksek ve al¢ak gegiren birlestirme stizge¢lerinden gegirilerek
sinyalin D; detay, A; yaklasim olmak tizere bilesenleri elde edilmis olur. A; ve D;
toplanarak yeniden olusturulan ana sinyal elde edilir(Altay, 2010).

ol 11T :@T I
fo *’MLAJ’L fos lll

Sekil 2.10. Asag1 6rnekleme

2.3.3. Dalgacik Operatorleri

Dalgaciklar 6lgekleme fonksiyonunun varligi, ortogonal olup olmama, simetrik olup
olmama, daraltma isleminde fayda saglayan momentlerin sayis1 gibi 6zellikleri ile
smiflandirilabilirler (Duran, 2013). Dalgaciklardaki en temel ayrim doniisiimlerde
oldugu gibi “Ayrik Dalgaciklar” ve “Siirekli Dalgaciklar” seklindedir. Siirekli
dalgaciklar i¢inde Haar, Daubechies, Symlets, Coiflets, Biorthogonal, Gauss,
Mexican Hat, Morlet, Meyer, Shannon dalgaciklar1 sayilabilir. Bunlardan Haar,
Daubechies, Symlets, Coiflets, Biorthogonal ayrik dalgacik doniisiimiine de uygun
olan dalgaciklardir. Ayrik ve Siirekli dalgaciklarin siniflandirilmas: sekil 2.11°de
verilmistir (Demren, 2015).
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ﬁ/lorlet / )/v Ayrik Dalgaciklar
Haar

Meyer )
Symlets Biorthogonal
Mexican Hat .
Daubechies
el Coiflets
Surekli Dalgaciklar

Shannon Battle-Lemarie /
> 7

Sekil 2.11. Dalgaciklarin Ayrik ve Siirekli olarak siniflandirilmast
En sik kullanilan dalgaciklardan bazilar agsagida tanitilmistir.

Haar Dalgacig:

1909°da Alfred Haar tarafindan bulunmus olan bu dalgacik bilindigi kadariyla en
eski ve en basit dalgacik tipidir. Haar dalgacigi, Daubechies dalgaciklarinin 6zel bir
halidir. En az birlesme noktasina sahip, yani birinci derecedeki Daubechies
dalgacigidir. Olgekleme fonksiyonu @=1 olan Haar dalgaciginin dalgacik fonksiyonu
asagida esitlik13’te gosterilmistir (Demren, 2015; Duran, 2013).

-1, eger0 <t< %
Y(®=) 1, eper % <t<l1 (13)

0, diger durumlarda

Bu ifadeyi, belli bir aralikta siirekli fonksiyonlar i¢in yapilan bir ¢oklu ¢dziiniirliik
yaklagimi ile elde etmek miimkiindiir. Olgeklendirme fonksiyonu @=1o;; iken ve
h[n] filtresi 2% ye esit n=0 ve n=1"de olmak iizere 2 adet sifirdan farkli katsayiya

sahip iken asagidaki islemler yapilarak Haar dalgacigina ulasilabilir.

F0(3) = Ziz (-1 h[1 —n]@(t —n) = = (Bt — 1) - B(D)) (14)

Haar Dalgaciginin 6l¢ek fonksiyonunun gosterimi sekil 2.12°de verilmistir.
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Sekil 2.12. Haar Dalgaciginin dl¢ek fonksiyon gosterimi

Haar dalgacigiin avantajlar su sekildedir:

. Kavramsal olarak basit

o Hizl

o Etkili bir hafizaya sahip

o Diger dalgacik doniistimleri ile ilgili bir sorun olan kenar efektleri olmadan

tam tersine ¢evrilebilir (Elfouly ve ark., 2008).

Haar dalgaciginin dezavantaji ise sadece bir adet birlesme noktast oldugu igin,
diizgiin ve yumusak gecisli fonksiyonlar i¢in pek uygun bir sinyal temsili

olusturamamasidir (Demren, 2015).

Daubechies Dalgacik Ailesi

1990’da Ingrid Daubechies tarafindan iiretilen Daubechies (Db) dalgaciklari, en sik
kullanilan ve dalgacik doniisiimiiniin popiiler bir yontem olmasini saglayan
dalgaciklardir. Daubechies dalgaciklarmin isimleri dereceleri ile ifade edilir. Ornegin
5. derece Daubechies dalgacigi Daubechies 5 dalgacigidir ve db5 olarak ifade edilir.
Bu dalgaciklarin derecesi, birlesme noktalarinin sayisidir. Daubechies dalgacik ailesi,

verilen bir derece igin, en kiigiik destege sahip dalgaciklarin ailesidir (Demren,
2015).

Db dalgacigi, Haar dalgacig: ile kiyaslandiginda daha karmasik ve ¢ok daha uzun
hesaplamalar gerektirdigi goriilmektedir (Elfouly ve ark., 2008).
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Db dalgaciginin dlgekleme ve dalgacik fonksiyonlarinin matematiksel ifadesi 15 ve

16°da verilmistir (Duran, 2013).
B(t)=V2 Yx h @2t — k) (15)
Y(O=V2 Tk 9182t — k) (16)

Db dalgacigi, yogun destege sahip dalgacik fonksiyonunun sifira yaklasan
momentlerinin sayis1 ile ilgilidir. Sifira yaklasan momentlerin miktar1 filtre
uzunlugunun Y5’sine esittir. Ornek olarak Haar dalgaciginin sifira yaklasan moment
sayist bir iken Db4 dalgaciginin sifira yaklasan momentlerinin sayis1 8’dir. (Duran,
2013).

Daubechiesl (dbl) dalgacigi, Haar dalgacig ile aynidir. Daubechies ailesinin sonraki

dokuz iiyesinin dalgacik islevleri Sekil 2.13’te gosterilmistir (Misiti ve ark., 2009).
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Sekil 2.13. Daubechies dalgacik ailesi

Daubechies dalgacik ailesi ortogonal ve biortogonal olabilmektedir. Olceklendirme
fonksiyonuna sahip olan Db dalgacik ailesi hem siirekli doniisiime hem de ADD’ye
uygundur. Verilen bir birlesme noktasi sayist N igin, olabilecek en kiiglik destege
2N-1 sahip dalgaciklar ailesidir. Db dalgaciklar1 simetrik olmayip filtre genisligi
2Ndir.

Morlet Dalgacig
Jeofizik¢i Jean Morlet’in Gabor doniistimiinii Grossman ile birlikte degistirerek

kullanmas1 sonucu ortaya ¢ikan Morlet dalgacigina ait bir 6l¢eklendirme fonksiyonu
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bulunmamaktadir ve bu dalgacik ortogonal degildir. Morlet dalgaciginin fonksiyonu
Denklem (17) de verilmistir (Demren, 2015).

zp(x):% cos (xn ) e <_xz_2) (17)

log(2)

Morlet dalgacik fonksiyonunun goriiniimii ise Sekil 2.14’°te gosterilmistir.

Dalgacik Fonksiyonu
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Sekil 2.14. Morlet Dalgacik fonksiyonu
Morlet Dalgacik fonksiyonun genel 6zelliklerini 6zetlemek gerekirse:

. Olgeklendirme fonksiyonu yoktur.

. Ortogonal ya da biortogonal degildir.
o Yalnizca siirekli doniistime uygundur.
o Simetriktir.

o Destegi kiigiik degildir ve -4 ile 4 arasinda etkilidir (Demren, 2015).

Meksika Sapkasi1 ( Mexican Hat) Dalgacigi

Ismini seklinin Meksika sapkasi “sombrero”ya benzemesinden alan bu dalgacik
Gauss ailesinin ikinci dereceden dalgacigidir. Simetrik olup ortogonal ya da
biortogonal degildir. Morlet dalgaciginda oldugu gibi Olgek fonksiyonlari
olmadigindan sadece siirekli dalgacik doniisiimii yapabilirler. Mexican-Hat dalgacigi
teorik olarak Denklem (18) deki gibidir (Duran, 2013; Demren, 2015).
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WX)= %n‘iu - tZ)e(‘XT) (18)

Meksika sapkasi dalgaciginin goriiniimii Sekil 2.15°teki gibidir.

Dalgacik Fonksiyonu
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Sekil 2.15. Meksika Sapkas1 dalgaciginin goriintimii

Meyer Dalgacig:
YvesMeyer tarafindan iiretilen ve frekans uzayinda tanimli olan Meyer dalgaciklari
ortonormal dalgaciklar olup simetriktir. Sonsuz tiirevlenebilirler ve siireklidirler.

Destegi sonsuzdur ancak etkili oldugu aralik [-8,8] arasidir.

Meyer dalgacigi Sekil 2.16°daki gibi goziikmektedir (Duran, 2013; Demren, 2015).

Meyer Olceklendirme Fonksiyonu Meyer Dalgacik Fonksiyonu

04 L L L L L . L 1
8 7 K

Sekil 2.16. Meyer 6l¢eklendirme ve dalgacik fonksiyonu
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Symlet Dalgaciklar:

Daubechies tarafindan iiretilmis olup, Daubechies dalgaciklarinin neredeyse simetrik
halidir. Simetrik dalgaciklarla islem goriintii isleme, veri sikistirma gibi bazi
uygulamalarda ise dénem arz etmektedir. Urettigi dalgaciklarda bu sorunu goren
Daubechies, daha simetrik ama yine kiiciik destekli bir dalgacik iiretme ihtiyaci
duymustur. Simetrik olmanin dezavantaji ise, sinyalin ayristirllmasit sonrasinda
mutlak sekilde yeniden olusturulmasinin her zaman miimkiin olamayisidir. Symlet
Dalgaciklar1 ortogonaldir ve N derece oldugunda uzunluklar1 2N-1°dir. Siirekli ve
ayrik dalgacik doniistimiinde kullanilabilir. Kisa yazilist ‘sym’ seklindedir (Duran,
2013; Demren, 2015).

Symlet dalgaciklar sekil 2.17°de gosterilmistir.

l ﬁ\/\\r - JII HI\’¥ _ ||HI|| | —w'n| ||H|Hv—_
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Sekil 2.17. Symlet dalgacik ailesi

Coiflet Dalgaciklar

I. Daubechies tarafindan R. Coifman'in talebi iizerine tiiretilmislerdir. N, Coiflet
dalgaciginin derecesi olmak iizere dalgacigin uzunlugu 6N-1’dir. Bu dalgacik ayrik
ve siirekli dalgacik doniisiimii i¢in uygun olup Sekil 2.18°deki gibi goziikmektedir
(Misiti ve ark., 2009; Duran, 2013).

coif1 coif2 coif3 coifd coifs

Sekil 2.18. Coiflet dalgaciklar
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2.4.  Makine Ogrenmesi

Son yillarda Makine Ogrenimi, bilisim teknolojisinin temellerini olusturan
yontemlerden biri olmustur ve bununla birlikte, hayatimizin genellikle gizli olan bir
pargasi olmakla birlikte, olduk¢a merkezi bir yapi haline gelmistir (Smola ve
Vishwanathan, 2008).

Makine 6grenimi terimi, verilerdeki anlamli kaliplarin otomatik olarak algilanmasi
anlamina gelir (Shwartz ve David, 2014). Baska bir deyisle makine 6grenmesi genel
olarak, bir probleme ait veriyi kullanarak o problemi modelleyen bilgisayar
algoritmalarin1 ifade etmektedir (Atalay ve Celik, 2017). Makine 6grenmesi ile
bilgisayara eski orneklerden edinilmis tecriibelerin 6gretilmesi saglanmaktadir. Bu
sayede ileride olmasi muhtemel benzeri olaylarla ilgili kararlar verilebilmesine ve

problemlere ¢oziim liretilebilmesine olanak taninir (Centik, 2013).

Timevarim ve ¢ikarimlarin yapildigi makine 6grenmesinde, bu ¢ikarimlarla, gelecek
ile ilgili tahminler yapmak hedeflenir. Makine 6grenmesinde data, gelecek ile ilgili
bilgi tahmini yapmak amaciyla kullanilacaksa uygulama asamasi i¢in iki agsama
gereklidir (Centik, 2013). Bunlar egitim ve test asamalaridir. Veri tabanindaki 6rnek
bir veri ile herhangi bir bilgisayar modeli gelistirme siireci egitim olarak adlandirilir.
Gelistirilen bilgisayar modelinin, veri tabaninda bilinmeyen 6rneklerden elde edilen

veri tabanindan test edilme siirecine test denir (Kaya Ayana, 2016).
Yaygin olarak kullanilan makine 6grenmesi tiirleri:

Denetimli 68renme: Algoritmanin, girisleri istenen c¢ikiglara esleyen bir islev
olusturdugu Ogrenme tiirlidiir. Denetimli 6grenme gorevinin bir standart
formiilasyonu, siiflandirma problemidir: 6grenenin, bir fonksiyonu birkag girdi-¢ikti
Ornegine bakarak (davranisini tahmin etmek igin) bir vektorii birkag siniftan birine

esleyen bir iglevi 6grenmesi gerekir.

Denetimsiz 6grenme: Girdi setlerinden olusan 6grenme tiirli olup etiketli 6rnekler

mevcut degildir.

Yar1 denetimli 6grenme: Siniflandiriciya da uygun bir islev meydana getirmek

adina etiketli ve etiketlenmemis 6rnekleri birlestiren 6grenme tliriidiir.
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Takviyeli 6grenme: Hedefine ulasabilmek i¢in bulundugu ortami algilayan ve kendi
bagina karar alabilme yetisi olan bir sistemin, dogru kararlar almayi nasil
Ogrenebilecegini gosteren 0grenme tiriidiir. Her eylemin ¢evrede bazi etkileri vardir

ve ¢evre 0grenme algoritmasina rehberlik eden geri bildirim saglar.

Transdiiksiyon 6grenme: Denetimli 6grenmeye benzer, ancak agikca bir islev
olusturmaz: bunun yerine, yeni ¢iktilar1 egitim girdileri, egitim ¢iktilart ve yeni

girdiler temelinde tahmin etmeye ¢aligir.

Endiiktif 6grenme (learning to learn): Algoritmanin, 6nceki deneyime dayanarak

kendi endiiktif egilimini 6grendigi 6grenme tiiriidiir (Ayodele, 2010).

Yukarida makine Ogrenmesinde girdilerin ve ¢iktilarin beraber kullanildig:
orneklerin makine O0grenmesi i¢in sunuldugu 6grenme sekli denetimli 6grenme
olarak tanimlanmustir. Her bir girdi degiskenini, bilinen sayidaki bir ayr1 gruba

atamay1 hedefleyen durumlara ise siniflandirma denir (Kartal, 2015).

Siniflandirmada ¢ikt1 kiimesindeki her bir eleman birer sinifi (class), siniflandirma
problemini ¢dziimleyen algoritma smiflandiriciyr (classifier) ifade etmektedir.
Literatiirde makine 6grenmesinde siniflandirma yapmak iizere kullanilabilecek ¢ok
sayida algoritma vardir. Bunlardan baslicalar1 Destek Vektor Makineleri, k-En Yakin
Komsu Algoritmasi, Naive Bayes Siniflandirici, Karar Agaclari, Yapay Sinir Aglari,
olarak sayilabilir (Kartal, 2015).

Makine Ogrenmesinin en ¢ok kullanilan ve en temel gorevlerinden biri olan
simiflandirma, bilinmeyen bir verinin bilinen bir Kkategoriye dahil edilmesinde
kullanilir (Harrington, 2012). Cikarimi orneklerden yaptigi bilinen smiflandirma
tekniginin amaci kavramlar1 tanimladiktan sonra, algoritmanin tanimadigi 6rnekleri

en yliksek dogruluk oraniyla etiketleyecek simiflandiriciyr egitmektir (Kartal, 2015).

Literatiir tarandiginda belirlenen bir problemi makine &grenmesi teknikleri ile
¢dziime kavusturmak igin bazi adimlarin tanimlandig: goriilmektedir. Ornek olarak,
2007 yilinda Rossi, siiflandirma problemlerini ¢éziimlemek i¢in ilk olarak girdiye
karar verilmesi gerektigini vurgulamistir. Ardindan egitim icin kullanilacak veri

setinin meydana getirilmesi gerektigini belirten Rossi, smiflandiriciyr egitmeyi ve

29



performansint  tahmin  etmeyi, Son olarak smiflandirict  tahminlerinin

degerlendirilmesi gerektigini belirterek dort ana baslik 6nermistir (Rossi, 2007).
2013 yilinda Hu, bu adimlar1 bes ana baslik ve bazi alt basliklar altinda incelemistir:
1. Verinin toplanmasi
2. Veriye on-igleme teknikleri uygulama
a. Veriyi giiriiltiiden temizleme
b. Veriyi doniistiirme
c. Verinin egitim ve test kiimesi olarak ayrilmasi
3. Egitim verisinin {izerinde model kurma
4. Test verisinin tizerinde modeli degerlendirme
5. Performansin basarili bulunmasi halinde pratige dokiilmesi(Kartal, 2015).

Brownlee ise 2014 yilinda, makine dgrenmesi problemlerinin asagida verilen alti

adimda ¢oziilebileceginden bahsetmistir:

Problemi tanimlama

Veriyi analiz etme

Veriyi hazirlama

Algoritmanin degerlendirilmesi

Sonuglar gelistirme

o o k~ w N oE

Sonuglar1 sunma (Kartal, 2015).

2.5. Literatiir Ozeti

Insan yiiriiyiisiiniin analizi giiniimiizde birgok arastirma projesinin konusudur. Web
of Knowledge’de yapilan bir arastirma baglikta 'yliriiyiis' iceren bilimsel makaleler
icin 2012-2013 yillan arasinda 3.400'den fazla yayin gostermektedir (Muro-De-La-
Herran ve ark., 2014). Ayni tarama 2016-2017 yillar1 i¢in yapildiginda ise 10.958
yaymn karsimiza ¢ikmaktadir. Yiirime analizi 19. yy.’den beri spor amagli veya
giivenlik i¢in insanlarin tanimlanmasi amaciyla da kullanilmaktadir (Muro-De-La-

Herran ve ark., 2014;Tao ve ark., 2012).
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Yiiriiyilis analizi ile yliriiylis fazi tanimlanabilir, insan yiiriime olaylarinin kinematik
ve kinetik parametreleri belirlenebilir ve kas iskelet fonksiyonlar1 kantitatif olarak
degerlendirilebilir. Spor, rehabilitasyon ve saglik teshislerinde yliriiylis analizi
kullanilmaktadir (Guo ve ark., 2014). Ormegin baz1 spor dallarinda, sporcu
performanslarindaki  hatalar1  tanimlayabilmek ve sporcularin  kendilerini
gelistirmelerini saglamak i¢in bu metot uygulanir (Boulgouris ve ark., 2005;
Watanabe ve Hokari, 2006; Kwon ve Gross, 2005; Wang ve ark., 2003). Ortopedi ve
rehabilitasyonda, hastanin iyilesme siirecini izlemek i¢in yiirime analizi kullanilir
(Steultjens ve ark., 2000; Kimmeskamp ve Hennig, 2001; Pope ve ark., 1985). Saglik
tanilarinda, asemptomatik olgular ile akselerometre ve jiroskoplara dayali medial diz
osteoartriti olan hastalar arasinda ayrim yapilmasina yonelik bir yontem arastirilmis
ve parkinson hastaligina yonelik uygulamalara yonelik ambulatuar izleme yontemi
de gelistirilmistir (Turcot ve ark., 2008; Moore ve ark., 2008; Salarian ve ark., 2007).
Biyomedikal miihendisligi alaninda, yliriiylis analizi, insan hareketini karakterize

etmek i¢in temel bir yontem ve yardimci ara¢ olmustur (Tao ve ark., 2012).

Ozetle yiiriiyiis analizi, insan yiiriime bozukluklarmin saptanmasinda yaygin olarak
kullanilmaktadir. Insan yiiriiyiisiinii analiz etmek icin gelistirilmis iki ana yiiriiyiis
analizi yaklasimi vardir. Bir yaklasim, insan yiirlime hareketini elde etmek i¢in video
tabanl sistemler, aktif manyetik izleyici ve optik isaretleyici sistemleri igeren
isaretleme sistemlerini kullanir; bununla birlikte, yapay olarak iiretilmis bir kaynaga
bagimhidirlar ve laboratuvar ortaminin digsinda kullanilamazlar (Guo ve ark., 2014).
Muro-de-la-herran A. ve digerleri bunlart giyilemez sensor sistemleri olarak
adlandirmiglardir. Diger yaklagim ise giyilebilir sensor sistemleridir. Giyilebilir
sistemler laboratuarin disindaki verileri analiz etmeyi ve kisinin gilinliik aktiviteleri
sirasinda insan yiiriiyiisii hakkinda bilgi toplamayr miimkiin kilmaktadir. Giyilebilir
sensor sistemleri ayak, diz, uyluk veya bel gibi viicudun ¢esitli yerlerinde bulunan

sensorleri kullanir (Muro-De-La-Herran ve ark., 2014).

Ivmedlgerler, jiroskoplar, kuvvet sensorleri, gerinim olgerler, egimdlcerler,
gonyometreler vb. giyilebilir sensorler, insan yiiriiylisiiniin ¢esitli 6zelliklerini
Olgebilir (Bonato, 2003; Engin ve ark., 2005). Bu sensorler tarafindan kaydedilen
hareket sinyali yiiriiyiis analizini gerceklestirmek igin kullanilabilir. ivmedlger ve

jiroskop gibi giyilebilir atalet sensorleri, boyutlari, maliyetleri ve biyomekanik
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yiiriiyiis verilerinin kolayca toplanabilme yetenegi géz oniine alindiginda, geleneksel
optik yiirliyiis analiz sistemlerine gore giderek popiiler hale gelmektedir (Kobsar ve
ark., 2014).

Ning Wang ve arkadaslar1 zaman-frekans analizi kullanarak yiiriime paternlerinin
ivmedlger tabanli bir siniflamasii yapmislardir. Calismada, iliyak omuriligin
tistiinde bele takilmis ii¢ eksenli bir ivmedlger kullanilarak elde edilen verilerden bes
farkli insan yiirime paternini saptamak i¢in 33 boyutlu zaman-frekans alan
ozellikleri gelistirilmis ve degerlendirilmistir. 52 denekten bir koridor boyunca diiz
bir zeminde yiirimeleri, bir merdivenden yukar1 ve asagi dogru inmeleri istenmistir.
Anterior-posterior (AP), medio-lateral (ML) ve vertikal (VT) dogrultudaki ivme
verilerinin zaman-frekans alan 6zellikleri gelistirilmistir. Her yondeki ivme sinyali
dalgacik paket doniisiimii kullanilarak farkli dalgacik 6lgeklerinde alt1 detayl sinyale
ayristirllmigtir. 0.78—18.75 Hz frekans bandina karsilik gelen 5 ile 2 arasindaki
Olgeklerde ayristirilmig sinyallerin RMS (Root Mean Square) degerleri ve standart
sapmalar1 hesaplanmigtir. AP, ML ve VT yonlerinde 0,36-18,75 Hz frekans
bandindaki hizlanma sinyalindeki enerjiler de hesaplanmistir. Calismada, besinci
seviye bir Daubechies dalgacigi, alt1 seviyedeki ayrisma ile ivme sinyaline uygulanan
dalgacik ayrismasinda kullanmilmistir. ML ivme, yliriiyiis paternleri arasinda dnemli
bir farklilik gostermezken, ivme sinyalinin RMS'nin ge¢mis ¢alismalarda ayirt edici
bir 6zellik oldugu gosterilmistir. RMS degerleri 0.78 - 18.75 Hz'ye karsilik gelen
seviye 2 ila 5 dalgacik katsayilarinda sadece AP ve VT yonlerinde hesaplanmistir

(Wang ve ark., 2007).

Bir bagka calismada kiyafetin igine veya disina takilan bir cihazdan elde edilen
ivmedlger ve barometre verilerinin dalgacik doniistimleri, 51 yash insanin 25
dakikalik serbest yasam aktiviteleri boyunca yiirlimelerini tanimlamak igin
kullanilmistir. Yazarlar dalgaciklarin yiiriiyiis karmasikligir veya tokezlemeler gibi
anormallikleri arastirmak i¢in yeni yollar sagladigini vurgulamis ve karar agaci
algoritmalariyla birlikte ayrik dalgacik ayrigmasini birlestiren yiiriiylis bozukluklarini
uzaktan izlemek i¢in yeni bir yontem sunmuslardir. Bu ¢aligmada Daubechies ‘db5’
dalgacigi kullanilmistir. ‘Db5’ dalgaciginin, basitligi ve siirekli birinci mertebeden
tirevi nedeniyle sinyal isleme uygulamalarinda yaygin olarak kullanildig

belirtilmistir (Brodie, 2016).
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Kobsar ve arkadaglar tarafindan yapilan bir baska c¢alismada ise ii¢ boyutlu
ivmedlger veri modellerine gore farkli antrenman ge¢mislerinin ve deneyim
diizeylerinin kosucular1 siniflandirmak i¢in ii¢ eksenli bir ivmedlgerin yeterliliginin
incelenmesi amaglanmistir. Ayrik degiskenler, kisa bir kosu sirasinda RMS,
dalgacik doniisiimii ve otokorelasyon prosediirleri kullanilarak 3 boyutlu ivmelerden

cikartlmistir.

Spesifik olarak, bir Daubechies 5-ana dalgacik kullanilarak 5-seviyeli bir dalgalanma
ayrigtirmasi kullanilmigtir. Bes seviyenin her birinin genligi, her eksende RMS

olarak ol¢iilmiistiir (Kobsar ve ark., 2014).

Konuyla ilgili yapilan bir diger ¢alismada bir bel ivme sinyali kullanilarak diiz
zeminde yiiriime ile merdiven yiirliylisii ayirt edilmeye c¢alisilmistir. Bir {i¢ eksenli
ivmeodlcer bele sabitlenmis ve ii¢ ivme sinyali bir taginabilir veri kaydedici tarafindan
256 Hz'lik bir 6rnekleme hizinda kaydedilmistir. Yirmi saglikli erkek denekten,
herhangi bir talimat olmaksizin bir koridor boyunca yiiriimesi veya siirekli olarak bir
merdivenden ge¢mesi istenmistir. Veriler ayrik dalgacik doniistimi kullanilarak
analiz edilmistir. Yiiriime paternleri iki asamaya gore simiflandirilmigtir. {lk adimda,
yuriiylis paterninin degistigi zamanlar, anterio-posterior ivmenin (LFa) ve dikey
ivmelenmenin (LFy) diisik frekanshi bileseni kullamlarak saptanmustir. Ikinci
adimda, dalgacik katsayilari diisey dogrultuda (Pwc,) Ve anterio-posterior yonde
(Pwca) karsilastirilarak iig tip ylirliyiis paterni ayirt edilmistir. Yiiriime paternlerindeki
degisikliklerin hem LFa hem de LFy kullanilarak tespit edilebilecegi belirtilmistir.
Yiirlime paternleri arasinda yanal ivme anlamli olarak farklilik gostermemistir. Bu
nedenle, analiz i¢in dikey ve anterio-posterior ivme sinyalleri secilmistir.
Karsilastirma yoluyla FFT kullanilarak frekans analizi yapilmistir. Ivme sinyali her
bir yiirime modeline ayrilmig ve FFT uygulanmistir. Bununla birlikte, ylirtiyls
paternlerini siniflandirmanin zor oldugu, c¢linkii ii¢ yiirliylis paterninin frekans
dagiliminin, bireyler i¢in genis ve farkli oldugu vurgulanmistir. Calismada ayrica
dalgacik katsayilarinin kullanilmasimin frekans tepkisini taklit eden dijital filtreler
tasarlamaya calistlmigtir.  Onerilen ydntemde, filtreler vyiiriiyils paternindeki
degisiklikleri saptayabilmekte ve yliriiylis paternini siniflandirmaktadir. Bununla
birlikte, dalgacik doniisiimii kullanilarak sonu¢ alinmadan filtreleri dogrudan

tasarlamanin zorlugu belirtilmigtir. Sonug¢ olarak, ivme sinyalinin diisiik frekansh
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bilesenini kullanarak siirekli yiiriime kaydinda yliriiylis paternindeki degisikliklerin
saptanabilecegi ve dalgacik katsayilarmin giiclinii kullanarak diiz zeminlerde ve

merdivenlerde yiirimenin smiflandirilabilecegi belirtilmektedir (Sekine ve ark.,
1998).
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3. GEREC VE YONTEM

3.1. Arastirmanin Amaci

Yapilan tez ¢alismasi ile: Hemipleji tanili ve Brunnstrom evreleri bilinen olgulardan
elde edilmis olan yiiriime sinyali verisinin dalgacik doniisiimii yontemi ve makine
ogrenmesi smiflama algoritmalari kullanilarak siniflandirilmasi; boylelikle ileride
karsilagilacak hemiplejik olgularin hangi evrede olduklarinin tahmin edilmesi

amagclanmustir.

3.2. Arastirma Sorulari
Hemiplejik yiiriiyiis sinyali verisi ile Brunnstrom Evrelemesine goére smif tahmini

yapmak miimkiin miidiir?

Dalgacik doniisiimii ile ayrigtirilan sinyallerden ¢ikartilan Oznitelikler ile makine

O0grenmesi algoritmalarinin basarisi nedir?

3.3. Arastirmanin Evren ve Orneklemi

Arastirmanin evrenini inme sonrast hemiplejik olan olgular olusturmaktadir.

Aragtirmanin 6rneklemi Japonya Chiba Universitesinde 2005-2006 yillarinda inme
sonras1 hemiplejik olan olgulardan alinan yiirlime sinyali verisinden olusmaktadir

(Yardimei, 2007).

3.4. Arastirmanin Etik Yonii
Calismada kullanilan veriler i¢in Japonya Chiba Universitesinde yerel etik kuruldan

onay alinmis ve tiim denekler yazili bilgilendirilmis onam vermistir.

3.5. Veri Toplama Araclar

Calismada kullanilan sinyaller ti¢ eksenli bir ivmedlger (3031-010, IC-Sensors, USA,
boyut: 4x4x3 mm; agirlik: 0.3 g; range: =10 g; frekans tepkisi: 0-500 HZ) araciligiyla
elde edilmistir. Ivmedlcer anteroposterior (x), lateral (y) ve vertikal (z) sinyalleri
kaydetmek icin ortogonal olarak monte edilmistir. Ivmedlgerler, kontrollii egim
altinda ¢iktilar1 6lciilerek kalibre edilmistir. Daha sonra bel kemeri i¢in bir akrilik
plaka lizerine sabitlenmistir. Elastik bir bel kemeri ile hastanin sirtinda vertebral
kolonun lumbosakral bolgesine, hasta dikelirken agirlik merkezine yakin olarak

takilmistir. Ivmedlger {initesi, bir portatif veri kaydediciye (Micro 8, Shimadzu,
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Japan) bir arayiiz devresi araciligiyla baglanmistir. Bu veri kaydedici bir CPU, bir
10-bit A / D dondistiiriicii, bir IC kart arayiizii ve bir ¢ikarilabilir 2-MB IC hafiza
kartindan olusmaktadir. Arayiiz devresi, her bir yon igin bir anti-aliasing filtresi
olarak ii¢ amplifikator ve ti¢ adet ikinci dereceden analog Butterworth alcak geciren
filtreler icermektedir. Cutoff frekans1 500 Hz’dir. ivmedlger ciktilar, veri kaydedici
tarafindan 1024 Hz'lik bir 6rnekleme hizinda dijitallestirilmis ve IC hafiza kartina
kaydedilmistir. Olgiimler tamamlandiktan sonra, veriler analiz i¢in bir kart okuyucu

araciligiyla kisisel bir bilgisayara aktarilmistir (Yardimci, 2007).

3.6.Veri Seti Genel Bilgileri
Calismada ilk asama olarak inme sonrasi hemiplejik olan 28 hasta ve 7 saglikli
bireyden alinan yiirime sinyali verisi kullanilmistir. Hastalarin 9’u kadin; 19’u erkek

ve sagliklilarin tamami kadindir.

Brunnstrom Evrelemesi alti evreden olugsa da ilk iki evrede yiiriime s6z konusu
olmadigi i¢in caligmaya yalnizea III, IV, V ve VI. evredeki hastalar dahil edilmistir.

Tablo 3.1°de hastalarin Brunnstrom Evrelemesine gore dagilimlar: yer almaktadir.

Tablo 3.1. Hastalarin Brunnstrom Evrelemesine gore dagilimlar

Brunnstrom Evresi Hasta Sayis1 Cinsiyet(K/E)
111 12 3/9
v 9 3/6
A\ 4 3/1
VI 3 0/3

Calismada yer alan hemiplejik hastalarin ve saglikli bireylerin ortalama yas, kilo ve

boy ozellikleri Tablo 3.2°de verilmistir.

Tablo3.2. Deneklerin demografik 6zellikleri

Grup Yas Boy Kilo

Genel 66+11 154+8.56 54.6£9.4

Hasta 67+11 155+8.89  55.27+9.81
Saghkh 61+5.1 149+1.41 49.66+1.69
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Yiirlime sinyali verisi yukarida 6zellikleri verilen deneklerin bir koridor boyunca

serbest hizla yiirtimeleri sirasinda kaydedilmistir. Sirasiyla Sekil 3.2., Sekil 3.3.,
Sekil 3.4., Sekil 3.5. ve Sekil 3.6’da saglikli, Evre 3, Evre 4, Evre 5 ve Evre 6’da

olan deneklerin islenmemis yiiriime sinyallerine ait goriintiiler su sekildedir:
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Sekil 3.1. Saglikli bir hastaya ait anteroposterior eksenden alinan yiiriime sinyali
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Sekil 3.2. Brunnstrom Il1. evrede olan bir hastaya ait anteroposterior eksenden alinan yiiriime sinyali
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Sekil 3.3. Brunnstrom IV. evrede olan bir hastaya ait anteroposterior eksenden alinan yiiriime sinyali
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Sekil 3.4. Brunnstrom V. evrede olan bir hastaya ait anteroposterior eksenden alinan yiiriime sinyali
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Sekil 3.5. Brunnstrom V1. evrede olan bir hastaya aitanteroposterior eksenden alinan yiiriime sinyali

Ikinci asamada 15 saglikli bireyden anteroposterior ekseni olan bir ivmedlcerle
yiirlime sinyalleri alindi. Dalgacik doniisiimii yontemiyle ayristirilan sinyallerden
elde edilen Oznitelikler ile birinci asamada kullanilan veri setinin anteroposterior

eksene ait Oznitelikleri birlestirilerek 6rneklem sayis1 50’ye yiikseltildi.

3.7. Verilerin Analizi

Caligma kapsaminda inme sonras1 hemiplejik olan 28 hastadan ve 7 saglikli bireyden
alinan yiiriime sinyali verisi ve sonradan eklenen 15 saglikli yiirlime sinyali verisi
kullanilmistir. Sinyal verisinin analizi i¢in Matlab ve WEKA programlarindan

faydalanilmistir.

MATLAB

MATLAB, teknik hesaplama yapmak {izere gelistirilen olduk¢a performansh bir
dildir. Programlama yapmayi, hesaplama yapmay1 ve gorsel igerik iiretmeyi son
derece basit bir ortamda sunan MATLAB problemi ve ¢oziimiinii bilindik
matematiksel ifadelerle anlasilir kilar. En giincel ve en etkili algoritmalari, biiyiik
verileri igleyebilme yetenegi, programlama icin sagladigi ¢ok kuvvetli araglar

MATLAB’1 6ne ¢ikaran ozellikleridir. Bu programlama dili asagidaki islemler i¢in

kullanilabilir:

o Teknik hesaplamalar yapmak

o Sinyal isleme tekniklerini kullanmak
. Test ve 6l¢iim yapmak
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° Kontrol sistemlerinin model tabanli tasarimai,
o Goriintii isleme tekniklerini kullanmak

. Finansal model kurma ve analiz yapma (Deveci Kocakog, 2010).

MATLAB ismi Ingilizce matris laboratuvar1 (MATrixLABoratory) anlamma
karsilik gelen kelimeden tiiretilmistir. MATLAB ilk defa LINPACK ve EISPACK
tasarilar1 yoluyla gelistirilen matris yazilimmna kolay erisim saglamak amaci ile

yazilmistir.

MATLAB temel veri elemani boyutlandirmasina ihtiyag duymayan bir dizim (array)
olan etkilesimli bir sistemdir. Bu da 6zellikle matris ve vektor formiillii pek ¢ok
teknik hesaplamanin ¢oziimiinii C veya Fortran gibi etkilesimli olmayan dillerde

yazilan bir programin ¢ziimiinden ¢ok daha kisa olmasini saglar.

MATLAB ile yapilabilen matematiksel islemler; dogrusal cebir, veri ¢ézlimleme,
sinyal isleme, polinom ve ara deger islemleri ve diferansiyel denklem ¢oziimleri
seklinde siralanabilir. Gerek matematiksel islemlerin sonuglar1 ve gerekse disaridan
aktarilan verilerin 2-boyutlu ve 3-boyutlu grafikleri kolaylikla saglanabilir. Bu
grafikler ve diger sekiller iizerinde ise renklendirme ve isiklandirma islemleri
yapilabildigi gibi sekil canlandirma (animasyon) islemleri de yapilabilmektedir.
Harici arayiiz yardimiyla C ve Fortran programlama dilleri ile iletisim

kurulabilmektedir.

MATLAB baslangigta sayisal hesaplamalar1 yerine getirmek amaci ile gelistirilmis
olmakla beraber 5.0 siirlimiinden itibaren gelistirdigi Symbolic Math Toolbox
program paketi ilavesi ile sembolik matematiksel islemleri de yapabilir hale
gelmistir. Bu paket sembolik hesaplamalart MATLAB’1n sayisal hesaplama ortamina

dahil etmistir.

MATLAB’n belirleyici niteliklerinden birisi, MATLAB ana paketine ilaveten arag
kutulart anlamma gelen toolbox adi verilen uygulamaya 6zel ¢oziimler saglayan
fonksiyon paketlerinden olusmasidir. Ara¢ kutular1 veya fonksiyon paketleri
MATLAB ortamint 6zel tiirden problemlerin ¢6ziimiinii saglamak amaci ile
genisleten kapsamli bir MATLAB fonksiyonlar1 derlemesidir. Ara¢ kutular;
matematik ve analiz, matematiksel modelleme ve benzetim, ger¢ek zamanda veri

toplama ve denetim, sinyal ve goriintii isleme, denetim sistemi tasarimi, maliyet
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modellemesi ve analiz gibi pek c¢ok uygulama alanini kapsamaktadir. Bu ilave
fonksiyon paketlerinin bir kism1 ana program yapisinda olup bunlar Simulink, Real
Time Workshop ve Stateflow’dur. Simulink dinamik sistemlerin modellenmesi,
benzetimi ve ¢oziimlenmesinde kullanilan bir paket yazilim programidir. Her ne
kadar MATLAB ana paketi i¢inde yer alan diferansiyel denklem ¢oziim
fonksiyonlart olan ODE fonksiyonlart yardimi ile dinamik sistemlerinin ¢6ziimiinii
elde etmek miimkiinse de bunlar Simulink paketinin sagladig1 esnekligi saglayamaz.
Simulink’te modeller ise bir grafik kullanici arayiizii yardimiyla olusturulur.
Simulink’te sinyal giris elemani, sinyal ¢ikis elemani, dogrusal ve dogrusal olmayan
elemanlar ve baglanti elemanlarindan olusan ¢ok genis kapsamli bir blok
kiitliphanesi mevcuttur. Model olusturulduktan sonra ise genellikle Simulink
meniisiinden secilen integral alma veya diferansiyel denklem ¢6ziim yontemleri ile

modelin ¢6zimii yapilir (Yiksel, 2004).

WEKA

Weka (Waikato Environment for Knowledge Analysis) veri madenciligi
uygulamalarinda kullanilan makine 06grenmesi algoritma toplulugudur. Veri
hazirlama, regresyon, kiimeleme, siniflandirma, gorsellestirme ve birliktelik kurallar
gibi araglar iceren Weka, GNU General Public License kapsaminda verilen agik

kaynakli bir yazilimdir (WEKA, 2016).

Weka, yapisinda pek c¢ok yontem, hazir fonksiyon, algoritma ve kiitiiphane
barindirmaktadir. Modiiler olma niteligi ile yeni gelistirilmis olan ya da programda
olmayan ozellikler kullanict istedigi takdirde Weka platformundan iicret 6demeden

indirilebilir.

Weka programi Java tabanli bir yazilimdir ve kiitiiphaneleri .jar uzantihidir.
Uzantisinin .jar olmasi sayesinde Java programinda yazilmis pek ¢ok program
veyaprojeye uyumda ¢ok biiyiik rahatlik saglar. Weka’da c¢aligilabilmesi igin,
kullanilacak verinin uzantisinin .arff olmasi gerekmektedir. WEKA programi CSV
ve C4.5 uzantili veri dosyalarini agmaya da imkan tanimaktadir (Altun, 2018;

Takaoglu, 2016).
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3.7.1. Yiiriime SinyallerindenAyrik Dalgacik Déniisiimii ile Oznitelik
Cikartma

Sinyallerin ayrik dalgacik doniisiimii ile analizinde uygun dalgacigin se¢imi ve
ayrisim seviyelerinin sayist ¢ok onemlidir. Ayrisim seviyelerinin sayis1 segilirken

baskin frekans bilesenleri dikkate alinir (Toprak, 2007).

Calismada yer alan deneklerden {i¢ eksenli ivmedlgerle alinan yiiriime sinyalleri bir
onceki boliimde tanitilan Matlab programi kullanilarakayristirildi. Oncelikle her bir
denekten alinan sinyalin her bir ekseni .mat olarak kaydedildi ve boylelikle 105 adet
sinyal verisi elde edildi. Daha sonra her bir eksen i¢in siniflandirma igleminde
kullanilacak katsayilar1 elde etmek tizere 105 ayristirma islemi gergeklestirildi. Bu
islem literatiirde yiirlime sinyali analizinde en ¢ok tercih edilen Daubechies 5 (Db5)
ayrik ana dalgacigi kullanilarak gergeklestirildi. Db5 ana dalgacigi 6. seviyeye kadar
ayristirildi, boylelikle her bir ylirlime sinyali d1- d6 ayrint1 bandlarina ve a6 yaklasik
alt bandina ayrilmis oldu. Asagidaki gosterimlerde s sinyalin orijinal halini, d;’ler

ayrint1 fonksiyonunu ve a yaklasiklik fonksiyonunu belirtmektedir.

Decomposition at level 6:s =a6 + d6 + d5 + d4 + d3 + d2 + d1 .
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Sekil 3.6. Saglikli bir kisiye ait tiiriime sinyalinin 6 kademeli ayristirilmasi
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Sekil 3.8. Brunnstrom evre 111 olan bir hastaya ait tiiriime sinyalinin 6 kademeli ayrigtirilmasi
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Sekil 3.10. Brunnstrom evre IV olan bir hastaya ait tliriime sinyalinin 6 kademeli ayrigtirilmasi
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Decomposition at level 6:s = a6 + d6 + d5 + d4 + d3 +d2 +d1 .
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Sekil 3.12. Brunnstrom evre V olan bir hastaya ait tiiriime sinyalinin 6 kademeli ayristirtlmasi
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Sekil 3.13. Sekil 3.14’teki hastaya ait yiiriime sinyalinin detay katsayilarinin gosterimi

Decomposition at level 6:s =a6 + d6 +d5+d4 +d3 + d2 +d1 .
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Sekil 3.14. Brunnstrom evre VI olan bir hastaya ait tiirlime sinyalinin 6 kademeli ayrigtiriimasi
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Signal and Approximation at level 6
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Sekil 3.15. Sekil 3.16°daki hastaya ait yiiriime sinyalinin detay katsayilarinin gosterimi

Sinyallerin Db 5 ana dalgacik kullanilarak 6 seviyeli olarak ayristirilmasindan sonra
simiflandirma verisini olusturmak tizere 6. seviyedeki yaklasiklik sinyalinin
Oznitelikleri secildi. Bu 0Oznitelikler minimum, maksimum, ortalama, ortanca,
ortalamadan mutlak sapma, ortancadan mutlak sapma, vektoriin birinci normu (L1

norm), vektoriin ikinci normu (L2 norm) ve maksimum normdur.

3.7.2. Smiflandirma Algoritmalari ile Brunnstrom Evresinin Tahmin Edilmesi
Bu boliimde, yukarida bahsi gegen dalgacik dontisiimii ile elde edilen 6zniteliklerden

olusan veri setlerine uygulanan siniflandirma algoritmalarindan bahsedilecektir.

Ik veri seti 35 kisiden anteroposterior, lateral ve vertikal eksenden alinan yiiriime
sinyallerinin  dalgactk doniisiimii sonucunda 6. seviye yaklasiklik sinyali
katsayilarindan elde edilen Oznitelikler ile kisilerin Brunnstrom evrelerinden
olusmaktadir. Tkinci veri seti ise var olan veri setine eklenen, 15 saglikl1 yiiriiyiisten
alman sinyallerin dalgacik doniisimii sonucunda 6. seviye yaklasiklik sinyali
katsayilarindan ¢ikartilan Ozniteliklerden olusmaktadir. Ancak bu veri setinde
yalnizca anteroposterior eksenden alinan sinyallerden elde edilen Gznitelikler yer

almaktadir.
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En basta da belirtildigi gibi ¢alismanin amact kisilerin yiiriime sinyali verisinden
Brunnstrom evrelerini tahmin edebilmektir. Bu baglamda, bu ¢alismadaki
siiflandirma problemi i¢in dnce Weka ve daha sonra MATLAB programinda yer

alan smiflandirma algoritmalar1 kullanilmistir.

Calismada Weka programinin kullanilmasinin nedeni; agik kaynak kodlu olarak Java
dili tizerinde gelistirilmis olup, verileri basit bir dosyadan okuyabilmesidir. Ayrica
WEKA ile birlikte bir¢ok kiitiiphane hazir olarak gelmektedir. Veri 6n
islemesi, regresyon, smiflandirma, kiimeleme, 6znitelik secimi veya oznitelik

¢ikarimi bunlara 6rnek olarak gosterilebilir.

Calismada Weka programi igerisinde yer alan Iterative Classifier Optimizier,
AdaBoost, Bagging, Classification via Regression (CVR), LogitBoost, OneR, J48,
Random Forest, Random SubSpace, MultiClass Classifier ve RepTree siniflandirma
algoritmalar1 kullanilmis ve farkli sonuclar elde edilmistir. WEKA’da egitim ve test
icin gesitli stratejiler mevcuttur. Sekil 3.18°de goriildiigii gibi WEKA 4 farkli test

secenegi sunmaktadir. Bunlar sirasiyla asagida anlatilmistir:

Test options

) Use training set

) Supplied test set

=

®) Cross-validation Folds 10

) Percentage split
Sekil 3.16. Weka programinda bulunan test segenekleri

Egitim seti (Training set) segenegi verinin sadece egitim amaciyla kullanilmasini
saglar. Bu strateji ile veriye once egitim yaptirilip sonra ikinci bir kiime, test
amaciyla kullanilabilir. Egitim seti segenegi, Sekil 3.18’de yer alan “saglanan test
seti” (Supplied test set) kiimesi tizerinde ¢alisir. Capraz dogrulama (Cross-validation)
stratejisi ise veri kiimesini belirtilen sayida kiimeye bolerek alt kiimelerden birisini
egitim kiimesi olarak kabul eder ve sistemi egitir. Egittigi sistemi bir baska alt kiime
tizerinde dener ve bu kiime sinama kiimesi (validating set) ya da test kiimesi (test set)
olarak adlandirilir. Bu islemi segilen kiime sayisi1 kadar tekrarlar, boylelikle sistem
tyilestirilmeye calisilir. Diger bir strateji olan yiizdelik bolme (percentage split),

kiimeyi verilen oranda ikiye béler. Bu kiimelerden ilki egitim, ikincisi ise test amagl
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kullanir. Ornegin %60 olarak girildiginde, kiimenin ilk %60°’1ik kism1 egitim, sonraki

%40’ 11k kismu ise test i¢in kullanilacagi anlamina gelmektedir (Seker, 2011).

Calismada problemin ¢6ziimii i¢in kullanilan tiim algoritmalarda test secenegi olarak

10 kat caprazlama (10 fold cross-validation) teknigi kullanilmistir.

Bir sonraki boliimde ayrintili sonuglarina yer verilecek olan algoritmalar asagida

tanitilmistir.

Yinelemeli Simiflandirma (Iterative Classifier Optimizier)

Yinelemeli siiflandirma, cesitli temel makine 6grenme yontemlerinin aglardan bilgi
almasini saglayan bir yapidir. Temel makine 6grenme yontemi, her bir 6rnegi girdi
olarak tanimlayan bilgiyi alan ve daha sonra bir etiket ¢ikartan herhangi bir standart
siiflandirict olabilir.Yinelemeli siniflandirma algoritmasi, Sekil 3.17’de gosterildigi
gibi, mevcut ongoriiciiye girdi olarak komsu diigiimlerle ilgili onceki tahminleri

kullanarak ¢alisir (Fan ve Huang, 2011).

Ll - LlLlelels] (o )—{1)"
! A ]
Y Y
Local features x, Relational features r,
Vs

Sekil 3.17. Yinelemeli siniflandirma algoritmasi. Diigiimlii etiketlerin mevcut tahminlerine dayanarak
iliskisel oOzellikleri tekrar tekrar hesaplar, ardindan her digiim, yerel o6zelliklerinin ve iliskisel
Ozelliklerinin birlestirilmis giris vektoriinii kullanarak siniflandirir.

AdaBoost
Gli¢lendirme (Boosting), bircok zayif ve yanlis kurali birlestirerek dogru bir tahmin

kurali olugturma fikrine dayanan, makine Ogrenmesine yonelik bir yaklagimdir.
Adaptif Yiikseltme Algoritmasi olarak da bilinen AdaBoost algoritmasi, pratikte
kullanilan ilk boosting algoritmasidir ve bircok alanda en yaygin kullanilan ve

calisilan algoritmalardan biri olmaya devam etmektedir (Schapire, 2013).

Classification via Regression (CVR)
Regresyon yontemlerini kullanarak simiflandirma yapmak i¢in kullanilan CVR

algoritmas1 smiflar ikililestirilir ve her smif degeri i¢in bir regresyon modeli
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olusturulur. Bagka bir deyisle belirli bir 6rnegin kendisine ait olup olmadigin1 pozitif

smif i¢in 6ngodren regresyon modelleri olusturur.

Random SubSpace

Makine 6greniminde, ayn1 zamanda attribute bagging veya feature bagging olarak
da adlandirilan Random Subspace, bir topluluktaki tahmin ediciler arasindaki
korelasyonu, tiim o&zellik seti yerine rastgele Ozellik Ornekleri ilizerinde egiterek

azaltmaya calisan bir topluluk 6grenme yontemidir.

RepTree
Reduced Error Pruning Tree (Azaltilmis Hata Budama Agaci) hizli bir karar agaci
ogrenmesidir ve bilgi kazanimina veya varyansi azaltan bilgilere dayanarak bir karar

agac1 olusturur.

Random Forest
Random Forest siniflandirma, regresyon ve ¢ok sayida karar agaci olusturarak ve
smiflarin  modunu (smiflandirma) veya tek tek agaglarin ortalama tahmini

(regresyon) ¢ikaran gorevler i¢in basit bir topluluk 6grenme yontemidir.

MultiClass Classifier

MultiClass Classifier makine 6greniminde, ornekleri ii¢ veya daha fazla siniftan
birine simiflandirma s6z konusu oldugunda kullanilan bir algoritmadir. MultiClass
Classifier, her 6rnek i¢in birden fazla etiketin 6ngériilecegi Multi Label Classifier ile

karistirilmamalidir.

Bagging
Bagging, smiflandirma veya regresyon ig¢in kullanilabilecek bir topluluk

algoritmasidir. Smirli miktarda veriye sahip olundugunda yararli bir teknik olan
Bagging istatistiksel bir tahmin teknigidir. Diisiilk bir sapmaya ve yiiksek bir
varyansa sahip modeller ile en iyi sekilde kullanilan bir tekniktir ve bu, yaptigi
tahminlerin egitildikleri spesifik verilere biiyiik 6lclide bagimli oldugu anlamina
gelir. Bu yiiksek varyans ihtiyacina uyan en ¢ok kullanilan Bagging algoritmasi

karar agaglaridir (Brownlee, 2016).
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LogitBoost

Siniflandirma metodolojisindeki en oOnemli gelismelerden biri olan Boosting
(gliclendirme), egitim verilerinin yeniden yorumlanmis siirlimlerine sirali bir
siniflandirma algoritmasi uygular ve boylelikle bu sekilde iiretilen siiflarin agirlikli
cogunlugunu alarak calisir. Bircok siniflandirma algoritmast i¢in, bu basit strateji
performansta 6nemli gelismeler saglar. Makine 6grenimi literatiiriinde (Freund ve
Schapire 1995) 6nerilen ve 0 zamandan bu yana ¢ok fazla ilgi géren Boosting birgok
zayif Ogrenenden giiclii bir 6grenme c¢ikarmayr hedefleyen bir siniflandirma

algoritmasidir (Friedman ve ark.,2000).

One Rule (Tek Kural)

Amaci veri kiimeleriyle ilgili basit kurallar1 bulmak olan OneRule (OneR)
siiflandirma algoritmasi, tek bir ozellige dayanan bir nesneyi siniflandirmaya
calisan kurallar bitiiniidir. Bu bakimdan tek seviyeden olusan karar agaci
yapisindadir. Ayrica ¢ok karigik hipotezler sunabilen siniflandiricilarla kars1 karsiya
gelebilecek tahminler de yapabilme yetisine de sahiptir (Aydin ve Aslan, 2017).

J48

J48, 1D3? algoritmasinin bir uzantis1 olup, karar agaci budamasi, eksik deger, siirekli
Ozellik deger araligi, kural diretilmesi vb. gibi ek 6zellikleri bulunmaktadir.
WEKA’da, J48, C4.5 algoritmasinin Java tabanl, agik kaynak kodlu bir
uygulamasidir (Kaur ve Chhabra, 2014). Normallestirmeye yer veriyor olmak C4.5
agacinin ID3 agacindan en biiytiik farkidir. ID3 agaci lizerinde entropi hesaplanmasi
yapildig1 gibi bu deger baz alinarak karar noktalari saptanir. Entropi degerlerinin
oran olarak tutulduguC4.5 agaci Ustiinde alt agaglarin erisim yogunluklarina gore
farkli derecelere taginmasi da miimkiin kilinmaktadir. Bu konuda C4.5 agacinin diger
bir farklilig1 daha ortaya ¢ikar. Bu da ID3 agacindan farkli bir yaklagim ile bu agacta
budama isleminin yapilabilmesidir (Seker, 2012).

®JR. Quinlan, tarafindan 1986 yilinda bir veri setinden “karar agac1” gelistirmistir. Bu algoritma asagidan yukar
(top-down: kokten alt dallara dogru) ve greedysearch (sonuca en yakin durum) teknikleri kullanilir.
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4. BULGULAR

4.1. WEKA Programinda 35 Kisilik Veri Seti ile Yapilan Simiflandirma
Sonuclari
Brunnstrom Evrelemesine gore hangi evrede olduklart bilinen hemiplejik hastalardan
ve saglikli bireylerden ii¢ eksenli bir ivmedlger ile alinan yiirime sinyalleri Matlab
programinda Db5 ana dalgacigi kullanilarak 6. seviyeye kadar ayristirilmistir.
Ayristirma sonunda 6. seviyedeki yaklasiklik sinyalinden 6znitelikler ¢ikartilmistir.
Elde edilen ozniteliklerden olusan veri seti Weka programindaki siniflandirma
algoritmalar1 kullanilarak siniflandirilmistir. Tablo 4.1°de kullanilan siniflandirma

algoritmalar1 ve dogruluk oranlar1 gosterilmektedir.

Tablo 4.1. WEKA Siniflandirma algoritmalar1 ve dogruluk oranlari

Algoritma Dogruluk Kappa Ortalama
% Mutlak
Hata
Iterative 91,43 0,89 0,06
Classifier
Optimize
AdaBoost 57,14 0,38 0,23
CVR 85,71 0,81 0,16
Bagging 85,71 0,81 0,1
LogitBoost 91,43 0,89 0,04
OneR 85,71 0,81 0,06
Random 74,29 0,65 0,19
SubSpace
J48 88,57 0,85 0,05
REPTree 80 0,73 0,08
Random 74,29 0,65 0,22
Forest
Multi Class 65,71 0,55 0,13
Classifier
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Algoritma basarisinin  6l¢iilmesinde kullanilan en popiiler yontem Dogruluk
(Accuracy) oranidir. Bu oran Dogru Pozitif (DP), Dogru Negatif (DN), Yanlis Pozitif
(YP) ve Yanlis Negatif (YN) oranlari ile hesaplanir ve asagidaki gibidir:

Dogruluk = __ DP4DN (18)
DP+YN+YP+DN

ve hata orani:

YP+YN
Hata = ————— (19)
DP+YN+YP+DN

Bunun yani sira Cohen’s Kappa istatistigi gozlemler arasindaki uyusmay1 dlgmek
icin kullanilmaktadir. Tam uyum saglandiginda kappa istatistigi 1 degerini alir. 1’e
ne kadar yakinlagirsa uyum derecesinin o kadar iyi oldugundan bahsedilebilir. Kappa

istatistigi -1 degerini almas1 durumunda hi¢ uyum yoktur yorumu yapilir.

Kappa istatistigi degerini hesaplarken iki farkli olasiliktan faydalanilir. Bunlar Pr(a)
ve Pr(e)’dir. iki degerlendiricinin gézlemledigi uyumlarin toplam orantis1 Pr(a) iken,
bu uyumun sansa bagli ortaya c¢ikma olasiligi Pr(e)’dir. S6z konusu olasiliklar
tizerinden Kappa katsayisi i¢in kullanilan formiil Denklem 20°deki gibidir (Kilig,
2015).

Pr(a)—Pr(e) (20)

Kappa = —~575

Elde edilen Kappa degerini yorumlamak icin Landis ve Koch asagidaki ¢izelgeyi
onermislerdir (Kilig, 2015; Landis ve Koch, 1977).

Tablo 4.2. Kappa degerinin yorumlanmasi

Kappa degeri Yorum

<0 Sansa bagl olabilecek uyumdan
daha kotii uyum olmasi

0.01 — 0.20 Onemsiz diizeyde uyum olmasi
0.21 —0.40 Zayif diizeyde uyum olmasi
0.41 — 0.60 Orta diizevde uyum olmasi
0.61 — 0.80 Iyi diizeyde uyum olmasi

0.81 — 1.00 Cok iyi diizeyde uyum olmasi
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Biitiin test siireglerinde kestirimi yapilan ve ger¢ek degerin arasindaki farkin
ortalamasi olan Ortalama Mutlak Hata (Mean Absolute Error-MAE) ise asagidaki

gibi hesaplanir.

MAE =S S qlxe = &| (21)

Tablo 4.1’e bakildiginda Iterative Classifier Optimizer algoritmasinin dogruluk
oraninin  %91,43; Kappa istatistiginin 0,89; MAE oraninin ise 0,06 oldugu
goriilmektedir. AdaBoost algoritmasi %57,14 dogruluk oranina sahipken Kappa
istatistigi 0,38 ve MAE oran1 0,23’tlir. CVR algoritmasinin dogruluk oran1 %85,71;
Kappa istatistigi 0,81; MAE oran1 0,16’dir. Bagging algoritmasinin Dogruluk orani
yine %85,71 ve Kappa istatistigi 0,81 iken MAE orani 0,09’dur. Basarili sonug veren
algoritmalardan biri olan LogitBoost algoritmasinin Dogruluk orani %91,43; Kappa
istatistigi 0,89 ve MAE orani 0,04 olarak bulunmustur. Dogruluk orani %85,71 olan
OneR algoritmasinin Kappa istatistigi 0,81 ve MAE oram1 0,06’dir. Random
SubSpace algoritmasinin Dogruluk oran1 %74,29 iken Kappa istatistigi 0,65 ve MAE
orant 0,19 olarak bulunmustur. Bir bagka basarili sonu¢ veren algoritma olan J48
algoritmasinin Dogruluk oran1 %88,57; Kappa istatistigi 0,85 ve MAE oram 0,05tir.
RepTree algoritmasinin Dogruluk orant %80; Kappa istatistigi 0,73 ve MAE orani
0,08°dir. Random Forest algoritmasinin Dogruluk orant %74,29 iken Kappa
istatistigi 0,65 ve MAE oram1 0,22 olarak bulunmustur. Son olarak Multi Class
Classifier algoritmasinin Dogruluk orant %65,71; Kappa istatistigi 0,55 ve MAE

oran1 0,13 tiir.

Dogruluk oranlarina ve Kappa istatistiklerine bakildiginda LogitBoost, Iterative
Classifier Optimize, J48, OneR, Bagging ve CVR algoritmalarimin oldukc¢a 6nemli
derecede basarili olduklari goriilmektedir. Algoritmalarin detayli siniflandirma

sonuglari agsagidaki tablolarda sunulmustur:
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Tablo 4.3. LogitBoost algoritmasi

-1 0 1 1 1 1

- 1 0,04 0,92 1 0,96 0,99

45 089 0,04 0,89 0,89 0,89 0,81
58 075 0,03 0,75 0,75 0,75 0,64
6S 067 0 1 0,67 0,8 0,74
- 0,91 0,03 0,92 0,91 0,91 0,88

LogitBoost algoritmasi hata matrisi:

S 35 4S 55 6S
S 7 0 0 0 O
3 0 12 0 0 O

4 0 1 8 0 O

LogitBoost algoritmasinin DP orant 0,914 olup saglikli ve 3. evredeki hastalarin
tamamint dogru olarak smiflandirmistir. 4. evredeki 9 hastanin 8’ini dogru
siiflandiran algoritma 1 tanesini 3. evre olarak siniflandirmistir. Yine 5. ve 6.

evrelerdeki hastalardan 1’er tanesini bir 6nceki evre olarak siniflandirmistir.

Tablo 4.4. Iterative Classifier Optimizer algoritmasi

-1 0 1 1 1 1

1 0,04 0,92 1 0,96 0,96
0,89 0,04 0,89 0,89 0,89 0,89
0,75 0,03 0,75 0,75 0,75 0,77
0,67 0 1 0,67 0,8 0,84
0,91 0,03 0,92 0,91 0,91 0,92
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Iterative Classifier Optimizer algoritmasi hata matrisi:

S 38 45 55 6S
Ss7 0 0 O O
3s 0 12 0 0 O
4 0 1 8 0 O
5.0 0 1 3 O
6S 0 0 0 ‘1 2

Iterative Classifier Optimizer algoritmasit LogitBoost algoritmasi ile ayni sonuglart
vermis olup nedeni yineleyici siniflandirict olarak LogitBoost algoritmasini

kullanmasidir.

Tablo 4.5. AdaBoost algoritmasi

Saghkli 0 0 ? 0 ?

0,78

0,35 0,6 1 0,75 0,75
0,27 0,53 0,89 0,67 0,82
0 ? 0 ? 0,74
0 ? 0 ? 0,6

0,19 ? 0,57 ? 0,76

AdaBoost algoritmasi hata matrisi:

S 35 4S 58 6S
s 0 7 0 0 O
3s 0 12 0 0 O
4 0 1 8 0 O
55 0 0 4 0 O
6Ss 0 0 3 0 O
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AdaBoost algoritmasinin DP oran1 0,57 olup yalnizca 3. ve 4. evredeki hastalar

siiflandirmada basar1 gosterebilmistir.

Tablo 4.6. Random SubSpace algoritmasi

0,07 0,78 0,88

- 0,92 009 085 0,92 0,88 0,97
4 078 008 078 078 078 098
5S 025 007 033 025 029 092
003 0 0 0 0,97

- 0,74 0,07 0,68 0,74 0,71 0,97

Random SubSpace algoritmas1 hata matrisi:

S 35 4S5 55 6S
S 7 0 0 0 O
3s 0 1 1 0 ©
4 1 0 7 0 1
58 0 2 1 1 O
6S 1 0 0 2 O

DP oran1 0,74 olan Random SubSpace algoritmasi saglikli hastalarin tamamini dogru

simiflandirirken 6. evrelerdeki hastalarin tamamini yanlis siniflandirmastir.

1 1

Tablo 4.7. REPTree algoritmast

0,92

0,97

0,08 0,78 0,78 0,78 0,87
0,1 0,5 0,75 0,6 0,83
0,03 0 0 0 0,94
0,05 0,77 0,8 0,78 0,93
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REPTree algoritmasi hata matrisi:

S 35 4S5 55 6S
S 7 0 0 0 0
3 0 11 1 0 0
4S 0 1 7 1 0
58 0 0 0 3 1

6S O 0 1 2 0

REPTree algoritmasinin DP orami 0,8 olarak bulunmustur. Random SubSpace
algoritmas1 gibi saglikli hastalarin tamamini dogru siniflandirirken 6. evrelerdeki
hastalarin tamamin1 yanlis siniflandirmistir. 3., 4. ve 5. evrelerdeki hastalarin birer

tanesini bir 6nceki evre olarak siiflandirmstir.

Tablo 4.8. Random Forest algoritmasi

Dogru  Yanhs ROC
Simif Pozitif  Pozitif  Kesinlik Hassasiyet F Skoru

Oran Oran sillne
Saghkh 1 007 078 1 08 1
35 092 004 092 092 092 098
45 078 023 054 078 064 078
55 0 0 ? 0 ? 0,63
65 033 0 1 0,33 056 0,85
‘é%{_’ 074 009 2 0,74 ? 0,88

Random Forest algoritmasi hata matrisi:

S 35S 4S5 5S 6S
s 7 0 0 0 O
3s 0 11 1 0 O
4 1 1 7 0 O
5 0 0 4 0 O
6Ss 1 0 1 0 1
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Random Forest algoritmasinin DP oram1 0,74’tiir. Sagliklilarin tamamin1 dogru
tahmin eden algoritma 5. evredeki hastalarin tamamimmi 4. evre olarak

siniflandirmustr.

Tablo 4.9. MultiClass Classifier algoritmasi

0,86 0,92

- 0,75 0,17 069 0,75 072 091

4 056 012 063 056 059 085

S 025 007 033 025 029 072
6S 067 01 0,4 0,67 05 0,91

- 0,66 0,11 0,67 0,66 0,66 0,89

MultiClass Classifier algoritmasi hata matrisi:

S 35 4S 5S 6S
S 6 1 0 0 ©0
3s 0 9 2 1 O
4 0 3 5 0 1
5. 0 0 1 1 2
6S 0 0O 0 1 2

MultiClass Classifier algoritmasinin DP oranm1 0,66 olup en yiiksek dogru

siiflandirma basarisini sagliklilarda gostermistir.
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Tablo 4.10. J48 algoritmast

J48 algoritmasi hata matrisi:

S 35 4S5 55 6S
S6 1 0 0 O
3 0 11 1 0 O
4S 0 0 8 1 O
55 0 0 0 3 1
6S 0 0 O 0 '3

J48 algoritmasi 0,89 DP orani ile basarili algoritmalar arasindadir. Bu algoritma
Logit Boost ve Iterative Classifier Optimizer algoritmasindan farkli olarak 6.

Evredeki hastalarin tamamini dogru olarak siniflandirmistir.

1 1

Tablo 4.11. OneR algoritmasi

s 101 1

0 1 0,92 0,96 0,96
0,04 0,89 0,89 0,89 0,93
0,13 0,5 1 0,67 0,94
0 ? 0 ? 0,5

0,03 ? 0,86 ? 0,92
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OneR algoritmasi hata matrisi:

S 35 4S 58 6S
S7 0 0 O O
3 0 11 1 0 O

OneR algoritmasinin DP orant 0,86 olup saglikli ve 5. evre icin tam basari

gosterirken 6. evredeki hastalarin hig¢ birini dogru olarak siniflandiramamustir.

Tablo 4.12. Bagging algoritmasi

-1 0 1 1 1 1

88 092 0 1 0,92 0,96 1

45 089 0,38 0,89 0,89 0,89 1

58 075 01 05 0,75 0,6 0,95
6S 033 003 05 0,33 0,4 0,96
- 0,86 0,02 0,87 0,86 0,86 0,99

Bagging algoritmasi hata matrisi:

S 35 4S 55 6S
S 70 0 0 O
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Bagging algoritmasinin DP oran1 da 0,86 olarak bulunmustur. Sagliklilarin tamamini

dogru olarak siniflandirmistir.

Tablo 4.13. CVR algoritmast

Dogru  Yanhs ROC
Simf Pozitif ~ Pozitif Kesinlik Hassasiyet F Skoru
Alani

Oran Oran
Saghkh 1 0 1 1 1 1
3S 1 0,04 0,92 1 0,96 0,98
4S 0,89 0,04 0,89 0,89 0,89 0,97
5S 0,5 0,07 0,5 0,5 0,5 0,93
6S 0,33 0,03 0,5 0,33 0,4 0,98
Agr. 0,86 0,04 0,85 0,86 0,85 0,98

Ort.

CVR algoritmasi hata matrisi:

S 35S 4S5 5S 6S
S 7 0 0 O O
3 0 12 0 0O O
4 0 1 8 0 O
5 0 0 1 2 1

6S 0 0 0 2 1

Dogruluk oran1 0,86 olan bir baska siniflandirict CVR algoritmasi saglikli ve 3. evre

olan hastalar1 siniflandirmada tam basar1 gostermistir.

Yukaridaki tablolarda bahsi gecen Kesinlik, hassasiyet, F Skoru ve ROC alani

kavramlar1 asagida agiklanmstir:

Kesinlik ( Precision): Dogru pozitif oranin tahmin edilen biitiin pozitiflere oranidir.

DP

Kesinlik = — 2
esinlik DP £ VP
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Hassasiyet (Recall): Dogru pozitif oraninin olmasi gereken biitiin pozitiflere

oranidir.

DP

H lyet = —————
assasiye DP T TN

F Skoru: Hassasiyet ve kesinlik olgiitleri tek baslarina anlam ifade eden bir
karsilastirma sonucu elde etmemiz igin yeterli degildir. Daha dogru sonuglar elde
edebilmek i¢in her iki olgltii de beraber degerlendirmek gerekir. f-skoru olarak da
bilinen f-6l¢iitii bunun i¢in tanimlanmis olup, duyarlilik ve kesinligin harmonik

ortalamasidir.

KesinlikxHassasiyet

skoru = 2
f Kesinlik + Hassasiyet
Roc Alani: Amag, her siniflandirma esigi i¢in Dogru Pozitif ve Yanlis Pozitif
oranlarin bir grafigini olusturarak, bir ikili smiflandiricinin  performansini
incelemektir. ROC  analizi, ¢alisma karakteristikleri egitim zamaninda
bilinmediginde, siniflandiricilarin degerlendirilmesi ve karsilastirilmasi i¢in dnemli

bir arag olarak bilinmektedir.

4.2. WEKA Programinda 50 Kisilik Veri Seti ile Yapilan Siniflandirma
Sonuglar

Yukaridaki boliimlerde bahsedilen Brunnstrom Evreleri bilinen 28 hemiplejik

hastaile 7 saglikl1 bireyin ii¢ eksenli ivmedlger ile alinan yiirlime sinyallerine Matlab

programi kullanilarak Dalgacik DOniisiimii  teknigi uygulanmis ve sinyaller

ayristirilmistir. Ayristirilan sinyallerden 6. seviyedeki yaklasiklik sinyali se¢ilmis ve

bu sinyalin 6znitelikleri ile bir veri seti olusturulmustur. Bu veri setine uygulanan

siniflandirma algoritmalar1 ve sonuglar1 yukarida verilmistir.

Bu boéliimde ise mevcut veri setine yeni veriler eklenmis ve ayni algoritmalarla
smiflandirma tekrarlanmigtir. Elde edilen yeni yiiriime sinyali 15 saglikli bireyden,
anteroposterior ekseni olan bir ivmedlgerden alinan yiiriime sinyalini kapsadigi i¢in

mevcut verinin de yalnizca ilgili ekseni kullanilmistir.
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Yeni eklenen 15 yliriime sinyali mevcut sinyalde oldugu gibi Daubechies 5 ana
dalgacik doniisiimii ile 6 seviyeli olarak ayristirilmistir. Yine 6. seviye yaklasiklik

sinyalinin 6znitelikleri se¢ilmis ve mevcut veri setine eklenmistir.

Olusturulan yeni veri seti ile tekrarlanan siniflandirma sonuglar1 Tablo 4.9°da

sunulmustur.

Tablo 4.14. WEKA’da tekrarlanan siniflandirma algoritmalar1 ve dogruluk oranlari

Ortalama 35 orneklem ile

Algoritma Dogor/: fuk Kappa Mutlak alinan dogruluk
Hata oranlari

Iterative

Classifier 90 0,856 0,05 91

Optimize

AdaBoost 52 0,277 0,243 57

CVR 82 0,737 0,151 86

Bagging 78 0,683 0,137 86

LogitBoost 90 0,856 0,043 91

OneR 78 0,666 0,088 86

Random

SubSpace 68 0,526 0,192 74

J48 86 0,801 0,056 89

REPTree 76 0,651 0,121 80

Random ., 0,59 0,150 74

Forest

Multi

Class 76 0,660 0,159 66

Classifier

Yeni veri seti ile tekrarlanan siniflandirma igleminin sonucunda dogruluk oranlarinda

Tablo 4.14’te gortldigi gibi bir diisiis gdzlenmistir.

Iterative Classifier Optimizer algoritmasinin dogruluk oraninin %90; Kappa
istatistiginin  0,86; MAE oraninin ise 0,05 oldugu goriilmektedir. AdaBoost
algoritmast %52 dogruluk oranina sahipken Kappa istatistigi 0,28 ve MAE oram
0,24°tlir. CVR algoritmasinin dogruluk orant %82; Kappa istatistigi 0,74; MAE oran
0,15°dir. Bagging algoritmasinin Dogruluk oran1 %78 ve Kappa istatistigi 0,68 iken
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MAE oran1 0,13’tiir. Yine basarili sonug veren algoritmalardan biri olan LogitBoost

algoritmasimin Dogruluk oran1 %90; Kappa istatistigi 0,86 ve MAE oran1 0,04 olarak

bulunmustur. Dogruluk oran1 %78 olan OneR algoritmasinin Kappa istatistigi 0,67

ve MAE orani 0,09’dur. Random SubSpace algoritmasinin Dogruluk orani %68 iken

Kappa istatistigi 0,53 ve MAE oran1 0,19 olarak bulunmustur. Bir baska basarili

sonug veren algoritma olan J48 algoritmasinin Dogruluk orani %86; Kappa istatistigi

0,80 ve MAE oran1 0,06’dir. RepTree algoritmasinin Dogruluk orani %76; Kappa

istatistigi 0,65 ve MAE oran1 0,12°dir. Random Forest algoritmasinin Dogruluk orani

%72 iken Kappa istatistigi 0,60 ve MAE orani1 0,15 olarak bulunmustur. Son olarak

Multi Class Classifier algoritmasinin Dogruluk orant %76; Kappa istatistigi 0,66 ve
MAE orani 0,16°dur.

Asagida algoritmalara ait detayli siniflandirma sonuglar1 sunulmustur.

Tablo 4.15. LogitBoost algoritmasi (50 kisi)

Dogru
Smf  Pozitif
Oran
Saghkh 1
3S 0,83
4S 0,89
5S 0,75
6S 0,67
Agr. 0,9
Ort.

LogitBoost algoritmasi hata matrisi:

S 35S 4S 5S 6S

S 22 0
3 2 10
4SS 0 1
5S 0 O
6S 0 O

0

Yanhs
Pozitif
Oran

0,07
0,03
0,02
0,02
0

0,04

0

0

Kesinlik Hassasiyet

0,92
0,91
0,89
0,75
1

0,90

0,83
0,89
0,75
0,67
0,9

F Skoru

0,96
0,87
0,89
0,75
0,8
0,9

ROC
Alam

1
0,99
0,89
0,76
0,7
0,94
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LogitBoost algoritmasinin dogruluk oran1 0,91°den 0,9’a diisse de siniflandirmadaki
basarist yine oldukca yiiksek olan bir algoritma olarak karsimiza c¢ikmaktadir.
Sagliklilarin tamamini dogru simiflandiran bu algoritma, ilk siniflandirmayla

kiyaslandiginda yalnizca 3. evrede hata yapmustir.

Tablo 4.16. Iterative Classifier Optimizer algoritmasi (50 kisi)

Dogru  Yanhs ROC
Sinif Pozitif ~ Pozitif Kesinlik Hassasiyet F Skoru
Alam
Oran Oran
Saghkh 1 0,07 0,92 1 0,96 0,99
3S 0,83 0,03 0,91 0,83 0,83 0,98
4S 0,89 0,02 0,89 0,89 0,86 0,89
5S 0,75 0,02 0,75 0,75 0,73 0,79
6S 0,67 0 1 0,67 0,81 0,69
Agr. 0,9 0,04 0,90 0,9 0,87 0,94

Ort.

Iterative Classifier Optimizer algoritmasi hata matrisi:

S 35S 4§ 5S 6S
S22 0 0 0 O
3 2 10 0 0 O
4 0 1 8 0 O
5 0 0 1 3 O

6S 0 0 0 1 2

Iterative Classifier Optimizer algoritmast 35 denekle yapilan siniflandirmada oldugu
gibi sagliklilarin tamamin1 dogru smiflandirmistir. Ancak ilk siniflandirmada 3.
evrenin de tamami dogru smiflanmisken, denek sayis1 50’ye ¢iktiginda bu evredeki
12 hastanin 10 tanesi dogru olarak tahminlenmistir. DP oran1 0,91’den 0,90’a

gerilemistir. Ancak yinede olduk¢a dnemli derecede bir basar1 elde edilmistir.
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Tablo 4.17. AdaBoost algoritmasi (50 kisi)

0,25

0,71 0,77 0,74 0,73

0,45 0,35 0,75 0,47 0,37
0 ? 0 ? 0,39
0 ? 0 ? 0,12
0 ? 0 ? 0,09
0,22 ? 0,52 ? 0,5

S 17 5 0 0 O
3s 3 9 0 0 0
4s 1 8 0 0 O
5 2 2 0 0 O
6Ss 1 2 0 0 O

Dogruluk oran1 ilk siniflandirmaya gore %57°den %52’ye diisen AdaBoost
algoritmasi sagliklilar1 %77 ve 3. evre hastalar1 %75 oraninda dogru smiflarken 4., 5.

ve 6. evre hastalarin hig birini dogru siniflandiramamuistir.

Tablo 4.18. Random SubSpace algoritmasi (50 kisi)

025 072 082 077 091
- 0,67 016 057 067 062 089
005 08 0,89 084 094
002 0 0 0 0,75
0 ? 0 ? 0,97
016 2 0,68 ? 0,90
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Random SubSpace algoritmas1 hata matrisi:

3S
4S
5S
6S

3S 4S
4 O
0O 8
1 1
1 0

-, O O O o

o O o o o

[k siniflandirmada DP oran1 %74 olan Random SubSpace algoritmasmin DP orani

% 68’e digmiistiir. Sagliklt ve 4. evre hastalar1 siniflandirmada %80’in iizerinde

basar1 gosterirken 5. ve 6. evre hastalarin hig birini dogru siniflandiramamustir.

Tablo 4.19. RepTree algoritmasi (50 kisi)

Simif

Saghkh

3S
4S
5S
6S

-

Agr.
Ort.

Dogru
Pozitif
Oran
0,82
0,83
0,89
0,5

0

0,76

Yanhs
Pozitif
Oran
0,18
0,13
0,02
0,02

0

0,12

Kesinlik Hassasiyet F Skoru

0,78
0,67
0,89
0,67
?

?

RepTree algoritmasi hata matrisi:

3S
4S
5S
6S

S
18

o N -

3S
4
10
0
0
1

=~ O © O o

P N O O O

o O o o o

0,82
0,83
0,89
0,5
0

0,76

0,8
0,74
0,89
0,57
?

?

ROC
Alam

0,86
0,85
0,93
0,71
0,79

0,85
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RepTree algoritmasinin DP oran1 %80°den %76’ya diismiistiir. Sagliklilari, 3. Ve 4.

Evre hastalari dogru smiflandirma basarist %80’in {lizerinde olan algoritma 6. Evre

hastalarin hig¢ birini dogru olarak siniflandiramamustir.

Tablo 4.20. Random Forest algoritmasi (50 kisi)

Siif

Saghkh

3S
4S
5S
6S

-

Agr.
Ort.

Random Forest algoritmasi hata matrisi:

3S
4S
5S
6S

o O kDN

Dogru
Pozitif
Oran
0,86
0,75
0,89

0

0

0,72

R O O © w

R W © +» O

Yanhs
Pozitif
Oran
0,11
0,11
0,12
0,02
0,02

0,1

-, O O O o

o B, O O O

Kesinlik Hassasiyet F Skoru

0,86
0,69
0,62
0
0

0,66

0,86
0,75
0,89
0
0

0,72

0,86
0,72
0,73
0
0

0,68

ROC
Alani

0,94
0,91
0,94
0,84
0,93

0,92

Random Forest algoritmasinin DP oran1 %74’ten %72’ye diismiis olup 5. ve 6. evre

hastalarin hi¢ birini dogru olarak siniflandiramamistir. Ancak sagliklilart ve 4. evre

hastalart dogru siniflandirma basaris1 %80’in lizerindedir.
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Tablo 4.21. MultiClass Classifier algoritmasi (50 kisi)

Saghkh 1 0 1 1 1 1

3 05 011 06 05 055 083
4 056 017 042 056 048 075
5 05 002 067 05 057 085

0 1 1 1 1

- 0,76 0,06 0,77 0,76 0,76 0,90

MultiClass Classifier algoritmasi hata matrisi:

S 22 0 0 0 O
3s 0 6 5 1 O
4 0 4 5 0 O
55 0 0 2 2 O
6Ss 0 O O o0 3

Orneklem sayist arttirildiktan sonra tekrarlanan siiflandirmalarda DP orani artan tek

algoritma MultiClass Classifier algoritmasi olmustur. DP oran1 %60’tan %76’ya

yiikkselmis olup sagliklilarin ve 6. evre hastalarin tamamint dogru olarak

siniflandirmustir.

Tablo 4.22. CVR algoritmasi (50 kisi)
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CVR algoritmas1 hata matrisi:

S 35 45 58 6S
S21 1 0 O 0
31 11 0 O 0

[k smiflandirmada 0,86 olan dogruluk orani burada 0,82’ye diismiistiir. Saglhkli ve 3.
evrede 1’er kisi yanlis tahmin edilmis; 6. Evredeki hastalarin hi¢ biri dogru olarak

siniflandirilamamustir.

Tablo 4.23. Bagging algoritmasi (50 kisi)

Bagging algoritmas1 hata matrisi:

S 35 4S 55 6S
S 202 0 0 O
31 101 0 O
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Bagging algoritmasinda dogruluk oraninda belirgin bir diisiis meydana gelmistir.

0,86 olan dogruluk orani denek sayist 50’ye ¢iktiginda 0,78’e gerilemistir.

Tablo 4.24.0neR algoritmasi (50 kisi)

OneR algoritmasi hata matrisi:

S 3§ 4S 5S 6S
S 202 3 0 O

3 0 11 1 0 O

OneR algoritmasinin ilk siniflandirmada dogruluk orani 0,86 iken denek sayis1 50’ye
cikartildiginda 0,78’e gerilemistir. ilk siniflandirmada 5. evrenin tamamini dogru

tahmin etmis olup burada 5. ve 6. evrenin tamamini yanlis tahminlemistir.
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Tablo 4.25. J48 algoritmas1 (50 kisi)

Dogru  Yanhs ROC
Sinif Pozitif ~ Pozitif Kesinlik Hassasiyet F Skoru
Alam
Oran Oran
Saghkh 0,96 0,07 0,91 0,96 0,93 0,94
3S 0,83 0,03 0,91 0,83 0,87 0,90
4S 0,78 0,02 0,88 0,78 0,82 0,88
5S 0,75 0,04 0,6 0,75 0,67 0,85
6S 0,67 0,02 0,67 0,67 0,67 0,82
Agr. 0,86 0,05 0,87 0,86 0,86 0,91

Ort.

J48 algoritmasi hata matrisi:

S 35 4S 5S 6S
S 211 0 0 O
31 10 1 0 O
4s 1 0 7 1 O
5 0 0 0 3 1

6S 0 0 0 1 2

IIk siniflandirmadaki DP orani 0,89 olan J48 algoritmasinin DP oran1 0,86’ya
diismiistiir.

4.3. MATLAB Programinda 35 Kisilik Veri Seti ile Yapilan Siniflandirma
Sonuglari
Yiiriime sinyallerinden dalgacik doniisiimii sonucu elde edilen 6zniteliklerden olusan
veri seti kigilerin Brunnstrom evrelerini tahmin edebilmek {izere Matlab Programinda
bulunan siniflandirma algoritmalari kullanilarak siniflandirildi. Tablo 4.26°’da Matlab
programinda kullanilan siniflandirma algoritmalari ve dogru siniflandirma oranlari
yer almaktadir. Matlab programinda da WEKA’da oldugu gibi problemin ¢dziimii
i¢in kullanilan tiim algoritmalarda test secenegi olarak 10 kat caprazlama (10 fold

cross-validation) teknigi kullanilmistir.
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Tablo 4.26. Matlab Programinda 35 Kisilik Veri Seti ile Yapilan Simiflandirma Sonuglar

Siniflayici Dogruluk Orani %
Linear Discriminant 69,4
Complex Tree 83,3

Subspace Discriminant 75

RUSBoosted Trees 86,1

Linear Discriminant Algoritmasi:

Diskriminant analizi, farkli siiflarin, farkli Gauss dagilimlarima dayanan veri
tirettiklerini varsayan bir siniflandirma yontemidir. Bu yontemde bir siniflandiriciy
egitmek (olusturmak) igin, fitting islevi her sinif i¢in bir Gauss dagiliminin
parametrelerini tahmin eder.Yeni veri smiflarii tahmin etmek ig¢in, egitimli

siniflandirict en diisiik yanlis siniflandirma maliyetine sahip sinifi bulur.

Linear Discriminant algoritmasininin hata matrisi ve siiflara gore AUC (Area Under

Curve) egrileri asagida sunulmustur.

3 9 3
4 1 7 1
w
0
T
o
@ 2 2 1 1
=
'_
5] 1 2
7 1 6
=) k4 & a -~

Predicted class

Sekil 4.1. Linear Discriminant algoritmasi hata matrisi
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L 1
0.8 0.8
(0.09,0.75) (0.19,0.78)
3 ©
o £
o 08 Eo6
2 AUC =0.94 B AUC = 0.80
8
o a
3 04 304
= =
0.2 0.2
= ROC curve = ROC curve
0 Area under curve (AUC) 0 Area under curve (AUC)
® Current classifier @ Current classifier
1] 0.2 04 0.6 0.8 1 0 0.2 0.4 0.6 0.8 1
False positive rate False positive rate
Seviye |11 Seviye IV
1 1
0.8 08
@ o
8 = (0.06,0.67)
206 20
£ 2
@ AUC =0.69 ‘@ AUC =0.89
e ©
a Q
S04 g 04
= (=
02 (0.03,0.25) 0.2
—— ROC curve ——ROC curve
0 Area under curve (AUC) 0 — Area under curve (AUC)
® Current classifier ® Current classifier
0 0.2 0.4 0.6 0.8 1 0 0.2 0.4 0.6 0.8 1
False positive rate False positive rate

Seviye V Seviye VI

| J
0.00,0.86
08 ( )
2
€6
@
a
G AUC =0.99
3
2
204
=
02
= ROC curve
0 Area under curve (AUC)
® Current classifier

0 0.2 04 0.6 0.8 1
False positive rate

Saglikli

Linear Discriminat algoritmasinin dogru siniflandirma orani % 69,4 olup DP oranlari
3. evre i¢in 0,75; 4. evre i¢in 0,78; 5. evre i¢in 0,25; 6. evre i¢in 0,67 ve sagliklilar

icin 0,86 olarak bulunmustur.
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Complex Tree Algoritmasi:

Cok smifli 6grenme igin ikili karar agact modeli sunan Complex Tree algoritmasi
siniflar arasinda ¢ok iyi ayrimlar yapan bir¢cok yapraklar1 olan bir karar agacidir.
Complex Tree algoritmasinin hata matrisi ve siniflara gore AUC (Area Under Curve)

egrileri asagida sunulmustur.

3 11 1
4 8 1
w
w
&
(=]
o 5 4
2
[
6 3
7 7
3 7 & & >

Predicted class

Sekil 4.2. Complex Tree algoritmasi hata matrisi

1 / 1
(0.00,0.92)
0.8 08
2 £
© @
€6 2op
2 ¢
% AUC =0.96 ‘@ AUC =0.93
= =]
a a
g o4 g 04
= =
0.2 0.2
—— ROC curve —— ROC curve
0 Area under curve (AUC) 0 Area under curve (AUC)
® Current classifier @ Current classifier
0 0.2 04 0.6 08 1 0 0.2 04 0.6 08 1
False positive rate False positive rate
Seviye Il Seviye IV
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(0.13,1.00) L

08F 08

e

@
o
2]

True positive rate
True positive rate

AUC=0.89 AUC =0.84
0.4 0.4
0.2 0.2
—— ROC curve =——ROC curve
0 Area under curve (AUC) 0 >~— Area under curve (AUC)
® Current classifier (0.00,0.00) ® Current classifier
0 0.2 0.4 0.6 0.8 1 0 0z 0.4 0.6 0.8 1
False positive rate False positive rate
Seviye V Seviye VI
1
(0.00,1.00)
0.8
2
Los
o
=
il AUC =1.00
o
a
04
=
0.2
= RQC curve
0 Area under curve (AUC)
® Current classifier
0 02 04 0.6 08 1
False positive rate
Saglikli

Complex Tree algoritmasinin dogru simiflandirma oran1 % 83,3 olup DP oranlar 3.
evre i¢in 0,92; 4. evre i¢in 0,89; 5. evre i¢in 1; 6. evre i¢cin 0 ve saghklilar i¢in 1
olarak bulunmustur. Complex Tree algoritmasi sagliklilarin ve 5. Evrede olan
hastalarin tamamini dogru siniflandirirken 6. evredeki hastalarin hi¢ birini dogru

olarak siniflandiramamustir.

Subspace Discriminant Algoritmasi:
Subspace Discriminant algoritmast  bir topluluk 6grenme algoritmasidir.
Diskriminant analizi ya da k-en yakin komsu (KNN) smiflandiricilarinin
dogrulugunu arttirmak i¢in kullanilir.
Subspace Discriminant algoritmasinin hata matrisi ve smniflara gore AUC (Area

Under Curve) egrileri asagida sunulmustur.
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True class
o

3 £ 4 8
Predicted class

Sekil 4.3. Subspace Discriminant algoritmasi hata matrisi

0 0.2 04 06 0.8 1
False positive rate

Seviye Il

Seviye Il

04 0.6
False positive rate

Seviye IV

Seviye IV
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1 AFH
08 .
(0.00,0.77)

o
=)

AUC =0.99

True positive rate

=3
Fs

o
)

ol Area under curve (AUC)
@ Current classifier

] 0.2 04 0.6 08 1
False positive rate

Saglikli

Subspace Discriminant algoritmasmin dogru siniflandirma orant % 76 olup DP
oranlar1 3. evre i¢in 1; 4. evre i¢in 1; 5. evre i¢in 0; 6. evre i¢in 0 ve sagliklilar i¢in
0,77 olarak bulunmustur. Subspace Discriminant algoritmast 3. ve 4. evrede olan
hastalarin tamamini dogru siniflandirirken 6. evredeki hastalarin hi¢ birini dogru

olarak siniflandiramamustir.

RUSBoosted Trees Algoritmasi:

RUSBoosted Trees algoritmasi 6zellikle dengesiz verilerin siniflandirilmasinda yani
egitim verilerindeki bazi smiflarin digerlerinden daha az tiyesi oldugu durumlarda
etkilidir. RUS, Random Under Sampling'in (Rasgele Ornekleme Altinda)
kisaltmasidir. Cogunluk smifi Orneklerini kaldirarak azinhik sinifin1 daha 1yi
modellemek i¢cin RUS ve standart Boosting prosediirii olan AdaBoost'un bir
kombinasyonunu kullanir. Algoritma, N, 6rnekleme i¢in temel birim olarak, egitim
verilerinde en az iiyeye sahip smiftaki iiye sayisini alir. Daha fazla iiyeye sahip
siiflar, her sinifin sadece N gozlemlerini alarak 6rneklendirilir. Diger bir deyisle,
eger K sinif varsa, o zaman, her bir zayif 6grenci i¢in, topluluk icinde, RUSBoost, K
smiflarmin her birinden N gozlemleri ile verilerin bir alt kiimesini alir. RUSBoosted
Trees algoritmasinin hata matrisi ve siniflara gére AUC (Area Under Curve) egrileri

asagida sunulmustur.
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True positive rate

True class
o

@ E4 & 6 &
Predicted class

Sekil 4.4. RUSBoosted Trees algoritmasi hata matrisi

5 &

S

True positive rate

o]
o -
0 0.2 0.4 0.6 LX) 1 ] 0.2 04 0.6 0.8 1
False positive rate False positive rate
Seviye I Seviye IV
1 i 1
08 08}
06 % o8l
0.2 02}
0 ol
0 0.2 0.4 0.6 08 il 0 0.2 04 0.6 08 1
False positive rate False positive rate
Seviye V Seviye VI
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]
08 1(0.00,0.86)

o
o

AUC =0.87

True positive rate
o
n

0.2

0 0.2 0.4 0.6 0.8 1
False positive rate

Saglikli

RUSBOoostes Trees algoritmast MATLAB programinda bu problemin ¢dziimii i¢in en
yikksek dogruluk oranini vermis olup dogru siniflandirma oran1 % 86,1°dir.
Algoritmanin DP oranlar1 3. evre i¢in 0,92; 4. evre i¢in 0,89; 5. evre icin 0,75; 6. evre
icin 1 ve sagliklilar i¢in 0,86 olarak bulunmustur. RUSBoostes Trees algoritmasi 6.
evre olan hastalarin tamamini dogru siniflandirirken diger smiflarda birer hata

yapmistir.

4.4, MATLAB Programinda 50 Kisilik Veri Seti ile Yapilan Siniflandirma
Sonuclarn
Bu boéliimde mevcut veri setine yeni eklenen veri ile ayni siniflandirma algoritmalari

tekrarlanmis ve sonuglar Tablo 4.27°de sunulmustur.

Tablo 4.27. Matlab programinda tekrarlanan siniflandirma algoritmalari ve dogruluk oranlart

Smiflayici Dogruluk Oranm % 35 6rneklem ile
alinan dogruluk
oranlari
Lineer Discriminant 64 69,4
Complex Tree 82 83,3
Subspace Discriminant 76 75
RUSBoosted Trees 86,1 86,1
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Mevcut veri setine 15 saglikli kisiden anteroposterior ekseni olan bir ivmedlger ile
alman yiirime sinyallerinden elde edilen Oznitelikler eklenmis ve Matlab
programinda ayni algoritmalar kullanilarak simiflandirma tekrar edilmistir.
Smiflandirma algoritmalarinin hata matrisleri ve her bir smifa ait AUC egrileri

asagida sunulmustur.

Linear Discriminant algoritmasi:

3 12
4 4 5
0
@
AT,
(3]
o 2 4
=
=
6 3
7 7 15
@ ¥ & -3 >

Predicted class

Sekil 4.5. Linear Discriminant algoritmasi hata matrisi (50 kisi)
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Saglikli

Tekrarlanan Linear Discriminant algoritmast sonucunda dogruluk orani %69,4’ten
%64’e diismiis olup DP oranlari 3. evre i¢in 1; 4. evre i¢in 0,56; 5. evre icin O; 6.
evre i¢in O ve sagliklilar i¢in 0,68 olarak bulunmustur. Linear Discriminant
algoritmas1 3. evre olan hastalarin tamamin1 dogru siniflandirirken 5. ve 6. evre

hastalarin hi¢ birini dogru olarak siniflandiramamastir.
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Complex Tree algoritmasi:
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Sekil 4.6. Complex Tree algoritmasi hata matrisi (50 kisi)
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Saglikli

Tekrarlanan Complex Tree algoritmasi sonucunda dogruluk orani %83,3’ten %82’ye
diismiis olup DP oranlar1 3. evre i¢in 0,75; 4. evre i¢in 0,78; 5. evre i¢in 1; 6. evre
icin 0 ve sagliklilar i¢in 0,95 olarak bulunmustur. Complex Tree algoritmasi 5. evre
olan hastalarin tamamini dogru siniflandirirken 6. evre hastalarin hi¢ birini dogru

olarak simiflandiramamistir. Bunun yaninda 22 sagliklinin 21 tanesini dogru olarak

siniflandirmustir.

Subspace Discriminat algoritmasi:
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Sekil 4.7. Subspace Discriminant algoritmasi hata matrisi (50 kisi)
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Tekrarlanan Subspace Discriminant algoritmasi sonucunda dogruluk orani %75’ten
%76’ya ylikselmis olup DP oranlari 3. evre i¢in 1; 4. evre i¢in 1; 5. evre i¢in 0; 6.
evre i¢in 0 ve sagliklilar i¢in 0,77 olarak bulunmustur. Subspace Discriminant
algoritmasi 3. ve 4. evre olan hastalarin tamamini1 dogru smiflandirirken 5. ve 6. evre

hastalarin hi¢ birini dogru olarak siniflandiramamustir.

RUSBoosted Trees algoritmasi:
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Sekil 4.8. RUSBoosted Treesalgoritmasi hata matrisi (50 kisi)
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Saglikli

Tekrarlanan RusBoosted Trees algoritmast sonucunda dogruluk orani degismemis ve
%86,1 olarak bulunmustur. Ancak smiflara gére DP oranlar1 degisiklik
gostermektedir. 3. evre i¢in 1; 4. evre i¢in 1; 5. evre i¢in 0; 6. evre ig¢in O ve
sagliklilar i¢in 0,77 olarak bulunmustur. Subspace Discriminant algoritmasi 3. ve 4.
evre olan hastalarin tamamini1 dogru siniflandirirken 5. ve 6. evre hastalarin hig¢ birini

dogru olarak siniflandiramamistir.

Algoritmanin DP oranlar1 3. evre i¢in 0,92; 4. evre i¢in 0,89; 5. evre icin 0,75; 6. evre
icin 1 ve sagliklilar i¢in 0,86 olarak bulunmustur. RUSBoostes Trees algoritmasi 6.
evre olan hastalarin tamamini dogru smiflandirirken diger siniflarda birer hata

yapmistir.
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5. TARTISMA

Hemiplejik Yashlarda Yiirliylis Analizi ve Degerlendirilmesi baslikli ¢calismamizin
orneklemi Japonya Chiba Universitesinde 2005-2006 yillarinda inme sonrasi
hemiplejik olan olgulardan alinan yiiriime sinyali verisinden olusmaktadir. Evreninin
hemiplejik hastalardan olustugu bir ¢aligma i¢in 28 hemiplejik yliriiylis ve 7 saglikli
yiiriiyiis sinyal verisinin yetersiz kalabilecegi diisiiniilmektedir. Orneklem sayisinin
yetersiz olmasindan dolay1 siniflandirma sonuglarinin basarisi hakkinda genelleme
yapmak zor olsa da uygulanan teknikler sonrasi yapilan siniflandirmalarda tatmin

edici dogruluk oranlarina ulagilmistir.

Calismada veri setini olusturan, Brunnstrom evreleri bilinen hemiplejik yasl yiiriime
sinyali verisine benzer veri bulmakta yasanan giigliik nedeni ile veri seti yalnizca

saglikli bireylerin yiiriime sinyali verisi eklenerek genisletilebilmistir.

Olgu sayis1 15 saglikli yiiriiyiis sinyali verisi eklendikten sonra 50’ye ¢ikartilmistir.
Olusturulan yeni veri seti ile tekrar siniflandirma yapildiginda dogruluk oranlarinda

gozlemlenen azalmanin olasi nedenleri agagidaki gibidir:

e Mevcut veri setinde ili¢ eksenli ivmeodlger ile alinan ylriime sinyallerinin
dalgacik dontisiimii sonrasi elde edilen 6znitelikleri kullanilmigtir. Yeni veri
setinde ise yalnizca anteroposterior eksenden alinan yliirlime sinyali verisi
kullanilmistir. Olgu sayis1 artmis olsa da Oznitelik sayis1 azaldigi ig¢in
dogruluk oranlarinda diisiis meydana geldigi diisiiniilmektedir.

e Makine o6grenme tekniklerinde her analiz birbirinden farkli sonuglar
verebilmektedir. Bunun nedeninin degisen veri seti ve algoritmada kullanilan

parametreler oldugu diistiniilmektedir.

Bunun yan1 sira tiim algoritmalarda siiflama dogruluk oraninda diisiis gozlenirken

Multi Class Classifier algoritmasinda %]11°lik bir artis gézlenmistir.

Smiflandirma  sonuglarinda dikkat c¢eken bir baska wunsur ise Boosting
algoritmalarinin sonuglaridir. AdaBoost ve LogitBoost algoritmalarinin dogru
siiflandirma oranlar1 arasinda ilk siniflandirma i¢in %34; ikinci siniflandirma igin
%38 oraninda bir fark gozlenmistir. Bunun nedeninin LogitBoost algoritmasinin,

AdaBoost algoritmasinda sorun olarak var olan ¢ok giiriiltiilii verilerden kaynakl
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asir1 uygunluk problemini ¢6zmek icin gelistirilmis olmas1 oldugu diistiniilmektedir.
LogitBoost ise bu sorunun ¢o6ziimii i¢in egitim hatasini dogrusal bir bigimde
azaltmaktadir (Aydin ve Aslan, 2017).

LogitBoost algoritmasi ile Iterative Classifier Optimize algoritmasi ayni sonuglari
vermistir. Bunun nedeni Iterative Classifier Optimize algoritmasinin yineleyici

siiflandirict olarak LogitBoost algoritmasini kullanmasidir.

MATLAB programinda tekrarlanan RusBoosted Trees algoritmasi sonucunda
dogruluk orani degismemistir. Fakat siniflara gére Dogru Pozitif oranlar1 degistigi

i¢in algoritmanin ayni1 sekilde sonug verdigi sdylenemez.

Calismada yiirime sinyalleri literatiirde en c¢ok tercih edilen dalgacik olan
Daubechies dalgacigi kullanilarak ayristirllmistir. Daubechies 5 ana dalgacigi ile
ayristirilan sinyalden elde edilen Ozniteliklerin evre tahmininde kullanilabilecegi
goriilmiistiir. Sonraki caligmalarda farkli dalgacik operatorleri ile de ayrigtirma

yapilip elde edilen 6zniteliklerin siniflandirilmasi planlanmaktadir.

Siniflandirma i¢in WEKA ve MATLAB programlarindan yararlanilmistir. Farkli veri
isleme araclarinda farkli simniflandirma algoritmalari olmasi nedeniyle karsilastirma
yapmanin ¢ok dogru olmadig1 disiiniilse de WEKA ve MATLAB ile yapilan
siniflandirmalarda Boosting algoritmalarinin bu problemin ¢éziimiinde en 1yi sonucu

verdigi goriilmektedir.
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6. SONUC ve ONERILER

Bu ¢alismada hemiplejik hastalarin yiiriime sinyallerinden, Brunnstrom evrelerinin
tahmin edilebilmesi i¢in dalgacik doniisiimii teknigi ve siniflama algoritmalari

kullanilmustir.

Matlab programinda Daubechies 5 ana dalgacigi ile 6 seviyeli olarak ayristirilan

yiirlime sinyallerinden 6. seviyedeki yaklasim sinyalinin 6znitelikleri se¢ilmistir.

Bu tez kapsaminda iki farkli veri seti ile ¢alistimistir. Ik veri seti 28 hemiplejik
hasta, 7 saglikli birey yiirliylis verisinden elde edilen 6zniteliklerden olusmaktadir.
Ik veri setinde yer alan bireylerin yiiriime sinyalleri {ic eksenli (anteroposterior,
lateral, vertikal) ivmedlger kullanilarak alinmistir. ikinci veri seti, ilk veri setine 15
saglikli bireyin vyiriiylis verisi daha eklenerek olusturulmustur. Ancak eklenen
yiirliylis sinyali verisi yalnizca anteroposterior ekseni bulunan bir ivmedlgerle

alindig1 i¢in mevcut veri setinden de sadece bu eksene ait 6znitelikler kullanilmistir.

Bu veri seti ile Weka programinda Iterative Classifier Optimizier, AdaBoost,
Bagging, Classification via Regression (CVR), LogitBoost, OneR, J48, Random
Forest, Random SubSpace, Multi Class Classifier ve RepTree algoritmalari,
MATLAB programinda ise Lineer Discriminant, Complex Tree, Subspace
Discriminant ve RUSBoosted Trees algoritmalari kullanilarak smif tahmini
yapilmaya c¢alistlmistir. Siniflandirma algoritmalar: igerisinde en yiiksek dogruluk
oranini WEKA’da LogitBoost algoritmasi (35 kisi igin % 91; 50 kisi igin %90),
MATLAB programinda ise RUSBoosted Trees algoritmasi (%86,1) vermistir.

Gelecek calismalarda;

e Hem patolojik yiiriime hem de saglikl1 yiirlime sinyal verisinin arttirilmasi,

e Farkli dalgacik operatorleriyle sinyallerin yeniden ayristirilmasi ve yeni
oznitelikler ile siniflandirma tahmini yapilmast,

e Rapidminer, Keel, Clementine, KNIME, Orange, R gibi farkli veri isleme
araglar1 kullanilarak yeniden smiflandirma yapilmasi ve mevcut sonuglarla

karsilastirilmasi,
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e Akdeniz Universitesi Hastanesi’nde yiiriime sorunlar1 ile ilgilenen
Klinisyenlere destek olmak amaciyla hastalarin yiiriime bozukluklarini
smiflandiran, rehabilitasyon siirecinde izlemede kullanilabilecek bir karar

destek sistemi yazilmasi planlanmaktadir.
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